Ako riesit tazké problémy?
Chceme:

e Rychle algoritmy

e Spravne algoritmy

e Algoritmy riesiace tazké problémy



Exaktné metddy
e Inteligentné prehladavanie (napr. A* algoritmus)
e Pseudopolynomialne algoritmy
e (Celociselné linearne programovanie

e Parametricka zlozitost



Aproximacné algoritmy

Algoritmus A je | k-aproximacny |, ak pre kazdy vstup x
plati A(x) < kOPT(x) (maximalizacné problémy),
resp. A(z) > kOPT(x) (minimalizacné problémy).

Algoritmus A(x,¢) je | polynomialny aproximacna schéma (PTAS) |, ak

jeho Casova zlozitost je polynomialna vzhladom k |z| a pre kazdé
e>0

je (1 + €)-aproximacny (maximalizacné problémy),

resp. (1 — g)-aproximacny (minimalizacné problémy).

Algoritmus A(z,¢) je

plne polynomialna aproximacna schéma (FPTAS) |, ak jeho Casova

zlozitost je navyse polynomialna vzhladom na 1/¢.



Kladiva: Désledna analyza greedy algoritmov
(pre minimalizacné problémy)

e Problém: chceme porovnat vysledok greedy algoritmu s
optimalnym rieSenim, ktorého hodnotu ale nevieme.

e Dolny odhad D(x) na hodnotu optimalneho rieSenia na zaklade

znamych parametrov.
e Horny odhad H(x) na hodnotu greedy riesenia.
e Odhad aproximacného faktoru k:

~ GREEDY ()

H(z)
b= OPT(x)

D(x)

<

(pre maximalizacné problémy obdobne)



Kladiva: Rozdel problém na podstatné a nepodstatné casti

e Podstatné casti:
— Prispievaji vel'kou castou do hodnoty riesenia.

— Maja Specialne vlastnosti (napr. maja relativne velka hodnotu,
je ich pomerne malo, a pod.)

— Na zaklade specialnych vlastnosti ich mozno efektivne riesit
optimalnym spésobom = rieSenie (*)
e Nepodstatné casti:
— Priespievaja len malou castou do hodnoty riesenia.

— Vdaka tomu nezalezi na tom, ako presne ich doplnime ku
rieSeniu (*), pretoze hodnotu prilis nezmenia.



Kladiva: Rozdel problém na lahsie riesitelné podproblémy

e Lahko riesitelné podproblémy:
— Maji Specialne vlastnosti (napr. maly rozsah, Specialne
usporiadanie prvkov a pod.)
— Vdaka tomu ich mozno efektivne riesit optimalnym
sposobom
— Kazdy podproblém = samostatné Ciastkové riesenie lokalne
optimalne
e Kombinacia ciastkovych rieseni:
— napr. priamociaro spojime Ciastkové riesenia dohromady
— Spojené rieSenie nemusi byt optimalne
(prekryvajice sa prvky a pod.)

— Ukazeme, ze sme tym neurobili prilis vel'kir chybu.



Kladiva: Zaokrahli vel'ké cisla
e Predpoklad: pseudopolynomialny algoritmus

e ‘Zmensime" Cisla, ktoré vystupuji ako parametre v
pseudopolynomialnom algoritme, zaokrihlime kde treba.

e Riesenie nie je exaktné (kéli zaokrahlovaniu).

o Ukazeme, ze zaokriuhlovanim sme neurobili velka chybu.



Kladiva: Relaxacia ILP

e ZapisSeme problém ako instanciu celociselného lineadrneho
programovania (ILP).

e Relaxacia: Nebudeme respektovat poziadavku na celociselnost
rieSenie, t.j. podmienky typu x € {0, 1} nahradime podmienkou
0<zxz<1.

e Riesenim vysledného linearneho programu dostaneme
pseudoriesenie, ktorého hodnota nie je horsia ako optimalne
riesenie.

e Zaokruhlenie: Premenné, ktoré nie su celé Cisla, zaokrahlime.

e UkaZzeme, ze sme tym prilis nezmenili hodnotu riesenia.



Pravdepodobnostné algoritmy
Algoritmy, ktoré vyuzivaji nahodné cisla.
Las Vegas algoritmy.
e Vzdy daju spravnu odpoved.
e Nahodné Cisla ovplyviuja ¢as = ocakavana casova zlozitost
Monte Carlo algoritmy.
e Bezia vzdy rychlo.

e Obcas daju nespravnu odpoved = pravdepodobnost chyby p
— Jednostranné chyby
(napr. “ano” je vzdy dobre, “nie” moze byt chybné)
— Obojstranné chyby

Délezité: Rychlost/chybovost algoritmu nezavisi od vstupu,
ale len od vyberu nahodnych cisel! (t.j. neexistuje “zly" vstup)



Kladiva (LV): Znahodnenie deterministického algoritmu
e Namiesto deterministického kroku, ktory vyzaduje aby sme urobili
vyvazeny vyber, pouzijeme nahodny vyber.
e Trik pri analyze ocakavaného casu:
— Vsetky pripady rozdelime na dobré a zlé.

— Dobré pripady nastavaji s vysokou pravdepodobnostou a
vieme urobit dobry horny odhad h(x) na ich ¢as.

— ZIé pripady nenastavaji Casto a aj keby sme pouzili najhorsi
mozny horny odhad H(x) Casu, tak to nevadi, lebo
pravdepodobnost je mala.

E[T(z,r)] =) Pr(r)T(z,r)= Y Pr(r)T(x,r)+ Y Pr(r).T(z,r)

r je dobry r je zly

< Pr(r je dobry).h(z) + Pr(r je zly).H (x)
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Kladiva (LV): Kernelizacia problému
e Predpoklad: Niektoré instancie problému (napr. malé instancie,

riedke grafy, malé vahy a pod.) vieme riesit efektivnejSie.

e Za pomoci nahodného vyberu stransformujeme nasu inStanciu na
mensiu/riedsiu/. .. inStanciu, pricom nova insStancia s vysokou
pravdepodobnostou spliha podmienky, ked vieme instancie riesit

efektivne.
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Kladiva (LV+MC): Nahodné pochodzky
e Problém zredukujeme na ndhodna pochédzku.
e Na odhady potrebnych pravdepodobnosti vyuzijeme matematick
tedriu ndhodnych pochédzok:
— Ako dlho v priemere bude ndhodna pochdédzka trvat?
— Aka je distribtcia dlzok nahodnej pochadky?

— Ako daleko sa v priemere pocas nahodnej pochédky
dostaneme?
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Kladiva (LV4+MC): Markovova nerovnost (a d'alsie nerovnosti)

Nech X je ndhodna premennj,
pricom X >0 a E[X]| = pu.
Potom Pr(X > cu) <1/c

Priklad: Ak mame nadhodni pochédzku, ktorad trva v priemere k
krokov, tak ak urobime 2k krokov, tak s pravdepodobnostou viac ako
1/2 pochddzku ukoncime!
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Kladiva (LV+MC): Metéda svedkov

e Ak by sme dostali ku problému nejaka dalSiu informaciu (napr.
¢iastocnl informaciu o poradi prvkov, Fermatov svedok pre

zlozené Cislo), vedeli by sme problém riesit velmi efektivne.
e Takdto informaciu nazyvame svedok.
e Pouzijeme nahodne vygenerovaného na svedka!

e Ukazeme, ze zlého svedka, t.j. takého, ktory vedie k dlhému Casu
(LV) alebo k chybnému rieSeniu (MC) vygenerujeme s malou
pravdepodobnostou.
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Kladiva (MC): Zlepsovanie aspesnosti opakovanim

e Predpokladajme, Ze mame MC algoritmus, ktory urobi chybu s
pravdepodobnostou p.

e Ak takyto algoritmus spustime k, krat, pravdepodobnost Ze urobi
chybu vo vietkych behoch je p*

e Jednostranny MC algoritmus s pravdepodobnostou chyby 1/2,
pravdepodobnost spravnej odpovede pri 4 opakovaniach je ~ 94%.

e Jednostranny MC algoritmus s pravdepodobnostou chyby 90%
20 opakovani: pravdepodobnost spravnej odpovede =~ 88%
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Kladiva (MC): Metéda odtlackov (fingerprinting)

e Namiesto porovnavania (velkych) objektov bit po bite
porovnavame len ich odtlacky.

e Odtlacky si obvykle kratke a jednoducho porovnatelné.
e Vypocet odtlacku zavisi od vygenerovanych nadhodnych cisel.

e Analyza: akd cCast odtlackov moze viest ku chybnej zhode?
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Doktorandské stadium na FMFI UK
Napln doktorandského stadia

e 5% vseobecné stadium
e 20% ucenie (cviCenia a pod.)

e 75% samostatna vedecka praca
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Absolvent magisterského studia:

e Dokaze sa ucit veci, ktoré nepozna, ale ktoré ludia uz poznaja a
obvykle st prehladne spracované v knihach.

e Dokazal dokoncit jeden projekt (diplomovku), ktorého ciele mu
urcil vedici diplomovej prace.

... doktorandské stadium . ..

Uspesny profesor / vyskumny pracovnik:

e Vie o najnovsich poznatkoch vo svojom odbore / neustale Studuje
clanky opisujice najnovsie vedecké vysledky.

e Vymysla nové veci, ktoré este ludia nepoznaj.

e Sam si stanovuje ciele vyskumnych projektov, ktoré st zaujimavé
pre uzsie alebo SirSie skupiny odbornikov.
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Co ak nechcem skoncit v akademickej sfére?
e /iskate schopnost samostatnej prace na novych problémoch.

e Vela nasich absolventov: popredné slovenské startupy, nadnarodné
firmy ako Google, Facebook a pod.

e Moznost a Cas par rokov spojit dohromady pracu a konicek
...a rozmysliet si, ¢o vlastne chcem v budicnosti robit.
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Kde zacat? Budaci skolitel.

Pocitacova grafika a modelovanie materialov: prof. Durikovi¢, doc.
Chalmoviansky, doc. Ferko, doc. Bajla (SAV)

Umela inteligencia, robotika, kognitivna veda: prof. Farkas, doc.
Markosova, doc. Homola

Teoreticka informatika: prof. Kralovic¢, prof. Rovan, doc. Pardubska,
prof. Skoviera (grafy), doc. Toman (diskrétna matematika), doc.

Jajcayova

Distribuované vypocty a algoritmy: doc. Gruska, Dr. Dobrev (SAV)
Kryptolégia, informacna bezpecnost: doc. Stanek, doc. Olejar
Bioinformatika: doc. Vinar, doc. Brejova

Vyucovanie informatiky: prof. Kalas, doc. Kubincova, doc.

Tomcsanyiova
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