
U N I V E R Z I T A K O M E N S K É H O
Fakulta matematiky, fyziky a informatiky

Katedra informatiky

Vybrané kapitoly z teoretickej informatiky-II
Rie²enie ´aºkých problémov

(Pomocné texty k predná²ke 2�AIN�205)

(verzia 10. decembra 2012)

doc. RNDr. Dana Pardubská, CSc.





Obsah

1 Úvod 5

2 NP-úplnos´ 7
2.1 Redukcie, NP-úplnos´ . . . . . . . . . . . . . . . . . . . . . . . . . . 8
2.2 NP-úplnos´ problému splnite©nosti BF . . . . . . . . . . . . . . . . . 9
2.3 Niektoré NP-úplné problémy . . . . . . . . . . . . . . . . . . . . . . 13

2.3.1 Problém 3-spnite©nosti je NP-úplný. . . . . . . . . . . . . . . 13
2.3.2 Problém k-klika je NP-úplný . . . . . . . . . . . . . . . . . . 14
2.3.3 Problém k-zafarbite©nosti je NP-úplný . . . . . . . . . . . . . 15
2.3.4 problém Hamiltonovskej kruºnice je NP-úplný. . . . . . . . . 16
2.3.5 Problém plnenia batohu je NP-úplný . . . . . . . . . . . . . . 18

3 Deterministické metódy 21
3.1 Algoritmy pseudopolynomiálnej £asovej zloºitosti . . . . . . . . . . . 21
3.2 Parametrizovaná zloºitos´ . . . . . . . . . . . . . . . . . . . . . . . . 25
3.3 Zniºovanie zloºitosti najhor²ieho prípadu(aj exponenciálne algoritmy) 26

3.3.1 Rozde©uj a panuj a 3SAT . . . . . . . . . . . . . . . . . . . . 27
3.3.2 Rozumné preh©adávanie s orezávaním . . . . . . . . . . . . . 28
3.3.3 (LC-)Branch-and-Bound . . . . . . . . . . . . . . . . . . . . . 31
3.3.4 Predspracovanie . . . . . . . . . . . . . . . . . . . . . . . . . 33
3.3.5 Predspracovanie a textové algoritmy . . . . . . . . . . . . . . 34

3.4 Lokálne preh©adávanie . . . . . . . . . . . . . . . . . . . . . . . . . . 40
3.5 Heuristiky zaloºené na lokálnom preh©adávaní . . . . . . . . . . . . . 46

3.5.1 Simulované ºíhanie . . . . . . . . . . . . . . . . . . . . . . . . 46
3.5.2 Genetické algoritmy . . . . . . . . . . . . . . . . . . . . . . . 46
3.5.3 Tabu search . . . . . . . . . . . . . . . . . . . . . . . . . . . . 47
3.5.4 Problém pride©ovanie úloh: vyuºitie branch-and-bound a si-

mulovaného ºíhania . . . . . . . . . . . . . . . . . . . . . . . 48
3.6 Relaxácia na LP . . . . . . . . . . . . . . . . . . . . . . . . . . . . . 54

3.6.1 Príklady redukcie . . . . . . . . . . . . . . . . . . . . . . . . . 55
3.6.2 Vlastnosti úlohy lineáreho programovania . . . . . . . . . . . 55

4 Aproxima£né algoritmy 59
4.1 Optimaliza£né vs. rozhodovacie problémy . . . . . . . . . . . . . . . 60
4.2 Aproxima£né algoritmy a optimaliza£né problémy . . . . . . . . . . . 62

4.2.1 Ilustra£né príklady-Absolútna chyba . . . . . . . . . . . . . . 64
4.2.2 Ilustra£né príklady-Relatívna chyba, aproxima£ný pomer . . 65
4.2.3 Ilustra£né príklady-PTAS pre MinPartition . . . . . . . . . 68
4.2.4 Ilustra£né príklady-FPTAS pre KnapSack . . . . . . . . . . 69
4.2.5 Ilustra£né príklady-SetCoverProblem a nekon²tantný aproxi-

ma£ný pomer . . . . . . . . . . . . . . . . . . . . . . . . . . . 70

3



4

5 Návrh aproxima£ných algoritmov 73
5.1 �al²ie príklady . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . 73
5.2 ∆TSP . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . 76
5.3 Stabilizácia . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . 79
5.4 dual-PTAS pre minimum MakeSpan . . . . . . . . . . . . . . . . . . 88

5.4.1 h-dual PTAS pre BinP . . . . . . . . . . . . . . . . . . . . . . 89
5.4.2 PTAS pre MakeSpan . . . . . . . . . . . . . . . . . . . . . . . 91

5.5 Neaproximovate©nos´∗ . . . . . . . . . . . . . . . . . . . . . . . . . . 92

6 Pravdepodobnostné algoritmy 97
6.1 Príklady . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . 97

6.1.1 Rovnos´ databáz . . . . . . . . . . . . . . . . . . . . . . . . . 97
6.1.2 Existuje také j, ºe xj = yj? . . . . . . . . . . . . . . . . . . . 100
6.1.3 AB

?= C . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . 101
6.2 Klasi�kácia RA . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . 103

6.2.1 Umiestnenie pravdepodobnosti � I. model . . . . . . . . . . 103
6.2.2 Umiestnenie pravdepodobnosti � II. model . . . . . . . . . . 105
6.2.3 Las Vegas . . . . . . . . . . . . . . . . . . . . . . . . . . . . . 106
6.2.4 Monte Carlo s jednosmernou chybou . . . . . . . . . . . . . . 109
6.2.5 Monte Carlo s ohrani£enou chybou . . . . . . . . . . . . . . . 110
6.2.6 Monte Carlo s neohrani£enou chybou . . . . . . . . . . . . . . 111
6.2.7 Pravdepodobnostné algoritmy pre optimaliza£né úlohy . . . . 113

7 Metódy tvorby RA 117
7.1 Eliminácia protivníka . . . . . . . . . . . . . . . . . . . . . . . . . . . 119

7.1.1 Ha²ovanie . . . . . . . . . . . . . . . . . . . . . . . . . . . . . 119
7.1.2 On line algoritmy . . . . . . . . . . . . . . . . . . . . . . . . . 123

7.2 Metóda odtla£kov . . . . . . . . . . . . . . . . . . . . . . . . . . . . . 128
7.2.1 Porovnávanie databáz . . . . . . . . . . . . . . . . . . . . . . 128
7.2.2 Freivaldsova metóda - ekvivalencia polynómov . . . . . . . . 130
7.2.3 Porovnávanie re´azcov . . . . . . . . . . . . . . . . . . . . . . 133
7.2.4 Interaktívne dôkazy* . . . . . . . . . . . . . . . . . . . . . . . 135

7.3 Zvy²ovanie úspe²nosti . . . . . . . . . . . . . . . . . . . . . . . . . . 137
7.3.1 Zlep²ovanie úspe²nosti opakovaním kritických £astí . . . . . . 137
7.3.2 Opakovaná náhodná vzorka a 3-splnite©nos´ . . . . . . . . . . 143

7.4 Metóda svedkov . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . 147
7.4.1 H©adanie svedkov pre test prvo£íselnosti . . . . . . . . . . . . 147
7.4.2 Algoritmus Solovay-Strassen pre testovanie prvo£íselnosti . . 150
7.4.3 Generovanie náhodných prvo£ísel . . . . . . . . . . . . . . . . 154

7.5 Náhodné zaokrúh©ovanie . . . . . . . . . . . . . . . . . . . . . . . . . 156
7.5.1 Náhodné zaokrúh©ovanie a problém MaxSAT . . . . . . . . . 157
7.5.2 Náhodná vzorka s náhodným zaokrúh©ovaním . . . . . . . . . 160



Kapitola 1

Úvod

Pod ´aºkými problémami nemáme na mysli len NP-´aºké, ale aj tie, pre ktoré
nepoznáme polynomiálne algoritmy rozumného stup¬a. Aké máme moºnosti, ke¤
chceme rie²i´ ´aºké problémy deterministicky? Odpove¤ záleºí aj od odpovede na
otázku, v £om spo£íva obtiaºnos´ toho problému. Je problém, resp. algoritmus na
jeho re²enie, zlý preto, ºe má niektoré zlé vstupy, alebo je zlý "vo svojej podstate"?

1. V prvom prípade máme ²ancu, ºe na²e vstupy budú patri´ do kategórie "vhod-
ných" a pre ne môºe existova´ dobrý algoritmus. A tak sa tam, kde sa to dá,
popri snahe o zniºovanie zloºitosti najhor²ieho a priemerného prípadu snaºíme
(aj) o kon²trukciu takých algoritmov, ktoré umoº¬ujú vy²peci�kova´ ve©ké/£o
najvä£²ie mnoºiny vstupov, na ktorých sú dokázate©né rozumné.

2. Akceptujeme exponenciálnu zloºitos´ najhor²ieho prípadu, ke¤ na rozumných
vstupoch (dajú sa v praktických situáciách o£akáva´) je rozumnej zloºitosti.

3. Kon²truujeme exponenciálne algoritmy, dokonca aj v o£akávanom prípade, ale
snaºíme sa zniºova´ tú exponencialitu (od 2n ideme napr. k (1.2)n)

4. Upustíme od toho, ºe ná² algoritmus má na v²etkých vstupoch vºdy vyrie-
²i´ ná² problém korektne. Dostávame dve významné triedy algoritmov. Ak
v rozhodovacích problémoch pripustíme, ºe odpove¤ je správne len s ve©kou
pravdepodobnos´ou, môºme pouºíva´ tzv. pravdepodobnostné (náhodou ria-
dené,randomized) algoritmy. V prípade optimaliza£ných úloh vedie upustenie
od presnosti k tzv. aproxima£ným algoritmom. Vyºadujeme, aby algoritmus
bol rýchly a získané rie²enie blízko k optimálnemu rie²eniu. �asto sa takto
získané rie²enia berú ako dobrý ²tart pre ¤al²ie metódy.

Kvôli úplnosti pridávame text o NP-úplnosti, ktorý je £iasto£ne opakovaním konca
minulého semestra.
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Kapitola 2

NP-úplnos´

O význame triedy P ako triede prakticky rie²ite©ných problémov sme uº hovorili.
Videli sme, ºe polynomiálny £as je taká vlastnos´ problémov, ktorá je nezávislá od
výberu výpo£tového modelu, pokia© sa hýbeme v prvej po£íta£ovej triede. Triedu
P rozhodne môºme povaºova´ za triedu prakticky rie²ite©ných úloh. (Neskôr do²lo k
posunu � za prakticky rie²ite©né povaºujeme aj pravdepodobnostné a aproxima£né
algoritmy polynomiálnej zloºitosti.)

Je ve©a takých úloh, pre ktoré nepoznáme deterministcké polynomiálne rie²enie;
v²etky známe deterministické algoritmy sú exponenciálnej zloºitosti, £asto zaloºené
na preberaní v²etkých moºností. Mnohé z nich sú v²ak také, ºe ak poznáme rie²enie,
jeho správnos´ vieme overi´ v polynomiálnom £ase. Kon²trukcia nedeterministické-
ho stroja na rie²enie tohto problému metódou "uhádni a over" tak v prípade, ºe
rie²enie je polynomiálne od ve©kosti vstupu, vedie k nedeterministickému polyno-
miálnemu £asu. Dostali sme sa tak trochu inak k triede NP - sú to tie problémy,
ktorých rie²enie vieme overi´ v £ase polynomiálnom od ve©kosti vstupu1. Z tohto
poh©adu je otázka vz´ahu P?NP vlastne otázkou� je ©ah²ie nájs´ rie²enie alebo
overi´ jeho správnos´?

Nedeterminizmus priniesol do rie²enia problémov novú kvalitu. Hoci pochopenie
tohto konceptu nie je jednoduché, nedeterministické rie²enia�algoritmy�sú £asto
zrozumite©nej²ie, elegantnej²ie. Vzh©adom na simulácie z predchádzajucej £asti vie-
me, ºe prechod od nedeterminizmu k determinizmu nás môºe stá´ aº exponenciálny
nárast £asu. Je to nutné? Sú problémy rie²ite©né v nedeterministicom polynomiál-
nom £ase tak ´aºké, ºe sa nedajú rie²i´ v polynomiálnom deterministickom £ase?
Otázka vz´ahu tried P a NP patrí k tým najvýznamnej²ím. Vä£²ina informatikov
predpokladá, ºe P 6= NP a namiesto rie²enia vz´ahu týchto dvoch tried sa tak
sústre¤ujeme skôr na to, ako rie²i´ tie problémy, ktoré sú ´aºké.

Kedy hovoríme, ºe problém je ´aºký? Napr. vtedy, ak nepatrí do P . Dokáza´
v²ak o konkrétnom probléme, ºe nepatrí do triedy P , je nesmierne obtiaºne, £o
vlastne znamená, ºe takáto "de�nícia" pojmu ´aºký je nám zbyto£ná. Uvidíme
v²ak, ºe existuje "nástroj", pomocou ktorého pre mnohé problémy pomerne ©ahko
ukáºeme, ºe sa za predpokladu P 6= NP v polynomiálnom deterministickom £ase
rie²i´ nedajú. Týmto nástrojom sú NP-úplné problémy. No a to, v situácii, ke¤
akceptujeme P 6= N , poskytuje dobrú formuláciu toho, £o je ´aºké.

K £omu je to dobré? Ak ukáºeme, ºe problém je NP-úplný, je ´aºký a teda máme
dobrý dôvod sa domnieva´, ºe sa nedá rie²i´ v P . No a ke¤ to nejde deterministicky
polynomiálne, treba z nie£oho, konkrétne nejakých poºiadaviek na rie²enie, z©avi´.

1Uvedomme si, ºe tým implicitne hovoríme, ºe rie²enie je polynomiálne vzh©adom na ve©kos´
vstupu.
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Dostávame sa tak k aproxima£ným algoritmom (v prípade optimaliza£ných úloh
upú²´ame od poºiadavky na optimálne rie²enie a uspokojíme sa s pribliºným, ktoré
je rýchlo a vieme ohrani£i´, ako ¤aleko od optimálneho), pravdepodobnostným algo-
ritmom (upú²´ame od toho, ºe rie²enie je vºdy správne, vyºadujeme v²ak, aby bolo
rýchlo a aby pravdepodobnos´ korektnej odpovede bola vysoká; vä£²inou vy²²ia ako
0,5), heuristickým algoritmom (algoritmus sleduje nejakú rozumnú stratégiu, ktorá
v²ak negarantuje, ºe dostaneme korektné rie²enie; môºe sa sta´, ºe rie²enie vôbec
nedostaneme napriek tomu, ºe existuje.).

2.1 Redukcie, NP-úplnos´
Aby sme mohli hovori´ o ´aº²ích a ©ah²ích problémoch, potrebujeme ma´ moºnos´
ich porovnáva´. V snahe o vymedzenie naj´aº²ích problémov v triede NP za£neme
de�níciami redukcií, ktoré umoº¬ujú obtiaºnos´ problémov porovnáva´.

polynomiálna re-
dukcia L Ã L′

De�nícia 2.1 Jazyk L sa nazýva polynomiálne redukovate©ný na jazyk L′, ak exis-
tuje polynóm p a p(n)-£asovo ohrani£ený DTS M taký, ºe M prepí²e kaºdý vstupný
re´azec w ∈ Σ∗L na re´azec w′ ∈ Σ∗L′ tak, ºe w ∈ L ⇔ M(w) = w′ ∈ L′.

�ahko vidno, ºe relácia polynomiálnej redukcie je tranzitívna: Nech A Ã B a
tranzitivita Ã B Ã C, MAB ,MBC sú DTS po£ítajúce príslu²né redukcie a pAB , pBC sú polynómy

ohrani£ujúce ich £asovú zloºitos´. Nech α, β je vstup do MAB , resp. MBC . Potom
|MAB(α)| ≤ pAB(α); analogicky |MBC(β)| ≤ pBC(β).
Redukciu A Ã C ©ahko realizujeme napr. zre´azením strojov MAB , MBC : MAC(w) =
MBC(MAB(w)).

Pre £as t(w) výpo£tu redukcie MAC(w) zrejme platí

t(w) ≤ pAB |w|+ pBC(MAB(w)) ≤ pAB |w|+ pBC(|pAB(|w|)|)

Ke¤ºe skladaním polynómu dostávame opä´ polynóm, existuje polynóm pAC taký,
ºe

t(w) ≤ pAC(|w|)
A teraz uº môºme de�nova´ NP-úplnos´.

NP-´aºký, NP-
úplný jazyk

De�nícia 2.2 Jazyk L0 sa nazýva NP-´aºký,ak ∀L ∈ NP : L je polynomiálne re-
dukovate©ný na L0. Ak navy²e L0 ∈ NP tak je jazyk NP-úplný.
Triedu NP-úplných problémov budeme ozna£ova´ NPU.

O význame NP -úplných problémov hovorí nasledujúca veta, najmä podmienka 2.
Jej dôkaz prenechávame £itate©ovi.

Veta 2.1
1. Ak NPU ∩ P 6= ∅, tak P = NP

2. Ak P 6= NP , tak NPU ⊂ NP \ P
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Zo znenia vety vidno, ºe ak chceme ukáza´ rovnos´ tried P = NP , sta£í pre jediný
NP-úplný problém nájs´ deterministický polynomiálny algoritmus.

Naopak � ak prijmeme hypotézu , ºe P 6= NP , je dôkaz NP -úplnosti dôkazom
toho, ºe problém je z NP \ P . Takto nám pojem NP -úplnosti poskytuje moºnos´
alternatívneho "dôkazu" toho, ºe problém nie je prakticky rie²ite©ný.

Existuje aj iná de�nícia NP -úplnosti, s ktorou sa stretávame v prípade problémov,
ktoré nie sú rozhodovacie.

De�nícia 2.3 Problém L0 z NP je NP -úplný, ak z existencie algoritmu polyno-
miálnej zloºitosti T (n) rie²iaceho L0 vyplýva existencia algoritmu zloºitosti pL(T (n))
pre kaºdý problém L ∈ NP , pri£om pL je polynóm, ktorý závisí od L.

Pri dokazovaní NP-úplnosti robí problém najmä dôkaz toho, ºe problém je NP-´aºký.
Tu vyuºijeme tranzitivitu relácie "by´ polynomiálne redukovate©ný".

NP-úplnos´
redukciou

Nech problém L0 ∈ NP je NP-úplný (na obr.
NPU). Potom ho môºme vyuºi´ pri dôkaze
NP -úplnosti problému L (na obr. ?) nasle-
dovne:

1. ukáºeme, ºe L ∈ NP

2. ukáºeme, ºe L0 je polynomiálne trans-
formovate©ný na L; toto dokazuje poly-
nomiálnu redukovate©nos´ ©ubovo©ného
L′ na L (pre£o?)

K pouºitiu tohto prístupu v²ak potrebujeme nejaký problém, o ktorom uº vieme,
ºe je NP -úplný. NP-úplnos´ prvého problému musíme dokáza´ pod©a de�nície.

2.2 NP-úplnos´ problému splnite©nosti BF
Hlavným výsledkom tejto £asti je Cookova veta, ktorá o probléme splnite©nosti
boolovskej formuly dokáºe, ºe je NP-úplný.

De�nícia 2.4 Boolovskou formulou(BF) nazveme výrazy

• x,¬x

• ak p, q sú boolovské formuly, tak aj (p ∨ q), (p ∧ q),¬p sú boolovské formuly

• iné boolovské formuly nie sú

Nech BF je Boolovská formula n premenných x1, . . . , xn; ozna£ujeme BF (x1, . . . , xn).
Hovoríme, ºe BF je splnite©ná, ak existuje také priradenie hodnôt 0, 1 premenným
x1, . . . , xn, pri ktorom BF nadobúda hodnotu 1

Problém splnite©nosti BF
Vstup: Boolovská formula BF , resp. re´azec, ktorý ju kóduje
Výstup: 1, ak je formula splnite©ná

0 inak
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Pod©a potreby a kontextu bude SAT ozna£ova´ alebo problém splnite©nosti BF
alebo triedu splnite©ných BF.

Veta 2.2 (Cook) Problém splnite©nosti BF je NP -úplný

Dôkaz: Príslu²nos´ problému splnite©nosti do NP ukáºeme kon²trukciou NTS, ktorý
ho rie²i.

� nech vstupom je BF (x1, . . . , xn); nech m ozna£uje d¨ºku vstupu

� DTS uhádne priradenie hodnôt α1, . . . , αn premenným x1, . . . , xn

(prechádzaním po vstupnej páske si na pracovnú pásku zapisuje premenné a
im uhádnuté hodnoty; £asová zloºitos´ O(m2))

� dosadí uhádnuté priradenie hodnôt α1, . . . , αn do BF
(prechádzaním po vstupnej páske opisuje na druhú pracovnú pásku BF zo
vstupu, pri£om namiesto jednotlivých premenných pí²e hodnoty; £asová zlo-
ºitos´ O(m2))

� vyhodnotením BF s dosadenými hodnotami overí, £i BF (α1, . . . , αn) = 1;
£asová zloºitos´ O(m2)

L ∈ NP ⇒ L je polynomiálne redukovate©ný na SAT K dôkazu tejto
£asti treba skon²truova´ DTS polynomiálnej zloºitosti, ktorý pri vstupe w v £ase
polynomiálnom skon²truuje BF tak, ºe w ∈ L ⇔ BF ∈ SAT . Ak pri kon²trukcii
DTS vyuºijeme len tie vlastnosti/znalosti o jazyku L, ktoré sú spolo£né v²etkým
jazykom z NP , bude táto kon²trukcia platná pre v²etky jazyky z NP .

Ak L ∈ NP , potom existuje NTS M rozpoznávajúci L; L = L(M). O NTS M
môºme bez ujmy na v²eobecnosti predpoklada´:

• NTSM je jednopáskový

• vstupná abeceda Σ = {0, 1}
• abeceda symbolov Γ = {1, 2, . . . , s}; pritom predpokladáme, ºe (napr) 1 ozna-

£uje B (blank)

• mnoºina stavov je K = {1, 2, . . . , q}; nech 1 je po£iato£ný stav, q koncový
akceptujúci

• £asová zloºitos´ stroja M je zhora ohrani£ená polynómom p(n)

O výpo£te C = C1, C2, . . . , CT NTS M môºme bez ujmy na v²eobecnosti predpo-
klada´, ºe

• je d¨ºky presne p(n)

• kaºdá kon�gurácia je ve©kosti p(n) - uvaºujeme teda aj prípadne "blanky"
Booleovská formula BFw vytvorená DTS k vstupnému slovu w (pri znalosti popisu
NTS M) bude pouºíva´ tri skupiny premených. Ak za�xujeme nejaký konkrétny
výpo£et NTS M C = C1, C2, . . . , Cp(n), moºno sa na tieto premenné pozera´ ako
na predikáty.
C(i, j, t), 1 ≤ i ≤ p(n), 1 ≤ j ≤ s, ?je pravda, ºe vo výpo£te C je v £ase t

0 ≤ t ≤ p(n) na i-tom polí£ku symbol j?
S(k, t), 1 ≤ k ≤ q,≤ t ≤ p(n) ?je pravda, ºe vo výpo£te C je v £ase t

stroj v stave k?
H(i, t), 1 ≤ i ≤ p(n), 0 ≤ t ≤ p(n) ?je pravda, ºe vo výpo£te C je v £ase t

hlava na i-tom polí£ku?
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Máme tak O(p2(n)) premenných, na zápis kaºdej z nich sta£í priestor O(log n).

Nech Q0, Q1, . . . , Qp(n) je popis postupnosti kon�gurácií. Tento popis je korektným
popisom akceptujúceho výpo£tu, ak platí nasledujúcich 7 podmienok:

1. Q0 je po£iato£ná kon�gurácia

2. V kaºdom £ase je hlava na práve jednom polí£ku

3. V kaºdom £ase je stroj práve v jednom stave

4. V kaºdom £ase je na kaºdom polí£ku pásky práve jeden symbol

5. Mení sa len to polí£ko, na ktorom je nastavená hlava

6. Zmena sa deje pod©a prechodovej funkcie

7. Posledná kon�gurácia je akceptujúca

Teraz popí²eme výslednú formulu BFw. Táto vznikne ako logický sú£in formúl
ABCDEFG. Pri kon²trukcii týchto podformulí vyuºijeme predikát

U(y1, y2, . . . , yn) = (y1 ∨ y2 ∨ . . . ∨ yr) ·
∏

i6=j

(¬yi ∨ ¬yj)

ktorý nadobúda hodnotu 1 práve vtedy, ke¤ práve jedna z premenných y1, . . . , yr

nadobúda hodnotu 1. Uvedomme si, ºe zápis U(y1, . . . , yr) je len ozna£enie formuly,
ktorá pouºíva O(r2) premenných a symbolov.

K 1. Q0 je po£iato£ná kon�gurácia

A = S(1, 0) ∧H(1, 0) ∧
∏

1≤i≤n

C(i, wi, 0) ∧
∏

n<i≤p(n)

C(i, 1, 0)

K 2. V kaºdom £ase je hlava na práve jednom polí£ku Za�xujme £as t.
Potom

Bt = U(H(1, t), . . . , H(p(n), t))

Ke¤ºe podmienka má plati´ v kaºdom £asovom okamihu,

B =
∏

0≤t≤p(n)

Bt

K 3. V kaºdom £ase je stroj práve v jednom stave

C =
∏

0≤t≤p(n)

U(S(1, t), . . . , S(q, t))

K 4. V kaºdom £ase je na kaºdom polí£ku pásky práve jeden symbol
Za�xujme najprv £as t a polí£ko i

Di,t = U(C(i, 1, t), . . . , C(i, s, t))

Podmienka má plati´ v kaºdom £asovom okamihu a na kaºdom polí£ku, preto

D =
∏

1 ≤ p(n)
0 ≤ t ≤ p(n)

Di,t
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K 5. Mení sa len to polí£ko, na ktorom je nastavená hlava
To znamená, ºe alebo je obsah polí£ka v dvoch po sebe idúcich £asových okamihoch
rovnaký, alebo na ¬om bola nastavená hlava. Za�xujme najprv £as, polí£ko aj
symbol

Ei,j,t = (C(i, j, t) ≡ C(i, j, t + 1)) ∨H(i, t)

Podmienka má plati´ v kaºdom £ase (pre kaºdé polí£ko a symbol)

E =
∏

1 ≤ i ≤ p(n)
0 ≤ t ≤ p(n)
1 ≤ j ≤ s

Ei,j,t

K 6. Zmena sa deje pod©a prechodovej funkcie
Za�xujme £as t, polí£ko i, symbol j a stav k. Tieto ²tyri hodnoty spolu alebo súvisia
� v £ase t je stroj v stave k, hlavu má na polí£ku i a na tomto polí£ku je symbol j
alebo spolu nesúvisia. Nech

δ(j, k) = {(j1, k1, pos1), . . . (jm(j,k), km(j,k), posm(j,k))}

Potom

Fi,j,k,t = ¬C(i, j, t)∨¬S(k, t)∨¬H(i, t)∨
∑

1≤l≤m(j,k)

C(i, jl, t+1)∧H(i+posl, t+1)∧S(kl, t+1)

Podmienka platí pre v²etky hodnoty i, j, k, t

F =
∏

1 ≤ i ≤ p(n)
0 ≤ t ≤ p(n)

1 ≤ j ≤ s, 1 ≤ k ≤ q

Fi,j,k,t

K 7. Posledná kon�gurácia je akceptujúca
Pri platnosti predchádzajúcich podmienok to znamená, ºe psledný stav má by´
akceptujúci

G = S(q, p(n))

Výstupom DTS je teda výsledná formula BFw = A ∧ B ∧ C ∧ D ∧ E ∧ F ∧ G.
Vzh©adom k tvaru podformúl A, B,C, D,E, F,G je zrejmé, ºe £asová zloºitos´ DTS
je polynomiálna vzh©adom na ve©kos´ výslednej BFw. Sústredíme sa preto len na
ve©kos´ BFw.
A O(p(n) log n)
B O(p3(n) log n)
C O(q2p(n) log n)
D O(s2p(n) log n)
E O(p2(n)s · log n)
F O(p2(n)s · q ·M · log n), kde M = max{m(i, j)}
G O(log n)
Výsledná ve©kos´ BFw je O(p3(n) log n). E²te ostáva ukáza´, ºe w ∈ L ⇔ BFw ∈
SAT .

w ∈ L

m
∃ akceptujúci výpo£et Q = Q0, Q1, . . . , Qp(n)

m
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priradenie hodnôt premenným C(i, j, t), S(k, t),H(i, t), pod©a predpisu

C(i, j, t) = 1 ⇔ je pravda, ºe vo výpo£te Q je na i-tom polí£ku v £ase t symbol j

S(k, t) = 1 ⇔ je pravda, ºe vo výpo£te Q je v £ase t stroj v stave q

H(i, t) = 1 ⇔ je pravda, ºe vo výpo£te Q je v £ase t hlava na i-tom polí£ku

zabezpe£uje, ºe BFw(C(i, j, t), S(k, t),H(i, t)) = 1

2

Ke¤ ºe vytvorenú formulu BFw vieme v polynomiálnom £ase previes´ na formulu
v tvare KNF , dostávame nasledujúci dôsledok.

Dôsledok 2.3 Problém splnite©nosti formuly v tvare KNF je z NP .

2.3 Niektoré NP-úplné problémy
Ke¤ uº máme NP-úplný problém, metódou redukcie ukáºeme NP-úplnos´ aj o nie-
ktorých ¤al²ích problémoch. Význam tejto £asti je na jednej strane v prezentácii
redukcií ako takých, na strane druhej v jej tvrdeniach; metódami na rie²enie NP-
´aºkých problémov sa budeme zaobera´ neskôr, pri£om ich budeme vysvet©ova´ aj
na niektorých z tu prezentovaných problémov.

2.3.1 Problém 3-spnite©nosti je NP-úplný.
Za£nime de�níciou problému.

Problém 3 splnite©nosti

Vstup: formula 3BF v tvare 3KNF = F1 ∧ F2 ∧ . . . ∧ Fq, Fi = xσi1
i1

∨ x
σi2
i2

∨ x
σi3
i3

Výstup: 1 ⇔ 3BF ∈ SAT

NP-úplnos´ problému 3-splnite©noasti dokazujeme redukciou z problému splnite©-
nosti formuly v tvare KNF. �as´, ºe 3-Splnite©nos´ ∈ NP dokazova´ netreba,
pretoºe v²ebecný problém splnite©nosti je z NP .

Polynomiálna redukcia KNF splnite©nosti na 3 splnite©nos´: Nech KNF
je formula v tvare KNF. Bez ujmy na v²eobecnosti môºme predpoklada´, ºe je to
formula tvaru (x1 ∨ . . . ∨ xn). Uvaºujme formulu

3BF = (x1∨x2∨y1)∧(y1∨x3∨y2)∧ . . .∧(yi−2∨xi∨yi−1)∧ . . .∧(yn−3∨xn−1∨xn)

kde yj sú nové premenné. Túto formulu zrejme na TS vytvoríme v £ase polyno-
miálnom od ve©kosti pôvodnej formuly BF.

BF −→ 3BFBF ∈ SAT Nech α = (α1, . . . , αn) je sp¨¬ajúci vektor hodnôt, na ktorom
BF (α) = 1. Potom existuje také i, ºe v α je xi = 1. De�nujme vektor hodnôt

β premenných y1, . . . , yn−3





yj = 1 pre j ≤ i− 2

yj = 0 pre i− 2 < j ≤ n− 3,
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Potom 3BF (α, β) = 1.

3BF−→BF3BF ∈ SAT Nech α = (α1, . . . , αn) je vektor hodnôt, na ktorom 3BF (α) = 1.
Sta£í ukáza´, ºe existuje i také, ºe pre α = α1, . . . , αn, i = 1. Postupujme sporom.
Nech by xi = 0 pre kaºdé i. Ke¤ºe 3BF (α) = 1, musí plati´:

yn−3 = 0 ⇒ yn−2 = 0 ⇒ . . . ⇒ y1 = 0

To ale znamená, ºe (x1 ∨ x2 ∨ y1) = 0, £o je spor s predpokladom, ºe 3BF (α) = 1.

v²eobecný prípad V prípade, ke¤ formula F nie je (x1 ∨ . . . ∨ xn) ale (xσ1
1 ∨ . . . ∨ xσn

n ), zameníme v
kon²truovanej 3BF výskyt xi za xσi

i .
Ak F je konjunkcia viacerých elementárnych disjunkcií, kaºdá konjunkcia pracuje s
novými pomocnými premennými.

dorob

2

2.3.2 Problém k-klika je NP-úplný
Za£nime de�níciou problému.

Problém k-kliky

Vstup: G = (V,E), k ∈ N
Výstup: 1 ⇔ G obsahuje úplný podgraf o k vrcholoch

NP-úplnos´ problému k-kliky dokazujeme redukciou z problému splnite©nosti for-
muly v tvare KNF. �as´ problém k-kliky je z NP prenechávame £itate©ovi.

Redukcia spo£íva v dvoch krokoch - k vstupnej formule F = F1 ∧ F2 ∧ . . . ∧ Fq

zostrojíme v polynomiálnom £ase graf G = (V,E), o ktorom dokáºeme, ºe obsahuje
q-kliku práve vtedy, ke¤ formula F je splnite©ná.

Kon²trukcia grafu G Nech F = F1 ∧F2 ∧ . . .∧Fq, Fi = xi1 ∨xi2 ∨ . . .∨xik(i).

Mnoºinu vrcholov vytvoríme tak, ºe ku kaºdému výskytu literálu vo formule F
vytvoríme jeden vrchol. Hranu medzi dva vrcholy pridáme vtedy, ak príslu²né
literály môºu ma´ v priradení hodnôt rovnakú hodnotu. Inými slovami nepridáme
hranu medzi také vrcholy, ktorých literály nemôºu ma´ rovnakú hodnotu (x a ¬x
nemôºu ma´ rovnakú hodnotu).

Formálnej²ie: mnoºinu vrcholov V tvoria dvojice

V = {[i, j] | 1 ≤ i ≤ q, 1 ≤ j ≤ k(i)}
Prvá zloºka vrchola [i, j] ukazuje na i-tu elementárnu disjunkciu formuly F , druhá
zloºka na literál na j-tej pozícii v nej.

Mnoºina hrán E je tvorená mnoºinou dvojíc vrcholov

E = {([i, j], [k, l]) | i 6= k, xij 6= ¬xkl}

Ak literály odpovedajúce hranou spojeným vrcholom obsahujú rovnakú premennú,
potom sú tieto literály rovnaké:

(([i, j], [k, l]) ∈ E, xij = xσm
m , xkl = xσt

t ∧m = t) ⇒ (σm = σt)
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Je zrejmé, ºe tento popis vieme na DTS vytvori´ v polynomiálnom £ase.

F −→ G F je splnite©ná Nech formula F je splnite©ná. Potom existuje súbor hodnôt α
taký, ºe F (α) = 1. Nech xi,mi je ten literál elementárnej disjunkcie Fi, ktorý sa
vyhodnocuje na 1. Tvrdíme, ºe mnoºina vrcholov {[i,mi], 1 ≤ i ≤ q} tvorí kliku v
grafe G. K dôkazu sta£í overi´, ºe ∀i 6= j tvorí dvojica vrcholov [i, mi], [j,mj ] hranu
v grafe G. Nech by existovali také i 6= j, ºe ([i,mi], [j, mj ]) /∈ E. Ke¤ºe i 6= j,
znamená to, ºe xi,mi

= ¬xj,mj
. To je ale v spore s faktom, ºe xi,mi

= xj,mj
= 1

G −→ FG obsahuje q-kliku Nech q-kliku tvorí mnoºina vrcholov {[i,mi]1 6= i 6= q}.
Vytvorme dve mnoºiny premenných

S1 = {y | y = xi,mi
, y je premenná, 1 ≤ i ≤ q}

S0 = {y | y = ¬xi,mi , y je premenná, 1 ≤ i ≤ q}
Sporom ukáºeme, ºe S1∩S0 = ∅. Ak by ∃i 6= j také, ºe xi,mi

= y = ¬xj,mj
, potom

by platilo, ºe ([i, mi], [j, mj ]) /∈ E.
Potom pre vektor hodnôt α, ktorý vznikne tak, ºe y = h ak y ∈ Sh, h = 0, 1 platí:
F (α) = 1

2

Cvi£enie 2.1 Uvaºujme Problém k-pokrytia

Vstup: G = (V, E), k ∈ N
Výstup: 1 ⇔ ak existuje mnoºina vrcholov S, S ⊆ V , mohutnosti k tak,

ºe ∀(u, v) ∈ E : (u ∈ S alebo v ∈ S)

Redukciou z problému k-kliky dokáºte, ºe problém k-pokrytia je NPÚ.

2.3.3 Problém k-zafarbite©nosti je NP-úplný
Za£nime de�níciou problému.

Problém k-zafarbite©nosti

Vstup: G = (V, E), k ∈ N
Výstup: 1 ak mnoºinu vrcholov V vieme zafarbi´ k farbami tak,

ºe ºiadna hrana nemá oba konce rovnakej farby.

NP-úplnos´ problému k-zafarbite©nosti dokazujeme redukciou z problému 3splnite©-
nosti. To, ºe problém k-zafarbite©nosti patrí do NP prenechávame £itate©ovi.

Redukciu spravíme v dvoch krokoch - k danej vstupnej formule F = F1 ∧ . . . ∧ Ft

nad premennými x1, . . . , xn zostrojíme graf G = (V, E), o ktorom ukáºeme, ºe F je
splnite©ná práve vtedy ke¤ G je (n + 1)-zafarbite©ný.

kon²trukcia GGraf G budeme kon²truova´ tak, aby sme vynútili pouºitie n farieb (úplný graf na
n vrcholoch) a aby sta£ila jedna ¤al²ia farba práve vtedy, ak je formula splnite©-
ná. Farbenie touto novou farbou bude odpoveda´ priradeniu hodnoty 0 príslu²nej
premennej.

V = {xi,¬xi, vi, 1 ≤ i ≤ n} ∪ {Fi, 1 ≤ i ≤ t}
E = {(vi, vj) i 6= j} ∪ vynútili sme si n farieb

{(vi, xj), (vi,¬xj) i 6= j} ∪ xi môºe by´ rovnakej farby ako vi

sta£í n farieb
{(xi,¬xi)} ∪ xi a ¬xi musia by´ rôznej farby,
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potrebujeme novú farbu, ozna£me ju s

{(xi, Fj) | xi nie je termom Fj} ∪ pre n ≥ 4 nemôºme na farbenie
{(¬xi, Fj) | ¬xi nie je termom Fj} Fj pouºi´ farbu s

V²imnime si, ºe vrcholy v1, . . . , vn tvoria úplný podgraf, preto na ich zafarbenie
potrebujeme n farieb. Nech teda vi je zafarbené i-tou farbou.
Ke¤ºe oba vrcholy xi,¬xi sú spojené s kaºdým vj , j 6= i, môºme pri farbení vrcholov
xi,¬xi pouºíva´ i-tu farbu. Navy²e je ale kaºdý vrchol xi spojený s vrcholom ¬xi,
preto potrebujeme novú farbu � nazvime ju s. Takºe z dvojice xi,¬xi je jeden
vrchol zafarbený i-tou farbou a druhý farbou s. Uvedomme si, ºe ak chceme graf
farbi´ minimálnym po£tom farieb, je popísané farbenie "jednozna£né".
Ostáva farbenie vrcholov/termov. �o vieme o Fj? Fj je elementárna disjunkcia
troch termov. Ak teda n ≥ 4, pre kaºdé j existuje i(j) také, ºe Fj je spojený aj s
xi(j) aj s ¬xi(j). To vylu£uje pouºitie farby s na farbenie vrchola Fj .

Ukáºeme, ºe pri farbení vrcholov Fj nepotrebujeme ¤al²iu farbu práve
vtedy, ak F je splnite©ná formula.
Nech Fj obsahuje literál y, pri£om ¬y je zafarbený farbou s. Potom Fj nie je
spojený so ºiadnym iným vrcholom, ktorý má rovnakú farbu ako y (y má i-tu
farbu - rovnako ako vi, ktoré je spojené s kaºdým ¤al²ím xr, resp. ¬xr. Preto
ºiaden z vrcholov, s ktorými je spojený Fj , nemôºe ma´ farbu ako vi ). V takomto
prípade môºeme Fj zafarbi´ rovnakou farbou ako y. Ak budeme zafarbenie farbou
s povaºova´ za priradenie hodnoty 0 a zafarbenie farbou 1, 2, . . . , n za priradenie
hodnoty 1, dostávame

Fj môºe by´ zafarbené bez pouºitia ¤al²ej farby

m
∃ priradenie (n + 1) farieb literálom tak, ºe ∀ elementárna disjunkcia obsahuje

literál y taký, ºe ¬y má priradenú farbu s

m
ak moºno priradi´ hodnoty premenným tak, ºe ∀ elementárna disjunkcia obsahuje

y = 1 (¬y má farbu s, ¬y = 0)

m
F je splnite©ná

2

2.3.4 problém Hamiltonovskej kruºnice je NP-úplný.
Za£nime de�níciou problému.

Problém HK

Vstup: G = (V,E)
Výstup: 1 ⇔ G obsahuje hamiltonovskú kruºnicu

(jednoduchý cyklus prechádzajúci cez kaºdý vrchol grafu)

NP-úplnos´ problému HK budeme opä´ dokazova´ redukciou - tentokrát z problému
vrcholového pokrytia. Príslu²nos´ problému HK do NP nechávame £itate©ovi ako
cvi£enie.
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Redukciu problému spravíme v dvoch krokoch � k vstupnému neorientovanému gra-
fu G = (V, E) a prirodzenému £íslu k zostrojíme orientovaný graf GD = (VD, ED),
o ktorom ukáºeme, ºe GD má HK práve vtedy, ke¤ G má vrcholové pokrytie mo-
hutnosti k.

kon²trukcia GDVD = {a1, a2, . . . , ak} ∪ {[v, e, b] | v ∈ V, e ∈ E, b ∈ {0, 1}, v incidentný s e}
ED : Ku kaºdému vrcholu vi ∈ V môºme priradi´ usporiadaný zoznam hrán
ei1, . . . , eip(i) s ním incidentných; pre vrchol vi nech p(i) ozna£uje po£et hrán in-
cidentných s vi. Hranu medzi dvomi vrcholmi vi, vj , w.l.o.g. i < j, môºme ozna-
£i´/identi�kova´ viacerými spôsobmi; je to hrana (i, j), (vi, vj) ale tieº eik(j), resp.
ejk(i), pretoºe je k(j) ta v zozname pre vrhol i, resp. k(i)ta v zozname pre vrchol
j.

Potom do ED pridávame hrany

∀j, i aj → [vi, ei1, 0], ei1 je prvá na zozname pre vi

[vi, eip(i), 1] → aj , eip(i) je posledná na zozname pre vi

Kaºdá hrana (vi, vj) ∈ E, i < j, spôsobí vznik podgrafu o 4 vrcholoch

[vi, (i, j), 0] À [vj, (i, j), 0] A À B
↓ ↓ ↓ ↓

[vi, (i, j), 1] À [vj, (i, j), 1] D À C

pokrytie −→ HKNech v1, . . . , vk tvoria pokrytie v G. Ukáºeme, ºe v grafe GD existuje HK. Uvaºujme
najprv kruºnicu

K = a1, [v1, e11, 0], [v1, e11, 1], . . . , [v1, e1p(1), 0], [v1, e1p(1), 1],
a2, [v2, e21, 0], . . . , , [v2, e2p(2), 1],
. . .
ak, [vk, ek1, 0], . . . , [vk, ekp(k), 1], a1

pre i < j ozna£-
me (i,j) hranu
medzi vrcholmi
vi, vj

Ak ostali nejaké nezaradené vrcholy [vj , (i, j), 0], [vj , (i, j), 1], tak vrchol vi je z po-
krytia (pre£o?). Vtedy modi�kujeme K tak, ºe úsek

[vi, (i, j), 0], [vi, (i, j), 1]

nahradíme
[vi, (i, j), 0], [vj , (i, j), 0], [vj , (i, j), 1], [vi, (i, j), 1]

Týmto spôsobom zaradíme v²etky doteraz nezaradené vrcholy a na záver bude K
tvori´ HK.

HK −→ pokrytieNech v GD existuje HK K. Vrcholy a1, . . . , ak rozde©ujú K na k úsekov (kvôli
jednoduchosti predpokladajme, ºe a1, . . . , ak je to poradie, v ktorom sa tieto vrcholy
vyskytujú na K ). Vzh©adom k tomu, ºe ak vojdeme do vrchola A (obr. vy²²ie) je
prechod ²tvoricou vrcholov A, B,C, D v HK moºný jedine dvomi spôsobmi - ABCD
alebo AD, de�nuje kaºdý úsek medzi ai a ai+1 vlastne jeden vrchol z pokrytia;
kaºdému takémuto úseku moºno priradi´ vrchol vt ∈ V taký, ºe kaºdý vrchol z
tohto úseku je tvaru [vt, (t, j), 0], [vt, (t, j), 1] alebo [vj , (t, j), 0], [vj , (t, j), 1] alebo
[vt, (j, t), 0], [vt, (j, t), 1] alebo [vj , (j, t), 0] alebo [vj , (j, t), 1]. Týmto spôsobom HK
K de�nuje v grafe G vrcholové pokrytie mohutnosti nanajvý² k.

2
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2.3.5 Problém plnenia batohu je NP-úplný
Posledným problémom, pre ktorý ukáºene NP-úplnos´, je problém plnenia bato-
hu. Existuje viacero modi�kácií problému, £i uº rozhodovacie alebo optimaliza£né.
Za£nime teda de�níciou problému a jeho verzií.

rozhodovacia
verzia 1

subset-sum 0/1-batoh
Vstup: Kone£ná mnoºina objektov U = {u1, . . . , un} spolu s váhami: w(u) ∈ N

a kapacita batoha b ∈ N
Otázka: Existuje podmnoºina U ′ ⊆ U tak, ºe

∑
ui∈U ′ w(ui) = b?

Iná, rovnako ´aºká verzia, uvaºuje objekty nielen s váhami ale aj s pro�tmi.

rozhodovacia
verzia 2

rozhodovací 0/1-batoh
Vstup: Kone£ná mnoºina objektov U = {u1, . . . , un} spolu s váhami: w(u) ∈ N ,

cenami: c(u) ∈ N , kapacitou batoha b ∈ N a ºelaným pro�tom P.
Otázka: Existuje podmnoºina U ′ ⊆ U tak, ºe∑

ui∈U ′ w(ui) ≤ b a
∑

ui∈U ′ p(ui) ≥ P?

optimaliza£ná
verzia

optimaliza£ný 0/1-batoh

Vstup: Kone£ná mnoºina objektov U = {u1, . . . , un} spolu s váhami: w(u) ∈ N ,
cenami: c(u) ∈ N a kapacitou batoha b ∈ N .

Cie©: maximalizova´∑
ui∈U ′ p(ui), pri£om

∑
ui∈U ′ w(ui) ≤ b

Cvi£enie 2.2 Vysvetlite, ako by ste pomocou algoritmu na rie²enie rozhodovacieho
0/1-batohu rie²ili subset-sum 0/1-batoh

Cvi£enie 2.3 Vysvetlite, ako by ste pomocou algoritmu na rie²enie subset-sum 0/1-
batoh rie²ili rozhodovací 0/1-batoh.

Cvi£enie 2.4 Vysvetlite, ako by ste pomocou algoritmu na rie²enie optimaliza£né-
ho 0/1-batohu rie²ili subset-sum 0/1-batoh.

Ke¤ºe sú v²etky tri verzie rovnako ´aºké, budeme sa zaobera´ zloºitos´ou len jednej
z nich.

Veta 2.4 Problém subset-sum 0/1-batoh je NP-úplný.

Dôkaz: Dôkaz NP-´aºkosti problému spravíme redukciou z problému 3SAT-splnite©nosti.
Príslu²nos´ problému do triedy NP nechávame ako cvi£enie.

Nech F (x1, . . . , xn) = F1 ∧ F2 ∧ . . . ∧ Fq, Fi = xσi1
i1

∨ x
σi2
i2

∨ x
σi3
i3

je formula v tvare
KNF. K nej zostrojíme prípad (subset-sum-�ll)0/1-knapsack tak, ºe tento bude ma´
rie²enie práve vtedy, ke¤ F bude splnite©ná.

Objekty, ktoré budeme klás´ do batohu, budú dvoch typov: objekty typu h budeme
pouºíva´ na priradenie hodnôt jednotlivým premenným a objekty fypu f budú "vy-
vaºova´" váhu jednotlivých klauzúl. Váha batoha bude ur£ená tak, aby si obsahom
batoha vynucovala sp¨¬ajúce priradenie.

Formálne:
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objekty Pre kaºdú premennú xi, 1 ≤ i ≤ n pridáme do mnoºiny objektov dva
prvky: h1i a h0i.

Pre kaºdú klauzulu Fj , 1 ≤ j ≤ q, pridáme do mnoºiny objektov dva prvky
f1i a f2i.

váhy objektov Váhy objektov budú (decimálne/ternárne) £ísla d¨ºky presne n+q:
prvých n ci�er popisuje/vynucuje korektné priradenie hodnôt premenným,
posledných q ci�er súvisí so spnite©nos´ou.

w(h1i) = 0i−110n−ici1 . . . ciq, kde cij =
{

1, xi sa vyskytuje v klauzule Fj

0, inak

w(h0i) = 0i−110n−ici1 . . . ciq, kde cij =
{

1, ¬xi sa vyskytuje v klauzule Fj

0, inak

w(f1i) = w(f2i) = 0n+i−110q−i

váha batoha W = 1n3q

Vz´ah medzi splnite©nos´ou a rie²ením ná²ho (subset-sum-�ll)0/1-knapsack problé-
mu je priamo£iary:

3SATÃbatohNech α1, . . . , αn je sp¨¬ajúce priradenie hodnôt premenným x1, . . . , xn. Potom do
batoha vloºíme objekty nasledovne:

• z dvojice h1i, h0i zoberieme
{

h1i, ak αi = 1
h0i, ak αi = 0

• Nech
∑n

i−1(h1i + h0i) = 1nc1 . . . cq. Uvedomme si, ºe hodnota ci vyjadruje
po£et literálov v klauzule Fi, ktoré majú hodnotu 1.

Potom z dvojice f1i, f2i zoberieme





f1i, ak ci = 2
f1i aj f2i, ak ci = 1
ani jeden z nich , ak ci = 3

3SATÃbatohNaopak, ak existuje rie²enie pre problém batoha, potom toto rie²enie prvkami
typu h v batohu jednozna£ne ur£uje sp¨¬ajúce priradenie α1, . . . , αn premenných
x1, . . . , xn. Ako?

2

Príklad 2.1 Aplikujeme popísanú redukciu pre vstup

F = (x1 ∨ ¬x2 ∨ x4)(x2 ∨ ¬x3 ∨ ¬x5)(x3 ∨ x4 ∨ x5)(¬x1 ∨ x2 ∨ ¬x5), n = 5, q = 4
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x1 x2 x3 x4 x5 c1 c2 c3 c4

h01 1 0 0 0 0 0 0 0 1
h11 1 0 0 0 0 0 0 0 0
h02 0 1 0 0 0 1 0 0 0
h12 0 1 0 0 0 0 1 0 1
h03 0 0 1 0 0 0 1 0 1
h13 0 0 1 0 0 0 0 1 0
h04 0 0 0 1 0 0 0 0 0
h14 0 0 0 1 0 1 0 1 0
h05 0 0 0 0 1 0 1 0 1
h15 0 0 0 0 1 0 0 1 0

f11 0 0 0 0 0 1 0 0 0
f21 0 0 0 0 0 1 0 0 0
f12 0 0 0 0 0 0 1 0 0
f22 0 0 0 0 0 0 1 0 0
f13 0 0 0 0 0 0 0 1 0
f23 0 0 0 0 0 0 0 1 0
f14 0 0 0 0 0 0 0 0 1
f24 0 0 0 0 0 0 0 0 1

W 1 1 1 1 1 3 3 3 3

F (1, 1, 0, 1, 0) = 1

do batohu preto dáme prvky
• h11, h12, h03, h14, h05

kvôli sp¨¬ajúcim hodnotám
x1=1, x2=1, x3=0, x4=1, x5=0

• f11, pretoºe v F1 = (x1 ∨ ¬x2 ∨ x4)
majú 2 literály hodnotu 1

• ani f12 ani f22

pretoºe v F2 = (x2 ∨ ¬x3 ∨ ¬x5)

majú hodnotu 1 v²etky literály
• f23, f14 pretoºe ...



Kapitola 3

Deterministické metódy na
rie²enie ´aºkých problémov

V tejto £asti sa budeme venova´ deterministickým metódam na rie²enie ´aºkých
problémov. S výnimkou heuristík pôjde o rie²enie korektné na celej mnoºine de�-
ni£ného oboru. Jednotiacim aspektom metód z £astí 3.1, 3.2 je spolo£ná snaha o
vyjadrenie zloºitosti algoritmu vzh©adom na kvalitu/charakter/vlastnosti vstupu,
nielen jeho ve©kos´. V £astiach 3.3.3, 3.4, 3.5 sa venujeme rôznym prístupom k
zmen²ovaniu preh©adávanej £asti stavového priestoru; zmen²enie nevieme dokáza´,
máme v²ak racionálne dôvody sa nazdáva´, ºe k nemu dôjde. �as´ 3.3 sa venuje
zniºovaniu najhor²ieho prípadu exponenciálnych algoritmov a napokon v £asti 3.6
sa venujeme aplikácii lineárneho programovania pri rie²ení rôznych problémov.

3.1 Algoritmy pseudopolynomiálnej £asovej zloºi-
tosti

Za£nime problémom plnenia batoha(knapsack problem). Vieme, ºe jeho 0/1 ver-
zia je NP-´aºká, £o za predpokladu P 6= NP znamená, ºe pre¬ neexistuje efektívny
polynomiálny algoritmus. Ukáºeme, ºe vyuºitie metódy dynamického programova-
nia vedie k algoritmu, ktorého zloºitos´ podstatne závisí nielen od ve©kosti vstupu,
ale aj od konkrétnych hodnôt na vstupe. Dostaneme sa tak k pojmu pseudopoly-
nomiálneho algoritmu. V závere zade�nujeme pojem silno NP-´aºkého problému,
vysvetlíme jeho význam a ukáºeme/vysvetlíme, ºe pre silno NP-´aºké problémy pse-
udopolynomiálne algoritmy neexistujú.

Plnenie batohu
Vstup: {u1, . . . , un | ui = (wi, ci)}, b, n ∈ N/{0}

b je kapacita batoha
wi sú váhy
ci sú pro�ty.

Cie©: max
∑

i xici pri zachovaní
∑

i xiwi ≤ b a xi ∈ {0, 1}

Triviálne rie²enie exponenciálnej zloºitosti je zaloºené na metóde hrubej sily � vy-
generujeme v²etky potenciálne podmnoºiny objektov a vyberieme tú, ktorá priná²a
maximálny zisk.

Vylep²enie dosiahneme, ak sa nám podarí zredukova´ po£et tých mnoºín, ktoré
budeme generova´. Nebudeme generova´ v²etky podmnoºiny, ale len tie, ktoré sú

21
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minimálnej váhy pre pro�t, ktorý priná²ajú. Ako? Aplikujeme metódu dynamic-
kého programovania, pri ktorej budeme postupne predlºova´ vstup (po£et prvkov,
z ktorých vyberáme do batohu) a budeme po£íta´, aké rôzne pro�ty pri takomto
vstupe môºme dosiahnu´. Pre kaºdý potenciálny dosiahnute©ný pro�t si budeme
pamäta´ tú konkrétnu podmnoºinu, ktorá ho dosahuje s minimálnou váhou.

Uvedomme si, ºe zatia© £o v²etkých moºných rie²ení (z h©adiska obsahu batohu) je
2n, z h©adiska moºného zisku je to n ·max{c1, . . . , cn}. Ozna£me preto

C = ∑n
i=1 ci

S(i, c), i ∈ {1, . . . , n}, c ∈ {0, . . . , nC} podmnoºinu objektov {1, . . . , i}, ktorých cel-
kový zisk je c pri minimálnej váhe

W(i,c) sú£et váh objektov z S(i, c); kladieme W (i, c) = ∞ v prípade, ºe mnoºina
S(i, c) neexistuje

Nech S(i + 1, c) je tá podmnoºina {u1, . . . , ui+1}, ktorá je minimálnej váhy a do-
sahuje pro�t c. V tejto mnoºine sa prvok ui+1 alebo nachádza alebo nenachádza,
preto pre W (i + 1, c) platí:

W (i + 1, c) =





min{W (i, c), wi+1 + W (i, c− ci+1)} ci+1 ≤ c

W (i, c) inak

Uvedený vz´ah je základom pre pouºitie dynamického programovania. Optimálne
rie²enie má cenu B, kde B = max{c | W (n, c) ≤ b}.

Algoritmus 1 DPKP - Knapsack
1: W (1, 0) ← 0
2: for c:=1 to C do
3: if c=c1 then W (1, c) ← v1; S(1, c) ← {1}
4: else W (1, c) ←∞; S(1, c) ← ∅
5: for i=1 to n-1 do
6: W (i + 1, 0) ← 0
7: for c=1 to C do
8: if ci+1 ≤ c then W (i + 1, c) ← min{W (i, c), wi+1 + W (i, c− ci+1)}
9: else W (i + 1, c) ← W (i, c)

10: if W (i + 1, c) = W (i, c) then S(i + 1, c) ← S(i, c)
11: else S(i + 1, c) ← S(i, c) ∪ {i + 1}
12: B ← max{c | W (n, c) ≤ b}
13: S ← S(n, c), pre ktorú W (n, c) = B
14: return (B,S)

Zloºitos´ algoritmu je O(n · C). Ak ozna£íme MaxInt(x) maximálnu hodnotu
zo vstupu x, tak n ≤ |x| a C ≤ n · MaxInt(x) ≤ |x|MaxInt. Pre zloºitos´
TimeDPKP () algoritmu DPKP teda platí:

TimeDPKP (x) = O(|x|2 ·MaxInt(x))

2

Zloºitos´ algoritmu sme vyjadrili ako funkciu ve©kosti vstupu a hodnôt, ktoré vstup-
né parametre môºu nadobúda´; dostali sme sa tak k pojmu pseudopolynomiálneho
algoritmu.
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Ak by sme ve©kos´ hodnoty vstupných parametrov uvaºovali ako premennú, vzh©a-
dom na ktorú vyjadrujeme zloºitos´ algoritmu, dostaneme (£asto, nielen teraz) algo-
ritmus polynomiálnej zloºitosti. Ke¤ºe vo v²eobecnosti hodnoty premenných môºu
by´ aº exponenciálne vzh©adom na ve©kos´ vstupu, dostávame tak algoritmy v naj-
hor²om prípade exponenciálnej zloºitosti. Napriek tomu majú algoritmy, ktoré sú
polynomiálne nielen vzh2adom na ve2kos5 vstupu ale aj vzh©adom na ve©kos´ hod-
noty vstupných premenných ve©kých význam � sú totiº polynomiálne pre ve©kú
mnoºinu vstupov.

Pri formálnej²om vysvetlení pojmu pseudopolynomiálneho algoritmu sa sústredíme
na problémy, ktorých vstupy moºno chápa´ ako celo£íselné. Budeme ich kódova´
binárne, odde©ova£om bude #.

Nech x = x1#x2# . . . #xn, xi ∈ {0, 1}+ je re´azec, y ∈ {0, 1}∗ binárny re´azec.
Potom

Num(y) ozna£uje £íslo s binárnym zápisom y
Int(x) = (Num(x1), . . . , Num(xn))
MaxInt(x) = max{Num(xi) | i = 1, 2, . . . , n}

Majme teda problém, ktorý je de�novaný na ve©kej mnoºine vstupov. Stretli sme sa
s tým, ºe pre rôzne podmnoºiny mnoºiny vstupov sa z h©adiska zloºitosti ten-ktorý
algoritmus správa rôzne, niekedy dokonca podstatne rôzne1. Niekedy je dokonca
problém na rôznych mnoºinách vstupov rôzne obtiaºny, napr. problém plnenia ba-
toha je v mnoºine racionálnych £ísel greedy metódou rie²ite©ný v polynomiálnom
£ase, zatia© £o jeho rie²enie v mnoºine {0, 1} je NP-´aºké. Nás teraz bude zaujíma´
obmedzenie mnoºiny vstupov pod©a ich hodnoty. Ukáºeme, ºe pre niektoré problé-
my je zloºitos´ problému spôsobená hodnotami vstupov, zatia© £o pre iné problémy
hodnoty vstupných premenných zloºitos´ podstatne neovplyv¬ujú. Je zrejmé, ºe
problémy prvého typu sú pre nás priaznivej²ie, lebo vytvárajú moºnos´ existencie
efektívneho algoritmu pre dostato£ne ve©kú mnoºinu vstupov.

pseudopolyno-
miálny algorit-
mus

De�nícia 3.1 Hovoríme, ºe algoritmus A je pseudopolynomiálnej zloºitosti, ak pre
jeho zloºitos´ TA() platí

TA(x) = O(p(|x|,MaxInt(x)))

Inými slovami povedané je algoritmus polynomiálny pre celo£íselné vstupy, ktoré
sú zadávané unárne. Z de�nície je zrejmé, ºe pseudopolynomiálny algoritmus je
efektívny, ke¤ maximálna hodnota na vstupe je rozumná, ohrani£ená rozumnou
funkciou. Toto ohrani£enie vstupov formálne zachytáva pojem zúºenia problému.

h-zúºenie UDe�nícia 3.2 Nech U je problém s celo£íselnými vstupmi, h neklesajúca funkcia
z N do N. Potom h−zúºením problému U je problém, ktorý vznikne z U tak, ºe
mnoºinu vstupov zredukujeme na tie, pre ktoré MaxInt(x) ≤ h(|x|).

Význam tejto de�nície je sformulovaný v nasledujúcej vete.

Veta 3.1 Nech U je problém s celo£íselnými vstupmi, A pseudopolynomiálny algo-
ritmus, ktorý ho rie²i. Potom pre kaºdý polynóm h existuje polynomiálny algoritmus
na rie²enie h−zúºenia U .

Dôkaz: Ke¤ºe A je pseudopolynomiálny algoritmus, existuje polynóm p dvoch
premenných |x|,MaxInt(x) taký, ºe TimeA(x) = O(p(|x|, MaxInt(x))) pre kaºdý
vstup x do U . Ke¤ºe MaxInt(x) ∈ O(|x|c) pre vstupy z h−zúºenia U , teda s
h(n) = O(nc), je A polynomiálny algoritmus pre h-zúºenie U.
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2

Limity aplikova-
te©nosti

Pseudopolynomiálne algoritmy nie sú v²eliekom na rie²enie ´aºkých problémov.
Rozumné rie²enie môºu poskytova´ pre problémy s celo£íselnými vstupmi, ktorých
zloºitos´ podstatne závisí od hodnôt vstupov. Jednou z tried problémov, pre ktoré
pseudopolynomiálne algoritmy rozumné rie²enie neposkytujú, sú tzv. silno NP-
´aºké problémy.

silno NP-´aºký
problém

De�nícia 3.3 Hovoríme, ºe problém U je silno NP-´aºký, ak existuje polynóm p
taký, ºe p−zúºenie U je NP-´aºký problém.

Silno NP-´aºké problémy patria v triede ´aºkých problémov k tým ´aº²ím. Ich
obtiaºnos´ je v samotnom probléme, nie vo ve©kých hodnotách £ísel, s ktorými sa
pracuje.

Veta 3.2 Nech P 6= NP, U je silno NP-´aºký problém s celo£íselnými vstupmi.
Potom neexistuje algoritmus pseudopolynomiálnej zloºitosti rie²iaci U .

Dôkaz: Tvrdenie triviálne vyplýva z Vety 3.1. Pri dôkaze postupujeme sporom.
Nech A je pseudopolynomiálny algoritmus, ktorý rie²i silno NP-´aºký problém U v
zloºitosti O(p(|x|,MaxInt(x))) pre nejaký polynóm p. Nech h je polynóm. Potom
A rie²i aj h-zúºenie U , pri£om pre zloºitos´ Th() platí

Th(x) = O(p(|x|,MaxInt(x))) = O(p(|x|, h(|x|)))

Zloºením polynómov dostaneme polynóm, £o znamená, ºe h-zúºenie U ∈ P a to je
spor s predpokladom, ºe U je silno NP-´aºký problém. 2

Ak teda chceme o nejakom celo£íselnom probléme U ukáza´, ºe je ve©mi ´aºký, sta-
£í vyargumentova´, ºe pre¬ neexistuje pseudopolynomiálny algoritmus. Na základe
Vety 3.2 teda sta£í ukáza´, ºe pre nejaký polynóm h je h−zúºenie U NP-´aºký prob-
lém. Dôkaz robíme tak, ºe na¬ zredukujeme nejaký NPU alebo NP-´aºký problém
U ′. Táto redukcia potom implikuje, ºe existencia pseudopolynomiálneho algorit-
mu pre pôvodný problém U by znamenala existenciu polynomiálneho algoritmu pre
tento NP-úplný/ NP-´aºký problém U ′.

Príkladom je problém obchodného cestujúceho(TSP)2. Ozna£me TSP (Kn, c) prob-
lém obchodného cestujúceho, ktorého vstupným grafom je úplný graf Kn na n
vrcholoch, a ktorého hrany sú ohodotené cenovou funkciou c : E −→ N.

Veta 3.3 TSP je silno NP-´aºký.

Dôkaz: Prevedieme redukciu problému HK na TSP. Ku grafu G = (V,E) spravíme
ohodnotený graf tak, ºe

c(e) =
{

1, e ∈ E
2, e /∈ E

�ahko vidno, ºe graf G obsahuje HK práve vtedy ke¤ pre hodnotu optimálneho
rie²enia OPTTSP (Kn, c) platí OPTTSP (Kn, c) = n.

2
1Rozdiel medzi zloºitos´ou najlep²ieho a najhor²ieho prípadu,. . .
2Pre daný orientovaný graf s hranami ohodnotenými nezápornými £íslami chceme nájs´ takú

HK, ktorej cena◦(teda sú£et hrán)◦je minimálna.
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3.2 Parametrizovaná zloºitos´
Hlavnou ideou parametrizovanej zloºitosti je precíznej²ia analýza vstupu a na jej
základe vyjadrenie zloºitosti ako funkcie viacerých parametrov. Pomocou týchto
parametrov sa snaºíme vymedzi´ skupinu vstupov, ktoré sú daným algoritmom
zvládnute©né. Rozdelíme teda vstupy do skupín pod©a hodnoty nejakého parametra
tak, ºe algoritmus bude polynomiálny od ve©kosti vstupu, ale moºno nie od tohto
zvoleného parametra. Napr. pre vstup s parametrami (n, k) dostaneme zloºitos´
2kn. Pre malé hodnoty k je 2kn akceptovate©ná zloºitos´.

parametrizáciaDe�nícia 3.4 Nech U je výpo£tový problém, I mnoºina v²etkých jeho (prípustných)
vstupov. Parametrizáciou U nazývame funkciu Par : I −→ N takú, ºe

1. Par je vypo£itate©ná v polynomiálnom £ase
2. pre nekone£ne ve©a k ∈ N je SetU (k) = {x ∈ I | Par(x) = k} nekone£ná.

Uvedomme si, ºe hodnota parametra "nezávisí" od ve©kosti vstupu v tom zmysle,
ºe rovnakú hodnotu tohto parametra môºu ma´ vstupy ©ubovo©ých ve©kostí � napr.
stupe¬ grafu, maximálny pro�t pri probléme plnenia batoha, . . .

Parametrizáciu Par vyuºijeme pri vyjadrení zloºtosti algoritmu:

Par-
parametrizovaný
polynomiálny
algoritmus

De�nícia 3.5 Hovoríme, ºe A je Par -parametrizovaný polynomiálny algoritmus
pre U , ak

1. A rie²i U

2. existuje polynóm p a funkcia f : N −→ N taká, ºe ∀x ∈ I : TimeA(x) ≤
f(Par(x))p(|x|)

Pri kon²trukcii algoritmov sa snaºíme o nízky stupe¬ polynómu p a pripú²´ame
superpolynomialitu funkcie f . Vidíme, ºe p hovorí o zloºitosti algoritmu pri �xo-
vaných parametroch, f ur£uje, pre aké hodnoty parametra je problém zvládnute©-
ný(tractable).

vrcholové pokry-
tie

Príklad 3.1 Uvaºujme problém vrcholové pokrytia (VC3), o ktorom vieme, ºe je to
NP-úplný problém. Ukáºeme dva rôzne prístupy k rie²eniu tohto problému.

prístup INech vstupom je graf G = (V, E) a hodnota k ∈ N. Za parameter (parametrizá-
ciu) vezmime mohutnos´ vrcholového pokrytia k. Algoritmus je zaloºený na dvoch
jednoduchých pozorovaniach/faktoch.

Fakt 3.4 Ak má graf G = (V, E) vrcholové pokrytie S mohutnosti k, tak S obsahuje
v²etky vrcholy stup¬a aspo¬ k + 1.

Fakt 3.5 Ak G má vrcholové pokrytie mohutnosti m a stupe¬ grafu je zhora ohra-
ni£ený k, tak G má nanajvý² m(k + 1) vrcholov.

Vyuºijeme tieto fakty v nasledujúcom algoritme � najprv do S dáme v²etky vrcholy,
ktoré majú príslu²ne ve©ký stupe¬, potom "nahrubo" (backtrackom) doprezeráme
zvy²ok. Ve©kos´ zvy²ku vieme ohrani£i´ na základe faktu 3.5
Pozrime sa na zloºitos´ tohto algoritmu.
1 O(n)
4 O(1)

3VC tieº ozna£uje mnoºinu takých vstupov (G, k), pre ktoré G obsahuje vrcholovém pokrytie
mohutnosti nanajvý² k
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Obrázok 3.1: ilustrácia faktu 2.5.

Algoritmus 2 VC-I
//vstupom je graf G a prirodzené £íslo k

1: S ← {v ∈ V, k ≤ deg(v)}
2: if |S| > k then reject
3: else m ← k − |S|; G′ ← GV/S

4: if |V − S| > m(k + 1) then reject
5: backtrackom na G′ h©adaj VC mohutnosti nanajvý² m (uvedom si, ºe stupe¬ grafu G′

je zhora ohrani£ený k)
6: if existuje then accept
7: else reject

5 H©adáme vrcholové pokrytie mohutnosti m v grafe, ktorý má maximálne m(k + 1) ≤ k(k + 1)
vrcholov (fakt 3.5). Po£et operácií je O(maximálny po£et hrán × po£et moºností
pre to pokrytie)

O

(
k ·m(k + 1)

(
m(k + 1)

m

))
⊆ O

(
k3

(
k(k + 1)

k

))
⊆ O(k2k)

Zhrnutím dostávame

Veta 3.6 Algoritmus VC-I je Par-parametrizovaný polynomiálny algoritmus pre
problém vrcholového pokrytia.

prístup II Iným prístupom k rie²eniu problému vrcholového pokrytia je vyuºitie metódy roz-
de©uj a panuj v kombinácii s nasledujúcim faktom.

Fakt 3.7 Nech G = (V,E) je graf, e = (u, v) ∈ E. Potom kaºdé vrcholové pokrytie
obsahuje aspo¬ jeden z vrcholov u, v.

Idea je ve©mi jednoduchá - nech G = (V, E), k ∈ N je vstup, (v1, v2) ∈ E ©ubovo©ná
hrana. Ozna£me G(i) ten graf, ktorý vznikne z grafu G vynechaním vrchola vi a s
ním incidentných hrán. Zrejme:

(G, k) ∈ V C ⇐⇒ [(G(1), k − 1) ∈ V C ∨ (G(2), k − 1)V C]

Takºe rekurzívne dostávame zloºitos´ O(2kn).

3.3 Zniºovanie zloºitosti najhor²ieho prípadu(aj expo-
nenciálne algoritmy)

Namiesto "naivného" úplného preh©adávania pouºívame nie£o rozumnej²ie, £o nám
zabezpe£í zníºenie zloºitosti aj v najhor²om prípade. Snaºíme sa o zniºovanie expo-
nentu, resp. základu. Vplyv týchto zmien vidíme v tabu©ke.
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n=10 n=50 n=100
2n 1024 16 ci�er 91 ci�er

2n/2 32 33·106 46 ci�er
(1.2)n 7 9100 24 ci�er

3.3.1 Rozde©uj a panuj a 3SAT
Vrá´me sa opä´ k problému4 3SAT, ke¤ namiesto triviálneho preh©adávania hru-
bou silou O(2n) dostaneme algoritmus zloºitosti O(|F |1, 84n). Vylep²enie spo£íva
v zakomponovaní informácie o znalosti hodnoty niektorej premennej� v niektorých
prípadoch nám informácia o hodnote nejakej premennej umoºní zjednodu²enie for-
muly F .

3SAT
F (x1 = a1, ..., xk = ak) ozna£uje formulu, ktorá vznikla z formuly F dosade-
ním hodnoty ai za premennú xi, 1 ≤ i ≤ k. V na²om prípade je F formula v tvare
3KNF. Ako v tomto prípade môºme vyuºi´/realizova´ znalos´ hodnoty premennej?

F (x = 1) vznikne z F aplikovaním nasledujúcich pravidiel
� odstránenie v²etkých klauzúl, ktoré obsahujú x

� ak v klauzule je okrem ¬x aj iný literál, tak ¬x z klauzuly odstránime
� ak klauzula obsahuje len ¬x, tak je formula nesplnite©ná

F (x = 0) vznikne z F aplikovaním nasledujúcich pravidiel
� odstránenie v²etkých klauzúl, ktoré obsahujú ¬x

� ak v klauzule je okrem x aj iný literál, tak x z klauzuly odstránime
� ak klauzula obsahuje len x, tak je formula nesplnite©ná

Vidíme, ºe uvedené "dosadenie" realizujeme v lineárnom £ase.

Nech F je 3KNF formula, (x ∨ y ∨ z) klauza v nej. Vºdy, ke¤ je splnená formula
F , je splnená kaºdá jej klauzula, teda aj (x∨ y ∨ z). To ale znamená, ºe F je splni-
te©ná práve vtedy ak je splnite©ná aspo¬ jedna z formúl F(x=1), F(x=0, y=1) alebo
F(x=0, y=0, z=1). V²imni e si, ºe realizácia "dosadení" F(x=1), F(x=0, y=1), F(x=0, y=0, z=1)
vy²²ie uvedeným spôsobom potom zniºuje po£et klauzúl aj po£et premenných vo
formule. Ozna£me

3KNF (n, r) = {F | F je formula v tvare 3KNF nad n premennými,
ktorá obsahuje nanajvý² r klauzúl}.

F ∈ 3KNF (n, r) =⇒




F(x = 1) ∈ 3KNF (n− 1, r − 1)
F(x = 0, y = 1) ∈ 3KNF (n− 2, r − 1)

F(x = 0, y = 0, z = 1) ∈ 3KNF (n− 3, r − 1)

V²etky tieto úvahy vedú k pouºitiu metódy rozde©uj-a-panuj, ktorá je realizovaná
v Algoritme 3 �DC-3SAT(F).

� Korektnos´ algoritmu vyplýva z predchádzajúcich úvah.
� Kvôli analýze £asu ozna£me T (n, r) £as algoritmu pri vstupnej formule z

3KNF (n, r).
43SAT � pre vstupnú boolovskú formulu F (x = x1, . . . , xn) v tvare 3KNF(konjunkcia elemen-

tárnych disjunkcií d¨ºky maximálne 3) máme ur£i´, £i existuje také priradenie α1, . . . , αn ∈ {0, 1}
premenným x1, . . . , xn, ºe F (α1, . . . , αn) = 1
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Algoritmus 3 DC-3SAT(F)
1: ak F ∈ 3KNF (3, k) alebo F ∈ 3KNF (m, 2), tak dosadením v²etkých hodnôt zisti

odpove¤
2: nech H je jedna z najkrat²ích klauzúl v F
3: ak H = (x) tak return DC-3SAT(F(x=1))
4: ak H = (x ∨ y) tak return DC-3SAT(F(x=1))∨ DC-3SAT(F(x=0, y=1))
5: ak H = (x ∨ y ∨ z) tak return DC-3SAT(F(x=1))∨ DC-3SAT(F(x=0, y=1))∨ DC-

3SAT(F(x=0, y=0,z=1))

Triviálne platí, ºe |F |/3 ≤ r ≤ |F |. Preto

T (3, r) ≤ 24r T (2, r) ≤ 12r T (1, r) ≤ 3r

Navy²e, dosadenie F (l = a) vieme realizova´ v £ase ≤ 9r. Zloºitos´ algoritmu teda
môºme vyjadri´ vz´ahom

T (n, r) ≤
{

24r ak n ≤ 3 alebo r ≤ 2
54r + T (n− 1, r − 1) + T (n− 2, r − 1) + T (n− 3, r − 1)

Indukciou overíme, ºe T (n, r) ≤ 27r · (1.84n − 1). Triviálne prípady presko£íme;

T (n, r) ≤ 54r + 27(r − 1)(1.84n−1 − 1) + 27(r − 1)(1.84n−2 − 1)
+27(r − 1)(1.84n−3 − 1)
≤ 54r + 27r(1.84n−1 + 1.84n−2 + 1.84n−3 − 3)
≤ 27r · 1.84n

(
1

1.84 + 1
1.842 + 1

1.843

)
+ 54r − 3 · 27r︸ ︷︷ ︸

27r

= 27r
[(

1.842+1.84+1
1.843

)
· 1.84n − 1

]

≤ 27r(1.84n − 1)

Ukázali sme, ºe pre zloºitos´ algoritmu DC-3SAT(F) so vstupom F ∈ 3KNF (n, r)
platí O(r × 1, 84n).

2

3.3.2 Rozumné preh©adávanie s orezávaním
Metóda LC-B&B bola snahou o minimalizáciu preh©adávanej £asti stavového pries-
toru, ke¤ sme do úvahy brali hodnotu ceny priradenej príslu²nému vrcholu v ge-
nerovanom strome. �ím bliº²ie je hodnota ceny vrchola k hodnote optimálneho
rie²enia v príslu²nom podstrome, tým vä£²iu ²ancu, nie istotu, máme, ºe nás bude
dobre navigova´ v stavovom priestore a ve©kú £as´ stavového priestoru neprezrieme.
Sústre¤me sa preto na orezávanie stromu preh©adávania s cie©om minimalizova´ £as
najhor²ieho prípadu úplného prezretia stromu v najhor²om prípade.

Algoritmus DC-3SAT(F)sa moºno pozera´ ako na orezávanie, ke¤ pri rozvíjaní vr-
3SAT cholu výberom klauzuly (x ∨ y ∨ z) vynechávame generovanie vetvy pre moºnos´

x = y = z = 0. O zloºitosti platí

T (n) ≤ T (n− 1) + T (n− 2) + T (n− 3) + O(n + m)

T (n) je polynóm od αn, kde α je najvä£²í reálny kore¬ polynómu α3 = α2 + α + 1.
Ke¤ºe α ≈ 1.8393, rie²ením je T (n) = O∗(1.8393n). Notácia O∗ znamená aº na
multiplikatívny polynóm, presnej²ie:

O(T (m(x)) · p(|x|)) = O∗(T (m(x)))
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Zakomponovaním vo©by klauzuly, ktorá nevyºaduje branching, resp. takej, ktorá
vedie na formuly s k − 1 literálmi dostávame zloºitos´5 O ∗ (1.6181n) pre k = 3

�al²ie vylep²enia súvisia s lep²ou analýzou: analýza po£tu 2-klauzúl viedla k O∗(1.5783n),
presnej²ia analýza k O∗(1.4963n).

nezávislá mnoºi-
na

Príklad 3.2 Majme graf G = (V, E), |V | = n. Podmnoºina S ⊆ V tvorí nezávislú
mnoºinu vrcholov, ak neexistujú hrany medzi vrcholmi z S (∀u, v ∈ S (u, v) /∈ V ).
Úlohou je pre vstupný graf G a k ∈ S zisti´, £i v G existuje nezávislá mnoºina
vrcholov ve©kosti k.
Ozna£me IS mnoºinu vstupov (G, k) takých, ºe v G existuje nezávislá mnoºina vr-
cholov mohutnosti k.

hrubá silaPri rie²ení hrubou silou prezrieme v²etky k-prvkové podmnoºiny mnoºiny vrcholov
a overíme, £i tá-ktorá mnoºina tvorí nezávislú mnoºinu vrcholov. (Aká je zloºitos´
tohto prístupu?)

strom preh©adá-
vania

Orezávanie vlastne znamená, ºe v priebehu výpo£tu identi�kujeme vetvy/potenciálne
rie²enia, ktoré prípustným rie²ením nie sú. Pouºijeme teda dynamický strom pre-
h©adávania, pri£om vetvenie budeme robi´ pod©a maximálneho stup¬a vrchola.

triviálny prípadTriviálnym prípadom takého prístupu je zrejme graf, v ktorom je maximálny stupe¬
nanajvý² dva. Takýto graf pozostáva len z cyklov a ciest (a izolovaných vrcholov).
Rie²enie v tomto prípade je evidentne polynomiálnej zloºitosti.(Ako by ste to robili?)

vetvenieMajme teda graf, v ktorom existuje aspo¬ jeden vrchol stup¬a aspo¬ 3. Nech v
je vrchol maximálneho stup¬a, v1, . . . , vd, d ≥ 3 jeho susedia. Ak S je nezávislá
mnoºina vrcholov, potom sú z poh©adu vrchola v dve moºnosti:

vrchol v alebo patrí alebo nepatrí do mnoºiny S

v /∈ SAk v nepatrí do S, tak môºme z grafu G odstráni´ vrchol v a v²etky s ním susediace
hrany a mnoºina S sa nezmení. Nazvime takto modi�kovaný graf Gv.

v ∈ SAk v patrí do nezávislej mnoºiny, zaradíme ho tam, a z grafu odstránime nielen
vrchol v a s ním susediace hrany, ale aj vrcholy v1, . . . , vd a s nimi susediace hrany.
Takto modi�kovaný graf ozna£íme Gv,v1,...,vd. Je zrejmé, ºe

(G, k) ∈ IS⇔ (Gv, k) ∈ IS ∨ (Gv,v1,...,vd, k − 1) ∈ IS

Rekurzívny algoritmus vedie k zloºitosti (pre£o?)

T (n) ≤ T (n− 1) + T (n− 4) + O(n + m)

Rie²ením tejto rekurentnej rovnice je T (n) = O∗(γn), kde γ ≈ 1.3803 je maximálny
O∗(1.3803n)reálny kore¬ γ4 = γ3 + 1.
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bandwidthPríklad 3.3 Majme graf G = (V,E). Lineárnym usporiadaním vrcholov rozumie-
me ich o£íslovanie £íslami z mnoºiny {1, . . . , n}. Nech f je bijekcia, ktorá realizuje
toto usporiadanie f : V → {1, . . . , n}. Ak vnímame o£íslovanie ako umiestnenie
na £iaru, hrany pôvodného grafu dostávajú prirodzenú d¨ºku, tzv. stretch; d¨ºku
najdlh²ej z nich voláme bandwidth

stretch hrany [u, v] ∈ E je vzdialenos´ |f(u)− f(v)|
bandwidth grafu je max(u,v)∈E |f(u)− f(v)|

H©adáme také usporiadanie f , ktoré minimalizuje bandwidth.
Úloha súvisí s vnáraním jednej ²truktúry do druhej. Ak bol sie´ový algoritmus A

dizajnovaný pre topológiu G1, ale reálna sie´ je topológie G2, potom vy-
uºitie A pre topológiu G2 je spojené s vnorením G1 do G2: vrcholy grafu
G1 umiestnime do vrcholov grafu G2 a komunikáciu po hrane (u, v) v G1

nahradíme/realizujeme komunikáciou po ceste, ktorá spája obrazy vrcholov
u, v. D¨ºka tejto ceny spôsobuje spomalenie pôvodného algoritmu, preto sa
snaºíme o také vnorenie G1 do G2, ktoré minimalizuje d¨ºku cesty v G2

odpovedajúcu hrane v G1.

Rie²enie hrubou silou vedie k zloºitosti O∗(n!), my sa budeme venova´ rie²eniu
Feige& Kilian zloºitosti O∗(20n).

�etrenie docielime postupným budovaním dynamického preh©adávacieho stromu,
ktorým bude v dvoch etapách generova´ potenciálne prípustné rie²enia; overovanie
vlastností vznikajúceho rie²enia po£as tvorby rie²enia umoº¬uje orezávanie.

n, b sú mocniny
dvojky

Namiesto toho, aby sme vygenerovali v²etky lineárne usporiadania a na²li medzi
nimi to, ktoré má minimálnu hodnotu bandwith, budeme pre b := 1, . . . , n po-
stupne overova´, £i konkrétna hodnota b je bandwidth. Overenie spo£íva v h©ada-
ní/generovaní lineárneho usporiadania s aktuálne testovanou hodnotou bandwith
b. Prvé lineárne usporiadanie, ktoré korektne dogenerujeme, je to,ktoré h©adáme.
(Pre£o?) Kvôli jednoduchosti predpokladáme, ºe b, n sú mocniny dvojky.

Algoritmus pracuje v dvoch etapách:

1. vytvoríme mnoºinu £iasto£ných rie²ení, v ktorých je kaºdý vrchol "umiestne-
ný" do jedného z intervalov Ii = {(i− 1)b/2 + 1, . . . , ib}, 1 ≤ i ≤ 2n

b

2. generujeme v²etky lineárne usporiadania s aktuálnym bandwidth, ktoré z da-
ného £iasto£ného rie²enia môºu vzniknú´ usporiadaním prvkov v rámci jedné-
ho intervalu

vytváranie £ias-
to£ných rie²ení

Cie©om prvej etapy je umiestni´ vrcholy grafu do 2n
b intervalov ve©kosti b/2 tak, aby

sme nevytvárali/eliminovali hrany dlh²ie ako b. Predstavme si, ºe intervaly (d¨ºky
b/2) sú poukladané za seba I1, . . . , I2n/b, pri£om vrcholy u, v sú umiestené tak, ºe
u ∈ Ii(u), v ∈ Ii(v). V korektnom usporiadaní musí plati´:

|i(u)− i(v)| · b

2
< |f(u)− f(v)| < b

2
· |i(u)− i(v) + 1|

Ak sa teda chceme vyhýba´ hranám, ktoré sú ur£ite dlh²ie ako b, vrcholy, spojené v
grafe hranou, môºu leºa´ len v takých intervaloch, medzi ktorými je nanajvý² jeden
¤al²í interval. Pri generovaní potenciálne korektných usporiadaní vychádzame z
nasledujúcich pozorovaní/princípov:

5O∗(βn), kde β je maximálny reálny kore¬ β = 2− 1
βk−1
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1. prvý vrchol w ∈ V môºme umiestni´ do kaºdé-
ho z 2n/b intervalov; vznikne tým 2n/b vrcho-
lov v strome podproblémov

2. kaºdého suseda u uº umiestneného vrchola v
môºme umiestni´ do nanajvý² 5 moºných inter-
valov Ii(v)−2, Ii(v)−1, Ii(v), Ii(v)+1, Ii(v)+2. Ak
je interval, do ktorého chceme umiestni´ u, uº
plný, vrchol do¬ nekladieme; ak ho nemáme
kam umiestni´, lebo v²etkých 5 povolených in-
tervalov je plných, túto vetvu výpo£tu ukon£í-
me s neúspechom

3. umiest¬ovali sme n−1 vrcholov/susedov, skon-
£íme preto s nanajvý² 2n

b ·5n−1 vrcholmi v stro-
me podproblémov, ktoré odpovedajú "rozhá-
dzaniam" vrcholov pôvodného grafu do inter-
valov/£iasto£ným rie²eniam.

overovanieSnaºíme sa o usporiadanie vrcholov v boxoch tak, aby sme získali lineárne usporia-
danie s bandwidth b.

• Overíme, ºe nexistujú hrany ur£ite dlh²ie ako b (ako? pre£o?)

• Odstránime hrany vrámci jednotlivých boxov (pre£o?)

• Odstránime hrany medzi susednými boxami (pre£o?)
• Ostali hrany medzi párnymi, resp. ne-

párnymi intervalmi, £o vedie k rie²eniu
dvoch podproblémov - h©adanie usporia-
dania pre vrcholy v párnych, resp. ne-
párnych boxoch.

• V rámci podproblému môºe by´ vrchol
uloºený do ©avej aj pravej polovice toho
boxu, v ktorom sa momentálne nachá-
dza. Vytvorili sme teda 2n nových £ias-
to£ných rie²ení so zmen²enou ve©kos´ou
boxu. V nich opä´ odstránime hrany,
ktoré môºme a rekurzívne pokra£ujeme
¤alej.

Nech T (k) ozna£uje £as na vyrie²enie existencie korektného preusporiadania £ias-
to£ného rie²enia pre k vrcholov

T (k) ≤ 2k(T (k/2) + T (k/2)) = 2k · 2 · T (k/2) = 2k+12k/2+1T (k/4) = · · · = O∗(4k)

Rie²ime O∗(5n) podproblémov, pre kaºdý z nich sta£í £as O∗(4n), preto je celková
zloºitos´ O∗(20n). Lep²ia analýza vedie k zloºitosti O∗(10n).

2

3.3.3 (LC-)Branch-and-Bound
Ve©mi £asté vyuºitie metódy Branch-and-bound (LC-B&B, resp/ B&B) nachádza-
me pri rie²ení takých optimaliza£ných kombinatorických problémov, ke¤ preh©a-
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danie priestoru potenciálnych rie²ení síce garantuje optimáne rie²enie ale ve©kos´
preh©adávaného priestoru robí problém prakticky nerie²ite©ným. Snahou je "zmen-
²i´" preh©adávaný priestor identi�kovaním tých jeho £astí, v ktorých sa h©adané
rie²enie ur£ite nenachádza; hovoríme tomu orezávanie.

MAxSAT Príklad 3.4 Majme problém MaxSAT: vstupom je formula F v KNF6, cie©om také
priradenie α, ktoré maximalizuje po£et splnených klauzúl; niekedy nás zaujíma len
to £íslo.
Nech vstupom je formula F
F = (x1 ∨ x2) ∧ (x1 ∨ x3 ∨ x4) ∧ (x1 ∨ x2)

∧(x1 ∨ x3 ∨ x4) ∧ (x2 ∨ x3 ∨ x4) ∧ (x1 ∨ x3 ∨ x4)
∧x3 ∧ (x1 ∨ x4) ∧ (x1 ∨ x3) ∧ x1

Aplikujme B&B pri rôznych stratégiách generovania vrcholov (bez orezávania, do
h¨bky najprv ©avý syn, do h¨bky najprv pravý syn, ...) V²imnime si, ako sa zvolená
stratégia prejavila na po£te vygenerovaných vrcholov.

Identi�kova´ oblasti, v ktorých sa optimálne rie²enie nenachádza, nie je jednoduché.
Neraz v²ak je charakter úlohy taký, ºe analýzou £iasto£ného rie²enia dokáºeme
usúdi´, ºe kvalita kaºdého rie²enia, ktoré z neho dostaneme, bude hor²ia ako nejaké
uº známe rie²enie. To je jeden z dôvodov, pre£o sa £asto sústredíme práve na fázu
predvýpo£tu, v ktorej sa snaºíme o získanie £o najlep²ieho odhadu optimálneho
rie²enia. Na základe tohto odhadu potom môºme ve©a vetiev v strome priestoru
rie²ení oreza´.

Aké metódy sa pouºívajú na získavanie týchto dobrých odhadov?
� Aproxima£né algoritmy
� Relaxácia redukciou na lineárne programovanie
� Random sampling
� Lokálne preh©adávanie
� Heuristiky (simulované ºíhanie, genetické algoritmy,..)

Metóda LC-B&B postupne generuje nasledovníkov v priestore (£iasto£ných )rie²e-
ní (branch), na základe analýzy prípustnosti a kvality najlep²ieho dosiahnute©ného
rie²enia oreºe vetvy, ktoré daným kritériom nepre²li (bound), potom preºité prvky
ohodnotí a presunie sa do najlep²ieho z nich (LC=least cost). 7 V priebehu vý-
po£tu samozrejme ako kritérium orezávania pouºívame to lep²ie z {odhad, doteraz-
najlep²ie-rie²enie}. Uvedomme si, ºe doteraz-najlep²ie-rie²enie môºme na orezanie
pouºi´ len vtedy, ak v priebehu celého výpo£tu platí, ºe cena vrchola x nie je vä£²ia
ako najlep²ie rie²enie v podstrome s kore¬om v x. (Pre£o?)

Spome¬me si aj na rie²enie problému plnenia batoha touto metódou. Vzh©adom k
tomu, ºe ide o maximaliza£nú úlohu, vyrobili sme prenásobením ú£elovej funkcie
mínus jednotkou z problému úlohu minimaliza£nú. Mohli by sme v²ak rovnako
dobre pouºi´ namiesto minimalizácie maximalizáciu.

Ke¤ºe sme pouºili statický strom, na úrovni j sme rozhodovali o zaradení/nezaradení
prvku (wi, pi). Ako dolný odhad na korektnú hodnotu c(x) by sme prirodzene pou-
ºili doteraz zozbieraný pro�t

∑
1≤i<j pixi. Pre horný odhad pouºijeme na neznámu

£as´ hodnotu optimálneho rie²enia pri racionálnych koe�cientoch. Rie²enie pri ce-
lo£íselných koe�cientoch lep²ie by´ nemôºe.

6KNF-konjunktívna normálna forma/konjunkcia elementárnych disjunkcií
7Príkladom pouºitia tejto metódy bolo rie²enie problému obchodného cestujúceho minulý se-

mester.
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Je zrejmé, ºe ak príjmeme predpoklad P 6= NP, tak nemoºno o£akáva´, ºe by
uvedená metóda garantovala polynomiálny £as. Ziskom nie je garantovane men²ia
zloºitos´ v kaºdom prípade, ale zniºovanie zloºitosti konkrétnych in²tancií.

3.3.4 Predspracovanie
Zníºeniu zloºitosti rie²enia môºe pomôc´ predspracovanie vstupu. Za£nime príklad-
mi na zahriatie, kde predspracovanie pomôºe k zníºeniu zloºitosti pôvodne polyno-
miálneho algoritmu.

xi + yj
?= S

Príklad 3.5 Na vstupe máme dve postupnosti £ísel a jednu hodnotu

x1, . . . , xk; y1, . . . , yk, S

Pýtame sa, £i existujú také indexy i, j, aby xi + yj = S.

Triviálne rie²enie "hrubou silou" preverí v²etky potenciálne dvojice a je teda zloºi-
tosti O(k2).

Postavme otázku trochu inak. Pre kaºdé yj sa pýtame na exstenciu xi tak, aby
xi + yj = S, resp. xi = S − yj . Pri takejto formulácii vidíme, ºe zloºitos´ závisí
od efektivity vyh©adávania. Ak x1, . . . xk utriedime, môºme xi h©ada´ binárnym
vyh©adávaním, £o dáva celkovú zloºitos´ O(k log k)

xi(j)+zj≤W ,
yi(j) → max

Príklad 3.6 Upravme mierne zadanie. Na vstupe máme postupnos´ bodov a £ísel

(x1, y1), . . . , (xk, yk); z1. . . . , zk,W

Ku kaºdému zj h©adáme maximálne také yi(j), ºe xi(j) + zj ≤ W

Triviálne rie²enie preh©adaním v²etkých moºností je opä´ O(k2).

predspracovaniePredspracovanie spo£íva v eliminácii takých bodov, ktoré výsledok neovplyvnia.
• Majme dva body (xi, yi), (xj , yj) také, ºe xi ≤ xj & yi ≥ yj . Vtedy hovoríme,

ºe (xi, yi) dominuje nad (xj , yj), pretoºe yj nemôºe by´ maximálne pre ºiadne
zk.

• Zo vstupu teda môºme odstráni´ tie body, ktorým iné dominujú.

• H©adanie dominujúcich bodov je ²tandardná metóda výpo£tovej geometrie:
utrie¤ pod©a x a na jeden prechod odstrá¬ tie body, ktorým iný dominuje.

H©adaním v utriedenom poli nájdeme najvä£²ie yi, pre ktoré xi +zj ≤ W . Zloºitos´
sme tak zníºili na O(k log k).

¦

subset-sumPríklad 3.7 Uvaºujme problém £iasto£ných sú£tov:
vstup: postupnos´ kladných £ísel a1, . . . , an a hodnota S
výstup: 1 ak existuje mnoºina indexov I ⊆ {1, . . . , n} tak, ºe

∑
i∈I ai = S

Rie²enie hrubou silou je zloºitosti O(2n).

Ak existuje rie²enie tohto problému, potom príslu²nú mnoºinu indexov I môºme
rozdeli´ na dve dizjunktné podmnoºiny I1 a I2 tak, ºe S = S1 + S2, kde S1 =∑

i∈I1
ai, S2 =

∑
i∈I2

ai.

predspracovanieTo vedie k nasledovnému rie²eniu:
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• Rozdelíme mnoºinu {1, . . . , n} na dve podmnoºiny I = {1, . . . , bn/2c} a J =
{bn/2c+ 1, . . . , n}

• Vytvoríme mnoºinu X v²etkých £iasto£ných sú£tov prvkov s indexami z I,
analogicky Y sú v²etky £iasot£né sú£ty prvkov s indexami z J

O(2n/2)

• Utriedime X O(2n/2 log 2n/2)

• Ku kaºdému prvku yi ∈ Y h©adáme v X prvok S − yi

O(2n/2 · log 2n/2)

Celková zloºitos´ je

O(2n/2) + O(2n/2 log 2n/2) + O(2n/2 · log 2n/2) = O(n · 2n/2) = O∗(2n/2)

¦

Úloha: Vyuºite predspracovanie na zníºenie zloºitosti pre problém plnenia batoha
s binárnymi koe�cientami. Akú zloºitos´ má Va²e rie²enie?

3.3.5 Predspracovanie a textové algoritmy
V tejto £asti sa budeme zaobera´ problémami, ktoré súvisia so spracovaním textov.
Konkrétne pôjde o vyh©adávanie vzorky v texte pri viacerých spôsoboch zadania
vzorky £i textu
Napriek tomu, ºe problémy sa ©ahko rie²ia polynomiálnymi algoritmami, existuje
viacero dôvodov, pre£o sa týmito problémami budeme zaobera´.

• problémy samotné sú zaujímavé a dôleºité (editory,...)
• rie²enie týchto problémov je ukáºkou rôznych prístupov k predspracovaniu

toho istého problému
• pri rie²ení budeme vidie´ prepojenie s problematikou datových ²truktúr a

kone£ných automatov8

Pre za£iatok budú vzorka aj text zadané ako re´azce znakov. Budeme sa teda
venova´ rie²eniu nasledovného problému:

Text: a1a2 . . . an

Vzorka: b1b2 . . . bm

Výstup: index pozície, kde sa vzorka za£ína (kon£í)

Naivným algoritmom na rie²enie tohto problému je postupné prikladanie vzorky k
textu so zmenou za£iatku priloºenia na prvú moºnú pozíciu. Tento prístup vedie k
zloºitosti O(mn)
Ukáºeme, ºe predspracovaním vzorky ale aj predspracovaním textu môºme zloºitos´
algoritmu zníºi´.

Prespracovanie vzorky zadanej re´azcom znakov

predspracovanie
vzorky

Predstavme si, ºe priloºíme vzorku k textu tak, ºe za£ína na pozícii p. Nech sa
zhoduje s textom na pre�xe d¨ºky i. Ak sa nasledujúci (i+1)-ý symbol vzorky lí²i od
odpovedajúceho symbolu textu, musíme vzorku v texte posunú´. Vieme poveda´,

8Viac o problematike kone£ných automatov v predná²ke Formálne jazyky a automaty
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o ko©ko symbolov? Poloºme túto otázku inak � ko©ko uº pre£ítaných symbolov
textu môºme povaºova´ za za£iatok vzorky? Predpokladajme, ºe odpove¤ou na
túto otázku je hodnota funkcie f :
Pre �xovanú vzorku b1b2 . . . bm nech f(i) je maximálna d¨ºka vlastného su�xu re´azca
b1b2 . . . bm, ktorý sa rovná pre�xu tohto re´azca

f(i) = max{j | b1b2 . . . bj = bi−j+1 . . . bi}
a1a2 . . . apap+1. . . ap+i−1 . . . an

b1b2 . . . bi

b1 . . . bf(i)

Predstavme si, ºe pri £ítaní textu postupne z©ava doprava máme v premennej i
index pozície £ítaného symbolu a premenná dlzka obsahuje maximálnu d¨ºku su�xu
doteraz pre£ítanej £asti textu, ktorú môºme povaºova´ za za£iatok vzorky. Vedeli
by sme de�nova´ funkciu update, ktorá by na základe i (resp. ai) a dlzka vypo£ítala
novú hodnotu dlzka tak, aby odpovedala pre£ítaniu symbola ai zo vstupu?
Ak by sme poznali funkciu f , tak pomerne ©ahko. Ak sa posledných dlzka sym-

bolov pre£ítaného textu rovná b1 . . . bdlzka a ak pre£ítaný symbol je bdlzka+1, tak
novou hodnotou dlzka bude dlzka + 1. Inak je nová hodnota dlzka ur£ená na zá-
klade toho, ako by bola zmenená, keby jej hodnota bola f(dlzka).

Algoritmus 4 Výpo£et update pri znalosti chybovej funkcie f
1: update(x, 0) ← 0 pre x 6= b1

2: update(b1, 0) ← 1
3: for dlzka := 1 to m do
4: update(bdlzka+1, dlzka) ← dlzka + 1
5: update(b, dlzka) ← update(b, f(dlzka)) pre b 6= bdlzka+1

Ostáva vypo£íta´ chybovú funkciu f . Pri jej výpo£te si treba uvedomi´, ºe ak
f(i + 1) = s, potom platí

b1b2 . . . bs = bi−s+2 . . . bi+1 ale aj b1b2 . . . bs−1 = bi−s+2 . . . bi

Preto s ≤ f(i) + 1

Algoritmus 5 Výpo£et chybovej funkcie f
1: f(1) ← 0
2: for i:=2 to m do
3: l ← f(i− 1)
4: while (bl+1 6= bi) ∧ (l > 0) do l ← f(l)
5: if (bl+1 6= bi) ∧ (l = 0) then f(i) ← 0
6: elsef(i) := l + 1

Korektnos´ rie²enia je zrejmá z predchádzajúcej diskusie. Zloºitos´ získame na
základe analýzy zloºitosti algoritmov 44 a 45.

• zloºitos´ výpo£tu tabu©ky hodnôt f(n) súvisí s po£tom modi�kácií globálnej
premennej l. Ke¤ºe táto ²tartuje s po£iato£nou hodnotou 0 a v priebehu
výpo£tu je bu¤ zmen²ovaná (príkazom l ← f(l) v riadku 4) alebo zvý²ená o 1
nanajvý² raz v cykle pre i(v riadku 6), je zloºitos´ výpo£tu chybovej funkcie
O(m).
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• zloºitos´ou výpo£tu tabu©ky pre funkciu update je úmerná ve©kosti "tabu©ky",
ktorou je update zadaná, a preto je O(m).

• Zloºitos´ samotného výpo£tu je zrejme O(n).

Fakt 3.8 Celková zloºitos´ algoritmu vyh©adávania vzorky v texte s chybovou fun-
kciou je O(m + n).

Úloha: Pouºite analogický prístup na vytvorenie algoritmu, ktorý v texte vyh©a-
dáva výskyt jedného zo zadaných re´azcov

b11b12 . . . b1m1

...
bk1bk2 . . . bkmk

Algoritmus má pracova´ so zloºitos´ou O(n +
∑

mi).

Predspracovanie textu - pozi£né stromy
Postupujme inak � predspracujme text. Pomocou tohto prístupu môºeme rie²i´
viaceré problémy

� výskyt vzorky v texte
� najdlh²í opakujúci sa podre´azec v texte
� najdlh²í spolo£ný podre´azec dvoch re´azcov

Majme re´azec x = a1a2 . . . an. Hovoríme, ºe symbol ai je na pozícii i. Podre´azec
u ur£uje pozíciu i v slove x ak je to najkrat²í taký podre´azec, ktorého jediný
výskyt v slove x za£ína na pozícii i. Re´azcu u budeme hovori´ identi�kátor
pozície i. Formálnej²ie:

x = yuz, |y| = i− 1 (x = y′uz′ ⇒ y = y′)

Napr. V re´azci abbabb∗ ur£uje pozíciu 2 re´azec bba, ale pozícia 2 nie je ur£ená
re´azcom bb, pretoºe a.bb.abb∗ = abba.bb.∗.
V²imnime si, ºe pridanie nového znaku "*" na koniec slova spôsobilo, ºe máme pre
kaºdú pozíciu zaru£enú existenciu re´azca, ktorý túto pozíciu ur£uje.
Nech S(i) ozna£uje identi�kátor pozície i. Vytvorme lexikogra�cký strom9 repre-
zentujúci mnoºinu identi�kátorov {S(1), S(2), . . . , S(n + 1)}. Do listu l tohto le-
xikogra�ckého stromu pridajme £íslo tej pozície, ktorej identi�kátor je uloºený na
hranách z kore¬a do tohto listu l. Takýto strom budeme vola´ pozi£ný strom.

text=abbabb∗
S(1) = abba
S(2) = bba
S(3) = ba
S(4) = abb∗
S(5) = bb∗
S(6) = b∗
S(7) = ∗

Fakt 3.9 |S(i)| = j ⇒ |S(i− 1)| ≤ j + 1.

9Lexikogra�xký strom pre mnoºinu re´azcov má na hranách symboly a kaºdý re´azec, £ítaný
po ceste z kore¬a do listu, je re´azcom z reprezentovanej mnoºiny a naopak.
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Dôkaz: Nech t = |S(i−1)| > |S(i)|+1. Potom existuje pozícia, povedzme m, m > i
niekde v re´azci taká, ºe sa na nej nachádza podre´azec d¨ºky vä£²ej ako |S(i)|+ 1
a

S(i− 1) = ai−1ai . . . ai+t−2 = amam+1 . . . am+t−1

To ale znamená, ºe
ai . . . ai+t−2 = am+1 . . . am+t−1

£o je v spore s tým, ºe |S(i)| = t

Fakt 3.10 S(i) nie je vlastným pre�xom S(j).

Pozi£né stromy môºme vyuºi´ na rie²enie viacerých problémov spracovania textov.

základný pattern matching � pýtame sa, £i je re´azec y = b1b2 . . . bp podre´az-
com re´azca x = a1a2 . . . an

Nech T je pozi£ný strom pre re´azec x = a1a2 . . . an∗. Aby sme zistili, £i
sa re´azec y vyskytuje ako podre´azec x, pohybujme sa v strome T pod©a
symbolov, tak ako ich £ítame zo vzorky y. Nech b1b2 . . . bj je maximálna
cesta, ktorú sme v T pre²li. Táto cesta kon£í vo vrchole v stromu T .Môºu
nasta´ 3(4) prípady
j < p a v nie je list, potom odpove¤ je nie
j ≤ p a v je list ozna£ený i. V tejto situácii je jedinýmmoºným/poytenciálnym
za£iatkom vzorky v texte pozícia i. Treba skontrolova´, £i je tomu tak10. Ak
áno, odpove¤ je áno, resp. i, ak nie, odpove¤ je nie.
j = p a v je vnútorný vrchol. V tomto prípade sa jedná o viacnásobný výskyt
vzorky v texte. Pozície za£iatku výskytov sú uloºené v listoch podstromu s
kore¬om v.

Najdlh²í opakujúci sa podre´azec odpovedá ceste do vrchola s maximálnou
h¨bkou

Najdlh²í podre´azec re´azcov x a y - na DÚ.

Kon²trukcia pozi£ného stromu
kon²trukcia po-
zi£ného stromu

Ukáºeme kon²trukciu pozi£ného stromu, ktorá je lineárna vzh©adom na po£et vr-
cholov tohto stromu. Hoci v niektorých prípadoch môºe by´ po£et vrcholov skon-
²truovaného stromu aº O(n2), dá sa ukáza´, ºe pre náhodný re´azec je to O(n).
Nech Si(j) ozna£uje identi�kátor pozície j v re´azci xi = aiai+1 . . . an∗. Pozor, £íslo
pozície po£ítame pod©a pôvodného re´azca x.

Ako sa lí²ia Si(j) a Si+1(j)? Odpove¤ na túto otázku je základom efektívneuj
kon²trukcie pozi£ného stromu. Tým, ºe sme pred¨ºili re´azec xi+1 na re´azec xi sa
mohlo sta´, ºe niektorý identi�kátor Si+1(k) sa stal pre�xom identi�kátora Si(i).
Preto v tomto prípade bude treba pred¨ºi´ Si+1(k) na Si(k). Napr.

S2(4) = a ale S1(4) = abb∗
Dôleºité je, ºe môºe by´ len jediné11 také k.

Ak chceme vedie´, £i pridanie ai znamená, ºe niektorý z identi�kátorov bude treba
predlºova´, potrebovali by sme (zi²lo by sa) vedie´, £i sa niekde v re´azci xi+1

vyskytuje podre´azec aiy, pri£om y je pre�x Si+1(i+1). Ak takýto re´azec existuje,
treba sa vedie´ £o najefektívnej²ie dosta´ k identi�kátoru, ktorý je treba predlºova´.
Napr.

10Ako?
11Inak by Si+1(k1) aj Si+1(k2) boli pre�xom Si(i) a teda boli jeden vlastným pre�xom druhého.
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a︸︷︷︸
a1

bb︸︷︷︸
y

sa vyskytuje v re´azci x2 = bbabb∗

Preto budeme pouºíva´ nasledujúce dátové ²truktúry:

• Ti ozna£uje pozi£ný strom skon²truovaný pre re´azec xi

• do kaºdého vrchola v pridáme bitový vektor Bv[a] = 1 ⇔ aY (v) je podre´azec
xi, pri£om Y (v) ozna£uje re´azec £ítaný na ceste z kore¬a do vrchola v.

• do kaºdého vrchola pridáme informáciu o jeho h¨bke

• Ai ozna£uje pomocný strom, ktorý je kon²truovaný nad tou istou mnoºinou
vrcholov ako pozi£ný strom Ti, ale má inú mnoºinu hrán. Kon²truujeme ho
preto, aby sme urýchlili h©adanie identi�kátora, ktorý treba predlºova´. Preto
sa kon²truuje nasledovne:
w je a-synom12 v v Ai , ak ay je re´azec odpovedajúci Y (w) v pozi£nom
strome Ti, a y je re´azec odpovedajúci Y (v) v pozi£nom strome Ti

Obrázok 3.2: pozi£ný strom a pomocný strom

Fakt 3.11 Kaºdý pozi£ný strom má pomocný strom.

Kon²trukcia Ti z Ti+1.
krok iterácie Za£ni z listu i + 1 a postupuj smerom do kore¬a dovtedy, kým nenájde² vrchol u

taký, ºe je prvý na tej ceste s Bu[ai] = 1, resp. sa dostane² do kore¬a a u 6= kore¬.
Potom pre kaºdý vrchol v na ceste z i + 1 do syna vrchola u, resp. kore¬a, nastav
Bv[ai] = 1

1. u neexistuje, £o znamená, ºe doteraz sa symbol ai nepouºil. Preto dostane
kore¬ nového ai-syna identi�kujúceho pozíciu i a Bi[a] ← 0 pre v²etky a.

2. u existuje a nemá ai -syna v Ai+1. Toto je situácia, ke¤ sa re´azec aiY (u)
nevyskytuje celý ako (doteraj²í) identi�kátor pozície, ale len jeho pre�x. Preto
postupuj ¤alej do kore¬a aº kým nenájde² prvý taký vrchol u1, ktorý uº má
ai -syna v Ai+1. Týmto synom je list v1 identi�kujúci pozíciu k.

V tejto situácii si kon²trukcia Ti vyºaduje vä£²iu modi�káciu Ti+1 :

� Nech u1, u2, . . . , uq, u je postupnos´ vrcholov na ceste z u1 do u. Nech ei

je meno hrany vychádzajúcej z vrchola ui.
� Vytvor q nových vrcholov v2, . . . , vq, v. Pritom vi je ei−1-synom vrchola

vi−1 a v je eq-synom vrchola vq v pozi£nom strome Ti.

12a-synom vrchola v nazývame toho syna vrchola v, do ktorého sa dostaneme po hrane ozna£enej
symbolom a
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� Nech j je i+ h¨bka vrchola u (v Ti+1)
Nech m je k+ h¨bka vrchola v (v Ti+1)
Pridaj dva nové listy identi�kujúce pozíciu i, resp. k:

i je aj+1- syn vrchola v

k je am+1- syn vrchola v
� ∀a ∈ I Bv[a] ← Bv1[a], v ∈ {v2, . . . , vq, v, k}
� Bi[a] ← 0

Analogicky treba modi�kova´ aj Ai+1:
� v je ai -synom u
� u1 je aj+1-syn u, u2 je am+1-syn u

i je ai-syn u1, k je ai-syn u2

� vt je ai-syn ut

3. u existuje a má v Ai+1 ai-syna v - v tejto situácii vieme, ºe v Ti+1 sa
re´azec aiY (u) vyskytuje celý ako pre�x identi�kátora nejakej pozície
• v je list ozna£ený k To znamená, ºe

[-] Si(i) = aiai+1 . . . ajaj+1

[ ]Si+1(k) = akak+1 . . . am, pri£om akak+1 . . . am = aiai+1 . . . aj

→ odstrá¬ ozna£enie k z vrchola v
→ v dostane dvoch nových synov: aj+1-syna i, a am+1-syna k
→ �alej potrebné úpravy B[a] a Ai+1. �

• v je vnútorný vrchol
→ j je i+h¨bka u
→ nový vrchol i je aj+1-syn v
→ Bi[a] ← 0.
→ Nech u1 je aj+1-syn u v Ti+1. Potom nový vrchol i sa stane ai-syn

u1.

Zloºitos´ kon²trukcie pozi£ného stromu.

• nájdenie listu i + 1 realizujeme v kon²tantnom £ase (je to posledne pridávaný
list�identi�kátor pozície). Celkovo teda O(n)

• pridanie i je úmerné po£tu pridávaných vrcholov pri prechode od Ti+1 k Ti.
Pridanie v²etkých identi�kátorov pozícií je preto úmerné ve©kosti stromu T1.

O(|T1|)
• sú£et d¨ºok ciest do jednotlivých u

Nech d2, . . . , dn+1 je vzdialenos´ 2, . . . , n + 1 do príslu²ného u, nech ei je h¨bka i v
Ti

ei ≤ ei+1 − di+1 + 2
n+1∑

i=2

di ≤
n+1∑

i=2

(ei−ei−1+2) = e2−e1+e3−e2+· · ·+en+1−en+2n = en+1−e1+2n = O(n)

Celkový £as kon²trukcie pozi£ného stromu je O(n) + O(|T1|) = O(|T1|). Dá sa
ukáza´, ºe v priemernom prípade to vychádza O(n).
Úloha: Zamyslite sa nad charakterizáciou re´azcov z poh©adu ve©kosti výslednej
reprezentácie pozi£ným stromom.
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3.4 Lokálne preh©adávanie
Metóda lokálneho preh©adávania sa pouºíva pri rie²ení optimaliza£ných úloh. Pries-
tor rie²ení zorganizujeme tak, aby pre kaºdé rie²enie bola ur£ená mnoºinu jeho
susedov. Potom sa hýbeme v tomto priestore cez mnoºiny susedov tak, aby sme
v kaºdom kroku rie²enie vylep²ili. Pri takomto preh©adávaní skon£íme zrejme v
lokálnom optime. Na £o sa pri uvedenej metóde treba sústredi´:

• Ako získame ²tartovací bod? �asto pouºijeme nejakú rýchlu heuristiku.
Niekedy sa vyuºíva aj viacnásobné spustenie LSS z náhodne vygenerovaných
²tartových bodov - potom hovoríme o multistart local search

• Ako de�nujeme mnoºinu susedov? Uvedomme si, ºe vypo£íta´ suseda ne-
smie by´ ve©mi zloºité. Tieº by tá mnoºina susedov nemala by´ príli² ve©ká,
ke¤ºe ju pri výbere nasledujúceho kroku chceme prezera´

• Ako ur£íme nové rie²enie? Zvyknú sa pouºíva´ dva základné prístupy
� prvé lep²ie (�rst improvement)
� najlep²ie spomedzi susedov (best improvemenet)

Formálnej²ie. Nech x je vstup do optimaliza£ného problému U , M(x) ozna£u-
susednos´ je mnoºinu prípustných rie²ení. De�nujeme susednos´ ako funkciu fx z M(x) do

Pot(M(x)), kde Pot(A) ozna£uje v²tky podmnoºiny mnoºiny A. Vyºadujeme, aby

1. α ∈ fx(α) ∀α ∈ M(x)

2. β ∈ fx(α) =⇒ α ∈ fx(β) //symetria
//od tejto podmienky niekedy upú²´ame

3. ∀α, β ∈ M(x) ∃k, γ1, . . . , γk ∈ M(x) tak, ºe
γ1 ∈ fx(α), γi+1 = fx(γi), β = fx(γk) //dosiahnute©nos´

Susednos´ fx prirodzene de�nuje graf susednosti

GM(x),fx
= (M(x), {(α, β)|α ∈ fx(β), α 6= β, α, β ∈ M(x)})

Má tieº zmysel hovori´ o vzdialenosti dvoch rie²ení vzh©adom k susednosti fx; vzdia-
lenos´ou dvoch rie²ení rozumieme d¨ºku cesty, ktorá ich v grafe susednosti spája.
Túto vzdialenos´ ozna£íme dist

Schému lokálneho preh©adávania pod©a susednosti fx moºno na£rtnú´ takto:

Algoritmus 6 LSSfx

1: nájdi prípustné rie²enie α ∈ M(x)
2: while α nie je lokálne optimum do
3: nájdi β ∈ fx(α) s lep²ou cenou
4: α ← β

5: return α

�o myslíme lokálnym optimom? Nech U je optimaliza£ný problém s ú£elovou fun-
lokálne optimum
vzh©adom k fx

kciou cena, ciel ∈ {max, min} ur£uje, £i ju chceme minimalizova´ alebo maximalizo-
va´. Potom hovoríme, ºe prípustné rie²enie α ∈ M(x) je lokálne optimum vzh©adom
k fx ak

cena(α) = ciel{cena(β) | β ∈ fx(α)}
pouºitie LSS �ahko vidno, ºe k popisu algoritmu LSS pre rie²enie nejakého problému vä£²inou

sta£í popísa´ susednos´ fx(α)
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Fakt 3.12 Kaºdý algoritmus lokálneho preh©adávania, ktorý je zaloºený na LSS,
dá na výstup prípustné rie²enie, ktoré je lokálne optimálne vzh©adom k pouºitej
susednosti fx.

�o vieme poveda´ o zloºitosti rie²enia problému pouºitím Algoritmu LSS? Zloºitos´
zrejme ovplyv¬uje

• zloºitos´ výpo£tu lokálneho optima //presnos´ vs. £as
• po£et iterácii while cyklu

//Ak rie²ime problém s celo£íselnou ú£elovou funkciou,
// znamená kaºdé opakovanie vylep²enie aspo¬ o 1.

TSPPríklad 3.8 Uvaºujme problém obchodného cestujúceho a dve rie²enia zaloºené na
dvoch rôzne de�novaných susednostiach
2-exchange z existujúcej HK(prípustného rie²enia TSP) odstránime dve hra-
ny (a, b), (c, d) také, ºe |{a, b, c, d}| = 4. Tieto dve hrany nahradíme hranami
(a, c), (b, d).

3-exchange z existujúcej HK odstránime 3 hrany a nahradíme ich inými (nie
nutne odli²nými) tromi hranami

SATPríklad 3.9 Pri h©adaní sp¨¬ajúceho priradenia pre boolovskú formulu F (x1, . . . , xn)
je susedom vektora hodnôt α = (α1, . . . , αn) taký vektor hodnôt, ktorý vznikne zme-
nou práve jedného bitu 13 v rie²ení α.

Kernighan-Lin
preh©adávanie
s variabilnou
h¨bkou

Úzkym miestom v metóde LSS je to, ºe sa hýbeme len v okolí momentálneho rie²e-
nia, pri£om trváme na tom, aby sa rie²enie stále vylep²ovalo. Uvaºovala sa taká mo-
di�kácia, ºe v jednej iterácii prezrieme okolie rie²enia do nejakej vzdialenosti/h¨bky
� preh©adávanie s variabilnou h¨bkou. Predpokladáme taký typ optimaliza£ného
problému, pri ktorom rie²enie vieme popísa´ zoznamom ²peci�kácií (p1, . . . , pn).
Nech pre vstup x je M(x) mnoºina prípustných rie²ení. Potom

fk
x (α) = {β ∈ M(x) | distfx(α, β) ≤ k}

je mnoºina rie²ení, ktoré z rie²enia α vieme získa´ postupným aplikovaním nieko©-
kých, nanajvý² v²ak k, lokálnych transformácií na α.
Nech α, β sú prípustné rie²enia, cena ú£elová funkcia. De�nujme

zisk(α, β)
def.
= cena(α)− cena(β)

Potom v jednom "kroku" aplikujeme nanajvý² n lokálnych transformácií, pri£om

• Ak za£neme s prípustným rie²ením α = (p1, . . . , pn), tak pre výsledné prípust-
né rie²enie γ = (q1, . . . , qn) platí, ºe qi 6= pi

• Ak α0, α1, . . . , αm je vytváraná postupnos´ prípustných rie²ení, tak α0=α,
αm=γ a

1. zisk(αi, αi+1) = max{zisk(αi, δ) | δ ∈ fx(αi)}
2. ak sa v i-tej iterácii zmenil parameter pj , tak pj sa v ºiadnej ¤al²ej iterácii

nezmení

• Po vytvorení postupnosti α0, α1, . . . , αm sa α nahradí tým αi, ktoré optima-
lizuje zisk(α, αj). Ak je to zmena k lep²iemu, pokra£ujeme ¤al²ou iteráciou.
Ak nie, výstupom je α.
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Algoritmus 7 KL-LSS (s variabilnou h¨bkou)
1: nájdi prípustné rie²enie α = (p1, . . . , pn) ∈ M(x)
2: zlepsenie ← true
3: exchange ← {1, . . . , n}; j ← 0; αj ← α
4: while zlepsenie do
5: while exchange 6= ∅ do
6: j ← j + 1
7: αj ← rie²enie z fx(α), ktoré optimalizuje zisk(αj−1, αj) a od αj−1 sa lí²i len

v paramteroch z exchange
8: exchange ← exchange/parametre, v kt. sa lí²ia αj−1, αj

9: vypo£ítaj zisk(α, αi) pre i = 1, . . . , j
10: vypo£ítaj ` ∈ {1, . . . , j} také, ºe zisk(α, α`) = max{zisk(α, αi)|i = 1, . . . , j}
11: if zisk(α, α`) > 0 then
12: α ← α`

13: exchange ← {1, . . . , n}
14: else zlepsenie ←false
15: return α

Nieko©ko krokov nesprávnym smerommôºe by´ eliminovaných jedným krokom správ-
nym smerom. Na h©adanie najlep²ieho rie²enia v priestore fk

x (α) pouºívame greedy
prístup.
Uvedomme si, ºe tento KL-LSS algoritmus sa drºí greedy prístupu, £o zabra¬uje
tomu, aby sme pri h©adaní suseda pre α mali £as exponenciálny od |α|. Takºe zlo-
ºitos´ jedného vylep²enia je O(n · t(|α|)|fx(α)|), pri£om funkcia f hovorí o zloºitosti
realizácie jednej transformácie.

Ukáºeme aplikáciu preh©adávania s variabilnou h¨kou na dvoch problémoch. Za£ne-
me problémom minimálneho vyváºeného rezu:
Vstup: graf s ohodnotenými hranami G = (V, E, c)
Výstup: rozdelenie mnoºiny vrcholov na disjunktné rovnako ve©ké podmnoºiny

V1, V2, ktoré minimalizujú cenu hranového rezu

KL-LSS a mini-
málny vyváºený
rez

• Nech V1, V2 je prípustné rie²enie. Lokálna transformácia spo£íva vo výbere
dvoch vrcholov a ∈ V1, b ∈ V2 a ich vzájomnej výmene

• Aplikáciou výmeny a ←→ b sa zníºi/zmení cena rezu o hodnotu ∆(a, b)

∆(a, b) =
∑

{a,v}∈E
v∈V2\{b}

c(a, v)−
∑

{a,v}∈E
v∈V1

c(a, v) +
∑

{b,v}∈E
v∈V1\{a}

c(b, v)−
∑

{b,v}∈E
v∈V2

c(b, v)

• nové prípustné rie²enie je najlep²ie spomedzi tých, ktoré získame postupnos´ou
n zámen

13Hamingova vzdialenos´ vektorov je 1
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Algoritmus 8 iterácia Min-Balanced-Cut
//predpokladámne, ºe nejaké rozdelenie V1, V2 uº máme

1: U1 ← V1; U2 ← V2

2: X ← V
3: for i=1 to n do
4: vyber vrcholy ai ∈ U1

T
X, bi ∈ U2

T
X pre kt. je ∆(a, b) maximálna

5: U1 ← (U1 \ {ai}) ∪ {bi}
6: U2 ← (U2 \ {bi}) ∪ {ai}
7: X ← X \ {ai, bi}
8: vyber k maximalizujúce

Pk
i=1 ∆(ai, bi)

9: aplikovaním postupnosti zmien ai ↔ bi, . . . , ak ↔ bk na V1, V2 získaj V ′
1 , V ′

2

10: return (V ′
1 , V ′

2 )

KL-LSS a TSPDruhým príkladom pouºitia metódy preh©adávania s variabilnou h¨bkou je pouºitie
pre TSP14. Vychádzame z existujúcej hamiltonovskej kruºnice α. V iterácii sa
snaºíme nájs´ dve rovnako dlhé postupnosti hrán také, ºe jedna z nich obsahuje len
hrany z α a druhá zas len hrany mino α, pri£om ich vzájomná výmena zachová
HK (α Ã α′) a zníºi jej cenu. H©adáme teda C = (p1, q1), . . . , (pk, qk), C ′ =
(s1, t1), . . . , (sk, tk) tak, ºe

1. pi, qi sú v α susedné, 1 ≤ i ≤ k

2. si, ti nie sú v α susedné, 1 ≤ i ≤ k

3. qi = si, 1 ≤ i ≤ k

4. ti = pi+1, 1 ≤ i ≤ k − 1
5. tk = p1

6. α \ C ∪ C ′ vytvorí novú HK α′ krat²ej d¨ºky

Algoritmus 9 iterácia TSP
1: ∆ = 0, k = 1, (p1, q1) je dvojica vrcholov susedných v α
2: C ← {(p1, q1)}; s1 ← q1, i ← 1
3: loop nájdi vrcholy x, y susedné v α také, ºe
4: nepatria do C
5: ak i + 1 hrán (p1, q1), . . . , (pi, qi), (x, y) nahradíme hranami (s1, t1), . . ., (si, x),

(y, p1) tak z α vznikne HK α′

6: ∆ + c(pi, qi) + c(x, y)− c(p1, y)− c(si, x) > 0
7: if také x, y existujú then
8: ti = pi+1 = x, qi+1 = si+1 = y, k ← i + 1
9: i ← i + 1

10: if k > 1 then nahra¤ v α k hrán (p1, q1), . . . , (pk, qk) za (s1, t1), . . . , (sk, tk)

11: return(α)

¦

kvalita vs. zloºi-
tos´

Ak máme NP ´aºké problémy, nemôºme o£akáva´, ºe by táto metóda viedla k po-
lynomiálnemu rie²eniu. Jej zloºitos´ môºme vyjadri´ ako

(£as h©adania v mnoºine susedov) × (po£et vylep²ení)

Mohli by sme sa pýta´

Pre ktoré NP ´aºké problémy môºme nájs´ susednos´ fx polyno-
miálnej ve©kosti tak, aby LSSfx dávalo vºdy optimálne rie²enie?
(pozor, nehovoríme o polynomialite celého rie²enia!)
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presná sused-
nos´(okolie)

De�nícia 3.6 Nech U = (I, Sol, cena, ciel) je optimaliza£ný problém, f ur£uje su-
sednos´/okolie na U . Hovoríme, ºe f je presná susednos´/okolie, ak ∀x ∈ I je kaºdé
lokálne optimum pre x pod©a fx optimálnym rie²ením pre x.

polynomiálna
preh©adávanie

Susednos´ f je polynomiálne preh©adávanie ak existuje polynomiálny algoritmus,
ktorý ∀x ∈ I a ∀α ∈ Sol(x) nájde jedno z najlep²ích prípustných rie²ení v fx(α).

Uvedomme si, ºe polynomiálne preh©adávanie nezaru£uje polynomiálnu ve©kos´
mnoºiny susedov!

�al²ou zmysluplnou otázkou je otázka existencie presnej susednosti pre U , ktorá by
bola aj polynomiálnym preh©adávaním. Kladná odpove¤ by hovorila, ºe v²etko zá-
leºí od po£tu iterácií. Negatívna odpove¤ zas znamená, ºe nevieme polynomiálnym
preh©adávaním garantova´ optimálne rie²enie.

Existujú metódy, ako dokáza´, ºe problém je z h©adiska lokálneho preh©adávania
´aºký. Prvá vyuºíva pojem ohrani£enej ceny.

De�nícia 3.7 Nech U = (I, Sol, cena, ciel) je celo£íselný optimaliza£ný problém.
Hovoríme, ºe U má ohrani£enú cenu, ak ∀I ∈ I Int(I) = (i1, . . . , in), ij ∈ N

cena(α) ≤
n∑

j=1

ij pre α ∈ Sol(I)

Uvedená podmienka je celkom prirodzená, vä£²inou je ohrani£ujúca funkcia sú£tom
nejakej podmnoºiny hodnôt zo vstupu.

Analógiou triedy NP pre optimaliza£né problémy je trieda NPO.

NPO De�nícia 3.8 Nech U = (I, Sol, cena, ciel) je optimaliza£ný problém. U ∈ NPO
ak platia nasledovné podmienky:

1. I ∈ P
2. existuje polynóm p taký, ºe

� ∀x ∈ I, y ∈ M(x), |y| ≤ p(|x|)
� existuje polynomiálny algoritmus, ktorý ∀x ∈ I a y ∈ Σ∗O d¨ºky |y| ≤ p(|x|)
rozhodne, £i y ∈ M(x)

3. ú£elová funkcia cena sa po£íta v polynomiálnom £ase

PO Ak pre NPO problém existuje deterministický polynomiálny algoritmus, ktorý po-
£íta optimálne rie²enie, potom problém patrí do PO.

Veta 3.13 Nech U ∈ NPO je celo£íselný optimaliza£ný problém s ohrani£enou ce-
nou taký, ºe existuje polynomiálny algoritmus B, ktorý kaºdému vstupu vypo£íta
nejaké prípustné rie²enie. Ak P 6= NP a U je silno NP-´aºký, tak pre U neexistuje
presná susednos´, ktorá je polynomiálnym preh©adávaním.

Dôkaz: Kvôli sporu predpokladajme, ºe existuje presné okolie, ktoré je polyno-
miálnym preh©adávaním. Pod©a de�nície existenciu polynomiálneho preh©adávania
potvrdzuje existencia polynomiálneho algoritmu A, ktorý prípustnému rie²eniu α v
polynomiálnom £ase vypo£íta nezhor²ené prípustné rie²eni β. Vyuºijeme algoritmy
A,B pri kon²trukcii pseudopolynomiálneho algoritmu pre silno NP-´aºký (minima-
liza£ný) problém U . Vieme, ºe existencia pseudopolynomiálneho algoritmu pre silno
NP-´aºký problém potom vedie k sporu s predpokladom P 6= NP.

14problém obchodného cestujúceho
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Algoritmus 10 AU− pseudopolynomiálny algoritmus pre silno NP-´aºký problém
1: pomocou B nájdi prípustné rie²enie α ← B(x)
2: β ← A(α)
3: while α > β do
4: α ← β
5: β ← A(α)

6: return α

• Ke¤ºe U ∈ NPO, je d¨ºka |α| polynomiálna od d¨ºky vstupu |x|.
• Algoritmy A,B sú polynomiálne, preto sú polynomiálne aj od |x|
• Nech Int(x) = (i1, . . . , in). Ke¤ºe U je celo£íselný problém s ohrani£enou ce-

nou, cena prípustného rie²enia ∈ {1, 2, . . .
∑n

j=1 ij} = {1, 2, . . . n×MaxInt(x)}.
Kaºdé vylep²enie znamená vylep²enie aspo¬ o 1, preto je po£et iterácií nanaj-
vý² |x| ×MaxInt(x)

2

Dôsledok 3.14 Ak P 6= NP, tak neexistuje presná susednos´, ktorá je polynomiál-
nym preh©adávaním, pre ºiaden z problémov TSP, ∆− TSP

suboptimálny
rozhodovací
problém

De�nícia 3.9 Nech U = (I, Sol, cena, ciel) je optimaliza£ný problém z NPO. Pre
U de�nujeme suboptimálny rozhodovací problém

SUBOPTU = {(x, α) | x ∈ I, α ∈ Sol(x) a α nie je optimálne}

Veta 3.15 Nech U ∈ NPO. Ak P 6= NP a SUBOPTU je NP-´aºký, tak pre U
neexistuje presná susednos´, ktorá je polynomiálnym preh©adávaním.
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3.5 Heuristiky zaloºené na lokálnom preh©adávaní
Metódu lokálneho preh©adávania vyuºívame najmä pri rie²ení optimaliza£ných úloh.
Opakovanie jednotlivých iterácií umoº¬uje prechod od jedného prípustného rie²enia
α k druhému β vtedy, ak tento prechod znamená zlep²enie. Tento princíp je mierne
poru²ený pri preh©adávaní s variabilnou h¨bkou, ke¤ nieko©ko pokusov v rámci jed-
nej iterácie umoº¬uje uvaºova´ aj do£asné zhor²enie. Princíp do£asného zhor²enia
vyuºívajú aj heuristika simulovaného ºíhania, genetické algoritmy a tabu search.

3.5.1 Simulované ºíhanie
V najjednoduch²ej verzii tejto metódy je de�novaná (potenciálne nekone£ná) po-
stupnos´ t1, t2, . . ., ti > 0, prahových hodnôt, ktoré ur£ujú podmienky na pre-
chod rie²enia α k rie²eniu β. V k-tom kroku algoritmu lokálneho vyh©adávania
(predpokladáme, ºe máme problém minimalizácie) je tento prechod umoºnený, ak
cena(β) − cena(α) < tk. Pozitívna hodnota tk umoº¬uje akceptova´ aj zhor²enie,
nulový prah zas de�nuje úlohu lokálneho preh©adávania.

Vo v²eobecnosti vyuºívame postupnosti, v ktorých prahové hodnoty monotónne
klesajú. Navy²e, pre kaºdé ε > 0 existuje také i, ºe ti ≤ ε. Výpo£et kon£í po k

pravidlo ukon£e-
nia

krokoch, ak pre aktuálne prípustné rie²enie α a v²etky s ním susediace prípustné
rie²enia β je cena(β)− cena(α) ≥ tk+1.

Ak prechod od lep²ieho rie²enia k hor²iemu akceptujeme s pravdepodobnos´ou in-
verzne proporcionálnou rozdielu cena(β)− cena(α), resp. s pravdepodobnos´ou ti,
hovoríme o simulovanom ºíhaní. Názov metódy súvisí s podobnos´ou s fyzikálnym
procesom ºíhania(kalenia).

Metóda má tri vo©né parametre, ktorých vhodné nastavenie ovplyv¬uje úspe²nos´.
parametre Nastavujú sa vä£²inou experimentálne v procese ladenia metódy. Okrem toho ur-

£ujeme aj podmienku ukon£enia:
t-teplota
r-rýchlos´ zniºovania teploty
`-po£et testovaných prvkov v okolí
∆-kritérium ukon£enia

Algoritmus 11 simulované ºíhanie
//predpokladáme vstupnú in²tanciu x minimaliza£ného problému U

1: τ ← t; s ← po£iato£né prípustné rie²enie
2: repeat
3: for ` krát do
4: vyber nenav²tívené s′ ∈ M(x)
5: δ ← cena(s′)− cena(s)
6: if δ < 0 then
7: s ← s′

8: else s ← s′ s pravdepodobnos´ou e−
δ
π

9: τ ← r · τ
10: until ∆
11: return s

3.5.2 Genetické algoritmy
Motiváciou pre tento typ heuristiky je biológia. Genetický algoritmus udrºiava
populáciu rie²ení, ktorá sa vyvíja cez generácie. V kaºdom kroku sa nová poplulácia
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danej ve©kosti maximálne N generuje z pôvodnej, pri£om susednos´ sa de�nuje
náhodným aplikovaním pravidiel motivovaných genetickými zmenami, ako mutácia,
kríºenie,... Do ¤al²ej generácie prechádzajú najsilnej²í jedinci. Táto metóda je
vhodná aj na paralelné spracovanie.

Typicky sa nová generácia po£íta v troch fázach:
Vyhodnotenie
kvality

Kvalita rie²enia v populácii sa vyhodnotí vhodne de�novanou funkciou

VýberRie²enie prechádza do novej generácie s pravdepodobnos´ou úmernou jeho kvalite

Generovanie no-
vých rie²ení

Ak do novo vygenerovanej generácie pre²lo menej ako ur£ený po£et N jedincov/rie²ení,
tak sa generácia doplní o nové rie²enia, ktoré vzniknú rekombináciou (crossover)
resp.modi�káciou (mutation) niektorých rie²ení.

Rie²enia udrºiavame vä£²inou ako binárne re´azce. Operácie sa potom realizujú
nasledovne

crossover nová dvojica re´azcov β1, β2 vznikla z rie²ení α1, α2 zámenou pre�xu
re´azca α1 d¨ºky i za su�x re´azca α2 d¨ºky i pre náhodne vygenerované i,
1 ≤ i ≤ |α1| = |α2|

mutation bit po bite sa kaºdý bit s danou pravdepodobnos´ou preklopí

minimálny vyvá-
ºený rez

Rez je ur£ený rozkladom (V1, V2) mnoºiny vrcholov V = {v1, . . . , v2n}. Rie²enie
udrºiavame ako binárny vektor α d¨ºky 2n, kde αi = 1 znamená príslu²nos´ vi do
V1, αi = 0 zas indikuje príslu²nos´ vi do V2.

Kvalita rie²enia je daná funkciou Ψ

Ψ(α) = C −
2n∑

i=1

2n∑

j=1

cijαi(1− αj) + K|n−
2n∑

i=1

αi|

kde cij je cena hrany (vi, vj), K je dostato£ne ve©ká kon²tanta, ktorej úlohou je
zníºi´ kvalitu neprípustných rie²ení a C je kon²tanta, ktorá umoº¬uje kvalitu ma-
ximalizova´.

3.5.3 Tabu search
Podobne ako pri simulovanom ºíhaní sa pri preh©adávaní okolia môºme náhodne
rozhodnú´ o akceptovaní hor²ieho rie²enia, so�stikovanej²ie je preh©adávanie.

1. pre rie²enie s ozna£uje ∆(s) mnoºinu transformácií, ktoré sa na¬ môºu ap-
likova´. Funkcia σ∗ de�novaná na podmnoºinách S ⊆ ∆(s) vráti najlep²iu
transformáciu σ∗(S) ∈ ∆(s)

2. Po£as výpo£tu si udrºiavame mnoºinu T zakázaných transformácií. Ve©kos´
tejto mnoºiny ur£uje parameter t.

3. V kaºdom kroku poznáme najlep²ie doteraz nájdené rie²enie. Nájdeme najlep-
²ie rie²enie, ktoré vieme dosta´ z aktuálneho rie²enia aplikovaním povolenej,
teda non-tabu operácie. T aktualizujeme.

4. Výpo£et kon£í, ke¤ ∆(s) = T alebo sme v predchádzajúcih k krokoch nena²li
zlep²ujúce rie²enie.

Príklad 3.10 Uvaºujme problém k-min-tree: V neorientovanom ohodnotenom gra-
fe G = (V, E, c), kde c je funkcia, ktorá kaºdej hrane ur£uje cenu, máme identi�kova´
podstrom minimálnej ceny s k hranami.
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1. greedy Metódou nájdeme nejaké prípustné rie²enie: za£neme s hranou mini-
málnej ceny a pridávame postupne hrany s monotónne rastúcou cenou tak,
ºe strom narastá. Hodnotu aj strom si pamätáme ako najlep²ie rie²enie
(T ∗, c(T ∗)).

2. Treba ur£i´ susednos´, resp.mnoºinu povolených operácií. Vychádzame z ope-
rácie swap, ktorá robí výmenu hrany zo stromu za hranu nestromovú, pri£om
do operácie vstupujú len "netabuizované" hrany. Myslíme tým hrany, ktorých
stav nie je Tabu-aktívny, resp. sú mimo mnoºiny TABU. (Mohli by sme uva-
ºova´ aj iné kritérium, ke¤ by swap bol zakázaný len vtedy, ke¤ sú obe hrany
tabu-aktívne.)
Uvaºuje sa statický swap-ke¤ sa nemení mnoºina vrcholov stromu a dynamic-
ký, ke¤ mnoºinu vrcholov meni´ môºme.

3. Ak najlep²í swap vedie k zníºeniu ceny, nové rie²enie akceptujeme a ak je jeho
cena lep²ia ako doteraz najlep²ia, zaktualizujeme (T ∗, c(T ∗)). Ak nedo²lo k
vylep²eniu momentálneho rie²enia, nastavíme hrany, ktoré sa swapu zú£ast-
nili, ako tabu-aktívne s vhodnouy d¨ºkou trvania `. Pre hranu, ktorú sme
odstra¬ovali, hodnota ` ur£uje, ko©ko nasledujúcich kôl ju nemôºme vloºi´,
pre tú, ktorú sme vloºili, ` ozna£uje po£et kôl, ktoré má v uvaºovanom strome
zotrva´. Tieto hodnoty môºu by´ rôzne15

4. Vhodne treba nastavi´ kritérium ukon£enia

3.5.4 Problém pride©ovanie úloh: vyuºitie branch-and-bound
a simulovaného ºíhania

Uvaºujme Job-shop-scheduling:

vstup
m strojov M1, . . . , Mm

n zadaní(jobov) J1, . . . , Jn; predpokladáme, ºe job musí prejs´ cez príslu²né
stroje v presne ur£enom poradí
p(i,j) - trvanie spracovania úlohy j na stroji i. Predpokladáme, ºe hodnoty
p(i, j) poznáme dopredu.

úloha
minimalizova´ d¨ºku Cmax celkového spracovania

Problém formulujeme grafom G(N, X, Y ), kde

N sú operácie, ktoré treba vykona´ {(1, 2), (1, 4), . . .}
X sú hrany popisujúce poradie realizácie operácií pre jednotlivé joby

(i, j) → (k, j) ∈ X hovorí, ºe v jobe j spracovanie na stroji i predchádza
spracovanie na stroji k

Pridávame hrany U −→ do prvej operácie kaºdého jobu, z poslednej operácie
kaºdého jobu −→ V

Y sú hrany, ktoré popisujú kon�ikty jednotlivých operácií na strojoch (nemôºu ís´
dve operácie na jednom stroji naraz)
(i, j) 99K (i, `), (i, `) 99K (i, j) ∈ Y, hovoria, ºe úlohy j, ` nemôºu ís´ na stroji
i naraz

15Hodnote ` sa hovorí tabu tenure
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job postupnos´ strojov £as spracovania
1 1, 3, 2 p(1, 1) = 3, p(3, 1) = 2, p(2, 1) = 3
2 2, 3 p(2, 2) = 2, p(3, 2) = 3
3 2, 1, 3 p(2, 3) = 2, p(1, 3) = 3, p(3, 3) = 4

Výberom rozumieme taký podgraf D ⊆ Y , v ktorom je z kaºdej dvojice (i, j) 99K
(i, `), (i, `) 99K (i, j) práve jedna hrana. Ak D spolu s hranami X je acyklický, tak
máme prípustný výber, presnej²ie jeho gra�ckú reprezentáciu.

Z kaºdého prípustného výberu vieme ur£i´ rozvrh, a teda prípustné rie²enie.16 Ke¤
máme nejaký prípustný výber, tak najdlh²ia U−V cesta ur£uje makespan a hovorí-
me jej kritická. Pod d¨ºkou pritom rozumieme sú£et £asov spracovania vo vrcholoch
na nej.

aktívny rozvrhJedným prístupom je generovanie v²etkých aktívnych rozvrhov a z nich potom vy-
berieme najlep²ie. Aktívny rozvrh je taký rozvrh, ktorý nemôºme vylep²i´�ºiadna
operácia nemôºe by´ dopo£ítaná skôr bez toho, aby inú zdrºala�alternáciou ope-
rácií na strojoch. V²etky aktívne rozvrhy môºme generova´ algoritmom Aktívny
rozvrh:

Rozvetvenie v kroku 3 vyberá priradenie prípustnej operácie na stroj i∗. Po£et
vetiev je rovný po£tu prípustných operácií v Ω′; konkrétny výber vlastne �xuje
niektoré výberové Y-hrany, ktoré pribúdajú do D′.

Ako získavame dolný odhad? Ozna£me G(D′) ten kombinovaný graf pre aktuálny
výber D. Jednoduchý dolný odhad LB je cena kritickej cesty.
Vieme získa´ aj vy²²í dolný odhad. Uvaºujme dopo£ítanie úlohy z poh©adu jed-
ného stroja, ke¤ ostatným "dovolíme", aby po£ítali viac úloh naraz. Odpovedá
to situácii, ºe existujú dvojice operácií, pre ktoré sme neza�xovali/nevybrali jed-
nu z dvojice odpovedajúcich Y-hrán. Uvedomme si, ºe tento predpoklad hodnotu
dolného (aj horného) odhadu vlastne zniºuje. Zaujíma nas maximálne spomalenie
Lmax. K hodnote jednoduchého odhadu LB potom pripo£ítame (maximalizované
cez stroje) cenu dokon£enia na izolovanom stroji.

1. vypo£ítaj dolný odhad LB ako cenu kritickej cesty v G(D′)
2. pre v²etky operácie (i, j) na stroji i vypo£ítaj ri,j , £o je ekvivalentné najdlh²ej

U −→ (i, j) ceste v G(D′)

16Napí²te program, ktorý to spraví.
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Algoritmus 12 Aktívny rozvrh
Ω mnoºina operácií, ktorých predchodcovia uº sú zaradení; Ω′ ⊆ Ω
ri,j najskor²í moºný za£iatok pre operáciu (i, j)
D′ graf, ktorý odpovedá priebeºnému rozvrhu

1. inicializácia:
Ω :=prvá operácia pre kaºdý job
ri,j := 0∀(i, j) ∈ Ω

D′ obsahuje v²etky X-hrany a ºiadne Y-hrany.
2. Výber stroja:

vypo£ítaj t(Ω) aktuálneho rozvrhu

t(Ω) = min{ri,j + p(i, j)|(i, j) ∈ Ω}

a index stroja i∗, ktorý tú hodnotu minimalizuje
3. branching

Ω′ = {(i∗, j)|ri∗,j < t(Ω)}
• ∀(i∗, j) ∈ Ω′ roz²ír £iasto£ný rozvrh o zaradenie (i∗, j) na stroj i∗ a sú£asne

odstrá¬ (i∗, j) z Ω.
• zara¤ nasledovníka (i+, j) práve pridelenej operácie (i∗, j) do Ω a vypo£ítaj

ri+,j ; túto hodnotu získame ako hodnotu najdlh²ej U − (i+, j) cesty v aktuál-
nom G(D′)

• goto 2

3. vypo£ítaj minimálny £as ∆i,j medzi za£iatkom realizácie operácie (i, j) a kon-
com rozvrhu; je to najdlh²ia (i, j) −→ V cesta v G(D′). Nutný £as di,j je
potom

di,j = LB −∆i,j + p(i, j)

4. pre kaºdý stroj zvlá²´ vypo£ítaj minimalizované oneskorenie Lj a potom

LBnew = LB + max Lj

Tento dolný odhad pouºívame ako usmernenie, kam máme pokra£ova´.

Rie²enie:
úrove¬ 0 Ω = {(1, 1), (2, 2), (2, 3)}

t(Ω) = 2; i∗ = 2
Ω′ = {(2, 2), (2, 3)}

Kore¬ bude ma´ 2 synov-operácie (2,2) s (2,3). Kaºdému synovi vypo£ítame odpo-
vedajúci graf D′, ktorý vznikne z grafu tvoreného X-hranami pridaním odpoveda-
júcich Y-hrán.
úrove¬ 1 vrchol (2,2)� na stroj M2 sme zaradili operáciu (2, 2). Pridáme preto do
D′ hrany (2, 2) 99K (2, 1) a (2, 2) 99K (2, 3).
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Dolný odhad LB=l(U,(2,2),(2,3),(1,3),(3,3),V)=11.

Dorie²ime problém pre stroj Mi zvlá²´, aby sme vylep²ili dolný odhad. Príslu²né
údaje pre rozhodovanie

job1 job3
r11 = 0 r13 = 4
∆11 = 8 ∆13 = 7
d11 = 6 d13 = 7

Rozvrh na M1 bude takýto: (1,1) za£ne v £ase 0,
skon£í 3; (1,3) za£ne v £ase 4, skon£í 7. V oboch
prípadoch je to skôr ako príslu²ný nutný £as, preto
L1 = 0.

job1 job2 job3
r21 = 5 r22 = 0 r23 = 2
∆21 = 3 ∆22 = 11 ∆23 = 9
d21 = 11 d22 = 2 d23 = 4

Rozvrh na M2 bude takýto: (2,1) za£ne v £ase 5,
skon£í 8; (2,2) za£ne v £ase 0, skon£í 2, (2,3) za£ne
v 2, skon£í v 4. V²etky operácie skon£ia skôr ako
príslu²ný nutný £as, preto L2 = 0.

job1 job2 job3
r31 = 5 r32 = 2 r33 = 7
∆31 = 5 ∆32 = 3 ∆33 = 4
d31 = 8 d32 = 11 d33 = 11

Rozvrh na M3 bude takýto: (3,1) za£ne v £ase 3,
skon£í 5; (3,2) za£ne v £ase 5, skon£í 7, (3,3) za£ne
v 7, skon£í v 11. V²etky operácie skon£ia skôr ako
príslu²ný nutný £as, preto L3 = 0.

Nový dolný odhad teda je

LBnew = LB + maxLi = 11

Uvedomme si, ºe sme dopo£ítali operáciám za£iatky ri,j , ktoré platia pre výpo£et
¤al²ej úrovne v tejto vetve. Pokra£ujeme teda vo výpo£te tejto vetvy. Odstránime
operáciu (2, 2) z Ω a zaradíme do Ω jej X-nasledovníka (3, 2).

Ω = {(1, 1), (3, 2), (2, 3)}
t(Ω) = 3; i∗ = 1
Ω′ = {(1, 1)}

Vrchol (2,2) má jedného syna-(1,1).
úrove¬ 2 Zaradenie operácie (1,1) na stroj M1 si vynucuje pridanie Y-hrany
(1, 1) 99K (1, 3) do D′
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Dolný odhad LB=l(U,(2,2),(2,3),(1,3),(3,3),V)=11......
Úloha: Presved£te sa, ºe hodnota LB pre vrchol (2,3) na úrovni 1 je naozaj 12

simulované ºíha-
nie

Rie²me ten istý problém simulovaným ºíhaním. Nastavíme po£iato£nú teplotu
T = 100, parameter α, ktorý modi�kuje teplotu, nastavíme α = 0.95 a hranicu
pravdepodobnosti na akceptovanie ε = 0.98.

Algoritmus 13 Simulované ºíhanie
1. zvo© dostato£ne ve©kú teplotu T = T0

2. zvo© vhodný parameter redukcie α, 0 < α < 1
3. nastav v grafe D prípustné rie²enie
4. nastav po£iato£nú energiu E(i)ako cenu kritickej cesty
5. kým je T v rozumnom rozsahu opakuj

� zme¬ orientáciu niektorej Y-hrany na kritickej ceste
� vypo£ítaj novú energiu E(j) a odpovedajúcu zmenu ∆E

� ak ∆E < 0, akceptuj nový stav
� ak ∆E > 0, akceptuj nový stav ak e−∆E/T > ε

� T ← T · α

i=0 Nastavíme prípustné rie²enie a v ¬om nájdeme kritickú cestu. Jej cena ur£uje
energiu E(0) = 13

i=1 nové rie²enie vznikne oto£ením orientácie jednej z Y-hrán na kritickej ceste;
napr (2, 3) 99K (2, 2) zmeníme na (2, 2) 99K (2, 3). Kritická cesta sa zmení, jej cena
ur£uje novú energiu E(1) = 11. T ← α · T = 95. Ke¤ºe ∆E = 11 − 13 = −2 < 0,
túto zmenu akceptujeme:
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i=2 nové rie²enie vznikne oto£ením orientácie jednej z Y-hrán na kritickej ceste;
napr (3, 2) 99K (3, 1) zmeníme na (3, 1) 99K (3, 2). Kritická cesta sa zmení, jej cena
ur£uje novú energiu E(2) = 12. T ← α ·T = 90.25 Ke¤ºe ∆E = 12− 11 = 1 > 0, o
akceptovaní zmeny rozhoduje hodnota Pr(akc) = e−∆E/T = e−1/90.25 = 0.9890 > ε
túto zmenu akceptujeme.

i=3 nové rie²enie vznikne oto£ením orientácie jednej z Y-hrán na kritickej ceste;
napr (3, 2) 99K (3, 3) zmeníme na (3, 3) 99K (3, 2). Kritická cesta sa zmení, jej cena
ur£uje novú energiu E(2) = 14. T ← α·T = 85.7375 Ke¤ºe ∆E = 14−12 = 2 > 0, o
akceptovaní zmeny rozhoduje hodnota Pr(akc) = e−∆E/T = e−2/85.7375 = 0.9769 <
ε túto zmenu neakceptujeme.

Vrátime sa k situácii na konci kroku pre i = 2 a skúsime oto£i´ inú Y-hranu. Ke¤ºe
to nejde, je koniec. Rie²enie s minimálnou energiou je v úrovni 1
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3.6 Relaxácia na úlohu lineárneho programovania
V²eobecná úloha lineárneho programovania je rie²ite©ná v polynomiálnom £ase, za-
tia© £o 0-1, resp. celo£íselná úloha LP sú NP-´aºké. V²etky typy týchto úloh majú
ohrani£enia A ·X = b, kde X je vektor premenných, matica A a vektor b sú koe�-
cienty ohrani£ení; úlohou je minimalizova´ funkciu X · cT . Uvedené tri typy sa lí²ia
v de�ni£nom obore vektora X. Základná úloha, rie²ite©ná v polynomiálnom £ase,
sa rie²i nad reálnymi £íslami. 0/1-LP sa rie²i nad {0, 1} a I-LP nad celými £íslami,
obe verzie sú NP-´aºké.

Významnos´ úlohy LP spo£íva aj v tom, ºe mnoho ´aºkých optimaliza£ných úloh
sa dá formulova´ ako úloha LP. Dokonca aj v prípade, ºe získame 0/1-LP alebo I-
LP, môºme vyuºi´ relaxáciu na reálne £ísla a vhodným zaokrúhlením môºme získa´
kvalitné rie²enie17
Metóda relaxácie na LP teda pozostáva z troch krokov:

Redukcia Vyjadríme vstup X do optimaliza£ného problému U ako vstup I(x) do
0/1-LP alebo I-LP.

Relaxácia Relaxujeme od podmienok celo£íselnosti a vypo£ítame optimálne rie²e-
nie α v²eobecnej úlohy LP so vstupom I(x)

Rie²enie pôvodného problému Pouºijeme α na výpo£et optimálneho rie²enia
pôvodnej úlohy, resp. dostato£ne kvalitného prípustného rie²enia.

Pre danú postupnos´ reálnych £ísel a1, . . . , an a postupnos´ premenných x1, . . . , xn

je lineárna funkcia f de�novaná predpisom

f(x1, . . . , xn) = a1x1 + · · ·+ anxn =
n∑

i=1

aixi

Ak b je reálne £íslo a f je lineárna funkcia, tak rovnica

f(x1, . . . , xn) = b

sa nazýva lineárnou rovnos´ou a nerovnice

f(x1, . . . , xn) ≤ b, f(x1, . . . , xn) ≥ b

sa nazývajú lineárne nerovnosti. Termínom lineárne orani£enie ozna£ujeme lineárne
rovnosti a nerovnosti.

LP De�nícia 3.10 Vstupom úlohy lineárneho programovania je lineárna funkcia (ú£e-
lová funkcia) a sústava lineárnych ohrani£ení nad premennými x1, . . . , xn. Cie©om
je maximalizova´ alebo minimalizova´ ú£elovú funkciu pri splnení daných lineárnych
ohrani£ení.

I-LP V úlohe celo£íselného lineárneho programovania naviac poºadujeme, aby premenné
nadobúdali len celo£íselné hodnoty.

0/1-LP V úlohe 0/1-lineárneho programovania nadobúdajú premenné len hodnoty 0 a 1.

Kaºdé rie²enie úlohy LP, ktoré sp¨¬a v²etky lineárne ohrani£enia, sa nazýva prí-
pustným rie²ením úlohy LP. Prípustné rie²enie, ktoré optimalizuje hodnotu ú£elovej
funkcie, sa nazýva optimálnym rie²ením úlohy LP.

Pri rie²ení úlohy LP sa pouºívajú viaceré algoritmy:
17Viac o tomto prístupe v £asti o aproxima£ných algoritmoch.
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• simplexový algoritmu, ktorý má síce v najhor²om prípade exponenciálnu zlo-
ºitos´, v praxi sa v²ak chová ve©mi dobre

• elipsoidový algoritmus, ktorý má síce polynomiálnu zloºitos´, v praxi je v²ak
kvôli vysokým kon²tantám pomalý

• metódy vnútorných bodov, ktoré sú pre ve©ké vstupné in²tancie rovnako rých-
le, resp. aj rýchlej²ie, ako simplexový algoritmus

3.6.1 Príklady redukcie
Problém najkrat²ej cesty
Vstup: orientovaný graf G = (V, E) s ohodnotením hrán w;

vrcholy s, t ∈ V
Cie©: d¨ºka najkrat²ej s− t cesty

najkrat²ia cesta
ako LP

Zavedieme pre kaºdý vrchol v ∈ V premennú xv a formulujeme úlohu LP pre
problém najkrat²ej cesty ako

min xt

pri ohrani£eniach
xu ≤ xv + w(u, v)∀(u, v) ∈ E, xs = 0

poriadne dorob
toky

Problém batohu Kaºdému objektu i = 1, . . . , n priradíme premennú xi, pri£om
hodnota 1 odpovedá situácii, ºe príslu²ný objekt je obsiahnutý v rie²ení. Formuluj-
me úlohu ako úlohu 1/0-LP:

batoh ako 0/1-
LPmaximalizova´

∑n
i=1 pixi

pri ohrani£eniach
∑n

i=1 wixi ≤ b

Minimálne vrcholové pokrytie Zopakujme si: vstupom problému je ohodnotený
graf G = (V,E, c), c : V → N − 0. Cie©om je nájs´ vrcholové pokrytie S ⊂ V :
∀(u, v) ∈ E[u ∈ S ∨ v ∈ S], ktorého cena

∑
v∈S c(v) je minimálna.

MVC ako 0/1-
LP

Pri formulácii úlohy ako úlohy LP vyuºijeme reprezentáciu mnoºiny S charakteris-
tickým vektorom XS = (x1, . . . , xn) ∈ {0, 1}n, pri£om

xi = 1 ⇐⇒ vi ∈ S

minimalizova´
∑n

i=1 c(vi)xi

pri ohrani£eniach xi + xj ≥ 1 (vi, vj) ∈ E
xi ≤ 1, xi ≥ 0

3.6.2 Vlastnosti úlohy lineáreho programovania
Hovoríme, ºe úloha je v ²tandardnom tvare, ak v²etky lineárne ohrani£enia majú
tvar rovností a hodnoty premenných sú nezáporné: úlohou je minimalizova´

X · cT =
n∑

i=1

cixi

pri ohrani£eniach



56 KAPITOLA 3. DETERMINISTICKÉ METÓDY

A ·X = b
∑n

i=1 ajixi = bj , j = 1, . . . , m
xi ≥ 0 i = 1, . . . , n

Hovoríme, ºe úloha je v kanonickom tvare, ak v²etky lineárne ohrani£enia majú tvar
nerovností a hodnoty premenných sú nezáporné

A ·X ≥ b
∑n

i=1 ajixi ≥ bj , j = 1, . . . , m
xi ≥ 0 i = 1, . . . , n

Kaºdá úloha sa dá previes´ z kanonického do ²tandardného tvaru a naopak. Pri
prechode od kanonického tvaru je základom nahradenie nerovností rovnos´ami za
pouºitia dodato£nej premennej18.

n∑

i=1

ajixi ≥ bj Ã
n∑

i=1

ajixi − sj = bj , sj ≥ 0

Príklad 3.11 Uvaºujme úlohu LP

minimalizova´ 7x1 + x2 + 5x3

pri ohrani£eniach x1 − x2 + 3x3 ≥ 10
5x1 + 2x2 − x3 ≥ 6

x1, x2, x3 ≥ 0

Ozna£me z∗ minimálnu hodnotu ú£elovej funkcie. �o vieme poveda´ o hodnote z∗?

horný odhad na
z∗

Ke¤ºe máme minimaliza£nú úlohu, kaºdé prípustné rie²enie poskytuje horný odhad.
Ak máme nejakú hodnotu α a chceme vedie´, £i z∗ ≤ α, tak existencia vhodného
prípustného rie²enia je certi�kátom, ktorý potvrdzuje kladnú odpove¤. 19

Dolný odhad na optimálnu hodnotu ú£elovej funkcie z∗ môºme získa´ z lineárnych
nerovností. Ke¤ºe hodnoty premenných sú nezáporné, moºme na základe porovna-
nia koe�cientov pri jednotlivých premenných písa´

7x1 + x2 + 5x3 ≥ x1 − x2 + 3x3 ≥ 10, resp.
7x1 + x2 + 5x3 ≥ (5x1 + 2x2 − x3) + (x1 − x2 + 3x3) ≥ 16

V²eobecným "návodom" na h©adanie dolného odhadu hodnoty ú£elovej funkcie je
bra´ nezáporné násobky jednotlivých nerovností tak, aby koe�cienty jednotlivých
premenných v získanom sú£te neprevy²ovali odpovedajúce koe�cienty v ú£elovej
funkcii. Sú£et pravých strán je potom dolným odhadom. Snaºíme sa pritom, aby
získaný dolný odhad bol £o najvy²²í. Dostali sme sa tak k maximaliza£nej úlohe LP:

maximalizova´ 10y1 + 6y2

pri ohrani£eniach y1 + 5y2 ≤ 7
−y1 + 2y2 ≤ 1

3y1 − y2 ≤ 5
y1, y2 ≥ 0

Pôvodnú úlohu voláme primárnou úlohou LP, novoskon²truovanú úlohu nazývame
primárna a du-
álna úloha LP

duálnou úlohou LP. Analogicky môºme postupova´, ke¤ pôvodná úloha je maxima-
liza£ná. Vyskú²ajte si.

Formálnej²ie:

18surplus
19nájdite certi�kát pre potvrdenie hypotézy, ºe z∗ ≤ 30 v príklade 3.11
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Primárna
minimalizova´

∑n
j=1 cjxj

pri ohrani£eniach
∑n

j=1 aijxj ≥ bi i = 1, . . . ,m

xj ≥ 0 j = 1, . . . , n

Duálna
maximalizova´

∑m
i=1 biyi

pri ohrani£eniach
∑m

i=1 aijyi ≤ cj j = 1, . . . , n
yi ≥ 0 i = 1, . . . , m

O vz´ahu primánej a duálnej úlohy hovorí nasledovná veta.

Veta 3.16 (Slabá veta o dualite) Ak x = (x1, . . . , xn) a y = (y1, . . . , ym) sú
prípustné rie²enia primárnej a duálnej úlohy, tak

n∑

j=1

cjxj ≥
m∑

i=1

biyi

Dôkaz: Dôkaz je ve©mi jednoduchý. Ke¤ºe y je prípustným rie²ením a hodnoty xj

sú nezáporné, môºme vyuºi´ ohrani£enia pre cj z duálnej úlohy
n∑

j=1

cjxj ≥
n∑

j=1

(
m∑

i=1

aijyi

)
xj

Podobne pre prípustné rie²enie x a nezáporné hodnoty yi

m∑

i=1




n∑

j=1

aijxj


 yi ≥

m∑

i=1

biyi

Tvrdenie vyplýva z pozorovania

m∑

i=1




n∑

j=1

aijxj


 yi =

n∑

j=1

(
m∑

i=1

aijxj

)
yi

2

Z dôkazu slabej vety o dualite môºme odvodi´ komplementárne podmienky.

Veta 3.17 (Komplementárne podmienky) Nech x = (x1, . . . , xn) a y = (y1, . . . , ym)
sú prípustné rie²enia primárnej a duálnej úlohy LP. Potom x a y sú optimálne práve
vtedy, ke¤ sú splnené nasledujúce podmienky:
Primárne komplementárne podmienky Pre kaºdé 1 ≤ j ≤ n : bu¤ xj = 0

alebo
∑m

i=1 aijyi = cj

Duálne komplementárne podmienky Pre kaºdé 1 ≤ i ≤ m : bu¤ yi = 0 alebo∑n
j=1 aijxj = bi

Veta 3.18 (Silná veta o dualite) Primárna úloha LP má optimálne rie²enie prá-
ve vtedy, ak k nej duálna úloha má optimálne rie²enie. Navy²e, ak x∗ = (x∗1, . . . , x

∗
n)

a y∗ = (y∗1 , . . . , y∗m) sú optimálne rie²enia primárnej a duálnej úlohy, tak
n∑

j=1

cjx
∗
j =

m∑

i=1

biy
∗
i
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V²imnime si, ºe toto je naozaj min-max vz´ah, ke¤ºe jeden program je minimaliza£-
ný problém a druhý maximaliza£ný problém. Prípustné rie²enie primárnej(duálnej)
úlohy poskytuje YES-certi�kát(No-certi�kát) na otázku Je optimálna hodnota men-
²ia alebo rovná ako α? Vlastne to ukazuje, ºe LP ∈ NP

⋂
co−NP .



Kapitola 4

Optimaliza£né problémy,
aproxima£né algoritmy a triedy
zloºitosti

V tejto £asti sa budeme venova´ rie²eniu optimaliza£ných úloh. Vä£²inou spôjde
o také optimaliza£né problémy, ktorých rozhodovacie verzie sú NP-úplné. To zna-
mená, ºe nemoºno o£akáva´ existenciu efektívnych algoritmov na ich rie²enie. V
tejto situácii sa upustenie od poºiadavky na optimalitu pri zachovaní poºiadavky
na rie²ite©nos´ v polynomiálnom £ase javí by´ rozumným východiskom.

Najskôr si v²imneme vz´ah rozhodovacej verzie a kon²truk£nej verzie optimaliza£-
ného problému, potom si vysvetlíme prístupy k hodnoteniu kvality aproxima£ných
algoritmov. Pod kvalitou sa tu myslí tzv. aproxima£ný pomer, teda pomer opti-
málneho a algoritmom garantovaného rie²enia. Zade�nujeme triedy zloºitosti opti-
maliza£ných problémov APX, PTAS, FPTAS, kde sledovanou mierou zloºitosti je
kvalita získaného algoritmu a ukáºeme príklady problémov z jednotlivých tried. V
nasledujúcej kapitole sa potom budeme venova´ návrhu aproxima£ných algoritmov
pre viacero konkrétnych optimaliza£ných problémov.

Zopakujme de�níciu pojmu optimaliza£ný problém a triedy NPO, ktorá je analógiou
NP.

De�nícia 4.1 Optimaliza£ný problém P je ²tvorica (I, Sol,m, ciel), kde

I je mnoºina vstupných in²tancií
Sol je funkcia, ktorá kaºdej vstupnej in²tancii x ∈ I priradí mnoºinu Sol(x)

prípustných rie²ení
m je ú£elová funkcia/miera/cena, ktorá ∀x ∈ I, y ∈ Sol(x) vráti cenu m(x, y)1

ciel je alebo min alebo max

Optimálna hodnota opt(x) = ciel{m(x, y) | y ∈ Sol(x)}. Budeme ju ozna£ova´ aj
m∗(x), m(x, y∗(x)), m∗(x, y). Sol∗(x) bude ozna£ova´ mnoºinu optimálnych rie²ení
k vstupu x.

De�nícia 4.2 Triedu NPO tvoria optimaliza£né problémy P=(I, Sol, m, ciel) pre
ktoré:

• ∃ polynóm p taký, ºe ∀x ∈ I, y ∈ Sol(x) : |y| ≤ p(|x|)
• problém príslu²nosti y ∈ Sol(x) ∈ P
• pre dané x, y trvá výpo£et m(x, y) polynomiálny £as

59
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4.1 Optimaliza£né vs. rozhodovacie problémy
Rie²i´ optimaliza£ný problém znamená nájs´ také prípustné rie²enie, ktoré optima-
lizuje ú£elovú funkciu. V tejto súvislosti celkom prirodzene vznikajú viaceré otázky:
je optimálna hodnota men²ia/vä£²ia/rovná nejakej konkrétnej hodnote? Ak viem,
ºe m∗ je optimálna hodnota, ako nájdem to rie²enie α, ktoré ju dosahuje? Aký je
vz´ah týchto otázok/problémov navzájom?

Nech P je optimaliza£ný problém.
rie²enie Kon²truk£ný problém PC je problém, ke¤ k vstupnej in²tancii x ∈ I chceme

vypo£íta´ optimálne rie²enie y∗(x) ∈ Sol(x) aj jeho hodnotu m∗(x)

hodnota Hodnotový problém PE je taká verzia, ke¤ nás pre vstupnú in²tanciu x ∈ I
zaujíma len hodnota optimálneho rie²enia m∗(x)

m(x, y) ? k Rozhodovací problém/underlying language PD je problém, ke¤ pre vstupnú
in²tanciu x ∈ I a hodnotu k ∈ N máme rozhodnú´, £i

∃y ∈ Sol(x)





m(x, y) ≤ k, pre minimaliza£ný problém

m(x, y) ≥ k, pre maximaliza£ný problém

Za£nime jednoduchým pozorovaním.

Fakt 4.1 Ak optimaliza£ný problém P ∈ NPO tak PD ∈ NP

Nedeterministický TS so vstupom (x, k) uhádne y, overí, ºe y ∈ Sol(x), vypo£íta
m(x, y) a porovná k?m(x, y). ¦

Kedy hovoríme, ºe je optimaliza£ný problém ´aºký? Pri de�nícii vyuºijeme Tu-
ringovskú redukovate©nos´2 (budeme zna£i´ ≤p

T ) a pojem Turingovho stroja s po-
mocou. Turingov stroj s pomocou�zna£íme T g�je TS, ktorý má jednu ²peciálnu
pásku a dva ²peciálne stavy q?, q!. Ke¤ je v stave q? a na ²peciálnej(query) páske
má napísané slovo x, TS T g v jednom kroku prejde do stavu q!, pri£om slovo x na
query páske sa nahradí výsledkom g(x).

De�nícia 4.3 Nech Pi=(Ii, Soli,mi, cieli), i = 1, 2, sú dva optimaliza£né problé-
my. Nech g(x) ∈ Sol∗2(x). Hovoríme, ºe problém P1 je výpo£tovo redukovate©ný
na optimaliza£ný problém P2, zna£íme P1 ≤p

T P2, ak existuje deterministický TS s
pomocou g, ktorý v polynomiálnom £ase rie²i P1.
Ak P1 ≤p

T P2 a P2 ≤p
T P1, potom sú problémy P1 a P2 výpo£tovo ekvivalentné, £o

ozna£ujeme P1 ≡p
T P2

Inými slovami, problém P1 by sme vedeli optimálne vypo£íta´ v polynomiálnom
£ase, ak by sme vedeli v kon²tantnom £ase získa´ optimálne rie²enie optimaliza£ného
problému P2. Polynomiálny £as teda spotrebovávame na transformáciu vstupu x1

pre problém P1 na vstup x2 pre problém P2 a na transformáciu optimálneho rie²enia
y∗2 problému P2(x2) na optimálne rie²enie y∗1 problému P1(x1).

Pojem výpo£tovej redukovate©nosti hrá pri de�nícii NPO-´aºkého problému ana-
logickú úlohu ako pojem polynomiálnej redukovate©nosti pri de�nícii NP-´aºkého
problému.

2Turingovská redukovate©nos´: Nech A je problém, ktorý po£íta funkciu g : IA → SolA. Prob-
lém A ≤p

T B, ak existuje polynomiálny algoritmus na rie²enie A s orákulom B (pre vstup x ∈ IB

vráti f(x) ∈ SolB)
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De�nícia 4.4 Optimaliza£ný problém P = (I, Sol, m, ciel) je NPO- ´aºký, ak pre
kaºdý NPO optimaliza£ný problém P ′ platí P ′ ≤p

T P

De�nícia 4.5 Hovoríme, ºe optimaliza£ný problém P je NP-´aºký, ak pre kaºdý
rozhodovací problém P ′ ∈ NP je P ′ ≤p

T P.

�ahko vidno:

Veta 4.2 Nech P ∈ NPO. Ak rozhodovacia verzia PD ∈ NPU , tak P je NP-´aºký.

Veta 4.3 P 6= NP ⇒ PO 6= NPO

O vz´ahu rozhodovacej, hodnotovej a kon²truk£nej verzie optimaliza£ného problé-
mu hovorí nasledujúca veta. Prirodzene je kon²truk£ná verzia naj´aº²ia - pomocou
skon²tuovaného rie²enia vieme zodpoveda´ rozhodovaciu aj hodnotovú verziu prob-
lému. Ukazuje sa tieº, ºe rozhodovacia a hodnotová verzia sú rovnako ´aºké.

Veta 4.4 ∀P ∈ NPO PD ≡p
T PE ≤p

T PC

Dôkaz:
PD ≤p

T PEChceme rie²i´ rozhodovaciu verziu problému pomocou hodnotovej; pre vstup (x, k)
nás zaujíma, £i m∗(x) je men²ie alebo vä£²ie ako k, pri£om pri rie²ení môºme vyuºí-
va´ informáciu o optimálnej hodnote. Potrebný Turingov stroj T s pomocou preto
môºme skon²truova´ nasledovne:

- T pouºíva funkciu g takú, ºe pre vstup x vráti optimálnu hodnotu m∗(x)
- pre vstup (x, k) napí²e T na query pásku x a prejde do stavu q?, v ktorom

komunikuje s orákulom. Následne sa na páske objaví hodnota g(x), teda
hodnota optimálneho rie²enia m∗(x).

- T porovná g(x) = m∗(x)
?≤ k a správne odpovie.

�as výpo£tu stroja T je polynomiálny.

PE ≤p
T PCAk máme prístup k optimálnej hodnote aj optimálnemu rie²eniu, optimálna hod-

nota nie je problém. Stroj s pomocou dostane vstup x, napí²e na query pásku
dotaz x, orákulum vráti (m∗(x), y∗(x)), z £oho T oddelí m∗(x). �as je triviálne
polynomiálny.

PE ≤p
T PDKe¤ºe ná² problém je z NPO, vieme d¨ºku zápisu hodnoty m(x, y) zhora ohrani£i´

£asom, £iºe hodnotou p(|x|). To ale znamená, ºe optimálna hodnota m∗(x) je zhora
ohrani£ená hodnotou 2p(|x|). Ke¤ poznáme interval, v ktorom sa hodnota nachádza,
môºme ju vyuºitím dotazov na orákulum rozhodujúce k ≤ m∗(x) získa´ binárnym
vyh©adávaním. Robíme teda nanajvý² log 2p(|x|) = O(p(|x|)) dotazov na orákulum,
preto je celkový £as polynomiálny.

2

Veta 4.5 Nech P ∈ NPO a nech jeho rozhodovacia verzia PD ∈ NPU. Potom
PC ≤p

T PD

Dôkaz: W.l.o.g. predpokladajme, ºe pôvodný problém bol maximaliza£ný. Kon-
²trukciu spravíme v dvoch krokoch

• Najprv ukáºeme, ºe existuje NP problém BD taký, ºe PC ≤p
T BD

• Potom vyuºijeme NP-úplnos´ PD, z £oho dostaneme BD ≤p
T PD
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Problém B sa od pôvodného problému P lí²i v cene. Zvolíme ju tak, aby sme z
rie²enia problému B vedeli ©ahko získa´ rie²enie problému P. Presnej²ie: nech p
je polynóm, ktorý ohrani£uje d¨ºku prípustného rie²enia problému P, nech λ(y)
ozna£uje poradie prípustného rie²enia y v lexikogra�ckom usporiadaní. Potom cenu
prípustného rie²enia problému B de�nujeme

mB(x, y) = 2p(|x|)+1mP(x, y) + λ(y) ! mP(x, y) 0∗λ(y)
︸ ︷︷ ︸

p|x|

Je zrejmé, ºe |λ(y)| ≤ p(|x|). Preto

∀x ∈ IB∀y1, y2 ∈ SolB(x), y1 6= y2 : mB(x, y1) 6= mB(x, y2)

To ale znamená, ºe vieme nájs´ jednozna£né optimálne rie²enie y∗B(x).

PC ≤p
T BD cez

PC ≤p
T BE

Ke¤ºe BD ≡p
T BE , budeme dokazova´ PC ≤p

T BE . Stroj T s pomocou , ktorý
kon²truuje optimálne rie²enie pre problém P, pouºíva ako orákulum funkciu, ktorá
po£íta hodnotu optimálneho rie²enia problému B: mB(x, y∗) = 2p(|x|)+1mP(x, y∗)+
λ(y). Pracuje nasledovne:

• Napí²e vstupné slovo x ∈ IP = IB na query pásku a dotazom na orákulum zistí
hodnotu optimálneho rie²enia mB(x, y∗) = 2p(|x|)+1mP(x, y∗)+λ(y) problému
B.

• Z hodnoty mB(x, y∗) = 2p(|x|)+1mP(x, y∗) + λ(y∗) vypo£íta λ(y∗). Následne
postupným generovaním y ∈ SOLB(x) nájde y∗, pre ktoré λ(y∗) = λ(y).

• Pomocou BD vieme simulova´ BE v polynomiálnom £ase, preto m∗
P(x) vieme

získa´ v polynomiálnom £ase pomocou orákula pre BD.

BD ≤p
T PD Sta£í simulova´ orákulum BD. Ke¤ºe BD ∈ NP a PD ∈ NPU, existuje redukcia R

problému BD na PD; BD Ã PD. TS na rie²enie BD realizuje redukciu R, napí²e
na dotazovaciu pásku R(x), vyuºitím orákula, ktoré po£íta PD, získa odpove¤
BD(R(x)), z ktorej vie odpove¤ na pôvodnú otázku.

2

�i existuje P ∈ NPO, pre ktorý je PC ´aº²í ako PE sa nevie.

4.2 Aproxima£né algoritmy a klasi�kácia optimali-
za£ných problémov

Ako sme uº povedali, aproxima£né algoritmy pouºívame vä£²inou pri optimaliza£-
ných úlohách, kde získanie optimálneho rie²enia je neúmerne ´aºké. Vtedy upú²´ame
od presnosti a snaºíme sa o pribliºné rie²enie, ktoré ale dostaneme rýchlo. Za£nime
de�níciami základných pojmov.

De�nícia 4.6 Aproxima£ný algoritmus A pre optimaliza£ný problém U je algorit-
mus polynomiálnej £asovej zloºitosti, ktorý pre kaºdý prípad x problému U vypo£íta
nejaké prípustné rie²enie A(x); A(x) ∈ Sol(x)

absolútna chyba D(x, y) := |m∗(x)−m(x, y)|
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relatívna chyba

EA(x, y) :=
D(x, y)

max{m∗(x),m(x, y)} =





1− m∗(x)
m(x,y) , pre minimaliza£ný problém;

1− m(x,y)
m∗(x) , pre maximaliza£ný problém.

EA(n) = max{EA(x, y)|x ∈ L ∩ (ΣI)n}

aproxima£ný pomer

RA(x, y) := max
{

m(x,A(x))
(m∗(x)

,
(m∗(x)

m(x,A(x))

}
=





m(x,y)
m∗(x) , pre minimaliza£ný problém;

m∗(x)
m(x,y) , pre maximaliza£ný problém.

RA(n) := max{RA(x, y)|x ∈ L ∩ (ΣI)n}

Zrejme

RA(x, y) =
1

1− EA(x, y)

�ím bliº²ie je hodnota RA(x, y) k 1, resp. EA(x, y) k 0, tým kvalitnej²ie rie²e-
nie(bliº²ie k optimálnemu) algoritmus vypo£íta.

Nech U je optimaliza£ný problém a nech A je algoritmus pre U , ktorý je polyno-
miálnej £asovej zloºitosti vzh©adom k d¨ºke vstupnej in²tancie x ∈ L. Ak kvalitu

k-absolútny,
ε-aproxima£ný a
r-aproxima£ný
algoritmus

algoritmu A vyjadrujeme absolútnou chybou, hovoríme o k-absolútnom algoritme,
ak relatívnou chybou, hovoríme o ε-aproxima£nom algoritme a ak kvalitu vyjadru-
jeme aproxima£ným pomerom, hovoríme o r-aproxima£nom algoritme:

Hovoríme, ºe algoritmus A je k-absolútny pre U ak existuje kon²tanta k taká, ºe
DA(x,A(x)) ≤ k pre kaºdé x ∈ L.

Hovoríme, ºe algoritmus A je ε-aproxima£ný pre U ak pre nejaké reálne £íslo
0 ≤ ε ≤ 1 platí EA(x,A(x)) ≤ ε pre kaºdé x ∈ L.

Hovoríme, ºe algoritmus A je r-aproxima£ný pre U ak pre nejaké reálne £íslo r > 1
platí RA(x,A(x)) ≤ r pre kaºdé x ∈ L.

Hovoríme, ºe algoritmus A je f(n)-aproxima£ný pre U ak pre funkciu f : N → R+

a pre kaºdé n ∈ N je RA(n) ≤ f(n).

APXDe�nícia 4.7 APX ozna£uje triedu optimaliza£ných problémov, pre ktoré existuje
polynomiálny r-aproxima£ný algoritmus (pre nejaké r)

Môºme presnos´/ve©kos´ chyby povaºova´ za ¤al²í z parametrov h©adaného algo-
ritmu? Dokáºeme vºdy skon²truova´ aproxima£ný algoritmus s poºadovanou pres-
nos´ou? Uvedomme si, ºe samotný pojem aproxima£ného algoritmu v sebe zah¯¬a
poºiadavku na polynomiálny £as!
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PTASDe�nícia 4.8 Nech U = (I, Sol,m, ciel) je optimaliza£ný problém. Hovoríme, ºe
algoritmus A je polynomiálna aproxima£ná schéma (ozna£ujeme PTAS) pre U, ak
∀(x, ε) ∈ I ×R+ algoritmus A vypo£íta prípustné rie²enie s maximálnou relatívnou
chybou ε, pri£om TimeA(x, ε−1) môºe by´ ohrani£ený funkciou, ktorá je polynomiál-
na od |x|.

FPTAS Ak navy²e TimeA(x, ε−1) môºme ohrani£i´ funkciou, ktorá je polynomiálna od oboch
parametrov |x|, ε−1, tak A je úplná polynomiálna aproxima£ná schéma (ozna£ujeme
FPTAS) pre U.

Je zrejmé, ºe FPTAS je "to najlep²ie", £o pre ´aºké optimaliza£né problémy môºme
dosta´. A teraz uº spomínaná klasi�kácia.

NPO(I) tvoria problémy, pre ktoré existuje FPTAS

NPO(II) tvoria problémy, pre ktoré existuje PTAS

NPO(III) tvoria problémy, pre ktoré existuje δ-aproxima£ný algoritmus pre nejaké
δ > 1, ale neexistuje d-aproxima£ný algoritmus pre d < δ. (teda neexistuje
PTAS)

NPO(IV) tvoria problémy, pre ktoré existuje f(n)-aproxima£ný algoritmus pre
nejakú funkciu f : N→ R, ktorá sa dá zhora ohrani£i´ polylogaritmickou fun-
kciou, ale pre ktoré neexistuje δ-aproxima£ný algoritmus pre ºiadnu kon²tantu
δ ∈ R

NPO(V) tvoria ostatné problémy z NPO

PTAS, resp FPTAS ozna£ujú aj triedu optimaliza£ných problémov, pre ktoré exis-
tuje PTAS, resp. FPTAS. �ahko vidno, ºe

PO ⊆ FPTAS ⊆ PTAS ⊆ APX ⊆ NPO

Ak by P = NP , tak by v²etky tieto triedy boli rovnaké. Naopak, platnos´ P 6= NP
znamená, ºe sú navzájom rôzne. Dá sa totiº ukáza´, ºe

• Knapsack ∈ FPTAS, ale rozhodovacia verzia je NPÚ, takºe Knapsack
/∈ PO

• rozhodovacia verzia LargePacking je NP-úplná v silnom zmysle, takºe exis-
tencia FPTAS by znamenala P=NP.

• LargePacking má PTAS

• Max3Sat patrí do APX, ale nie do PTAS

• existencia polynomiálneho algoritmu s kon²tantným performance ratio pre
TravelingSalesmanProblem by znamenala existenciu polynomiálneho al-
goritmu pre HamiltonianCircuit

4.2.1 Ilustra£né príklady-Absolútna chyba
Absolútnou chybou rozumieme absolútnu hodnotu rozdielu medzi získaným a opti-
málnym rie²ením

D(x, y) = |m(x, y) −m∗(x)|
Príkladov problémov s absolútnou chybou nie je ve©a. Vä£²inou sa jedná o problémy,
kde sa hodnota ú£elovej funkcie pohybuje v malej mnoºine hodnôt.
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farbenie hrán vieme, ºe sa to dá alebo 4 alebo 4+ 1. �o z toho platí pre daný
vstup je NP-´aºké...

farbenie planárnych grafov vieme, ºe planárne grafy sa dajú zafarbi´ 4 farbami,
existuje polynomiálny algoritmus, ktorý pouºije 5 farieb.

Ur£ite neprekvapí, ºe existujú príklady ´aºkých problémov, pre ktoré aproxima£ný
algoritmus s absolútnou chybou neexistuje.

Negatívny výsle-
dokVeta 4.6 Ak P 6= NP, tak pre problém KnapSack(KS) neexistuje aproxima£ný

algoritmus (polynomiálnej zloºitosti) s absolútnou chybou.

Dôkaz: Pri dôkaze postupujeme ²tandardne - ak by sme taký algoritmus A mali,
vedeli by sme pomocou neho vyrie²i´ nejaký NP-úplný problém v polynomiálnom
£ase; resp. NPO-úplný v polynomiálnom £ase presne.

Ako? Nech A je algoritmus, ktorý rie²i problém batohu s absolútnou chybou k.

• najprv prepo£ítame pro�ty : p′i = (k + 1)pi; uvedomme si, ºe pri takto prepo-
£ítaných hodnotách je hodnota kaºdého (prípustného aj optimálneho) rie²enia
násobkom (k + 1)

• vyrie²ime takto modi�kovaný problém algoritmom A, ktorý sa dopustil abso-
lútnej chyby nanajvý² k

• získané rie²enie vlastne identi�kuje optimálne rie²enie pôvodného problému,
pretoºe

|m(x′, y)−m∗(x′)| ≤ k

|(k + 1)m(x, y)− (k + 1)m∗(x)| = (k + 1)|m(x, y)−m∗(x)| ≤ k

|m(x, y)−m∗(x)| ≤ k

k + 1
< 1

Ke¤ºe sa hýbeme v prirodzených £íslach, z |m(x, y) − m∗(x)| < 1 vyplýva, ºe
m(x, y) − m∗(x) = 0, a teda algoritmus vypo£ítal optimálnu hodnotu m∗(x) =
m(x, y). 2

4.2.2 Ilustra£né príklady-Relatívna chyba, aproxima£ný po-
mer

E(x, y) =
|m∗(x)−m(x, y)|

max{m∗(x),m(x, y)} R(x, y) = max
{

m∗(x)
m(x, y)

,
m(x, y)
m∗(x)

}

Príklad 4.1 Uvaºujme KnapSack a greedy metódu, ktorá vyberá prvky pod©a ma-
ximálneho relatívneho pro�tu.

Vieme, ºe ak pripustíme rie²enie v racionálnych £íslach, uvedený greedy prístup ga-
rantuje optimalitu získaného rie²enia (v polynomiálnom £ase). Pri rie²ení v celých
£íslach, resp. 0/1-rie²ení, je v²ak problém ´aºký, a preto greedy algoritmus optima-
litu negarantuje.

kvalita�o vieme poveda´ o kvalite takto získaného rie²enia? Vieme aproxima£ný pomer
ohrani£i´? Uvaºujme takýto vstup:

wi = 1 pre i = 1, . . . , n− 1, wn = kn váhy
pi = 1 pre i = 1, . . . , n− 1, pn = b− 1 pro�ty
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b = kn ve©kos´ batoha

Ke¤ºe pre i = 1, . . . , n − 1 je relatívny pro�t pi/wi = 1 > pn/wn = (b − 1)/b,
dosiahne greedy prístup pro�t mG(x,y) = n− 1. Pritom výber posledného objektu
vedie k optimálnej hodnote m∗(x) = b− 1 = kn− 1

R(x, y) =
m∗(x)

mG(x, y)
=

b− 1
n− 1

=
kn− 1
n− 1

> k

Uvedený príklad poskytuje návod, ako k ©ubovo©ne ve©kej hodnote k ∈ N skon-
²truova´ vstup, pre ktorý algoritmus poskytuje rie²enie s aproxima£ným pomerom
vä£²ím ako k. Preto aproxima£ný pomer greedy algoritmu môºe dosahova´ ©ubovo©ne
ve©ké hodnoty.

Modi�kácia gre-
edy

�ahko vidno, ºe optimalitu pokazil vlastne posledný objekt, ktorého relatívny pro�t
bol niº²í, ako relatívny pro�t ostatných, celkový zisk za jeho umiestnenie do batoha
v²ak prevý²il moºný zisk za umiestnenie v²etkých ostatných objektov sú£asne. Toto
pozorovanie môºme zakomponova´ do greedy rie²enia, £ím získame algoritmus H.

Algoritmus 14 ModifGreedy H
. predpokladáme, ºe w1, . . . , wn ≤ b, pmax = max{pi, 1 ≤ i ≤ n}

1: utrie¤ nerastúco pod©a relatívneho pro�tu p1
w1

≥ · · · ≥ pn
wn

2: greedy algoritmom vypo£ítaj mG(x, y)
3: mH(x, y) ← max{pmax, mG(x, y)}

kvalita �o vieme poveda´ o kvalite, resp. chybe algorimu H? Nech j je index prvého prvku,
ktorý sme nezaradili do greedy rie²enia. Potom pre doteraj²iu váhu W (j) a pro�t
P (j) platí (pre£o?)

W (j) =
∑j−1

i=1 wi ≤ b; b−W (j) < wj

P (j) =
∑j−1

i=1 pi ≤ mG(x, y)

Vieme, ºe hodnota optimálneho racionálneho rie²enia je horným odhadom na cenu
optimálneho celo£íselného rie²enia a ºe vektor optimálneho racionálneho rie²enia by
bol (x1, . . . , xn), kde x1 = · · · = xj−1 = 1 a xj = (b−W (j))

wj
< 1. Príspevok pro�tu

j-teho objektu v optimálnom rie²ení racionálnej verzie by teda bol

xjpj = (b−W (j)) · pj

wj
<

wjpj

wj
= pj

Spojením dostávame:

m∗(x) ≤ mG(x, y) = P (j) + xjpj <P (j) + pj

Analýzu spravíme pod©a toho, ako v algoritme H dopadlo priradenie na riadku 3;
výsledok závisí od vz´ahu P (j) a pmax. Ak je index prvku s maximálnym pro�tom
pmax nanajvý² j−1, algoritmus vráti P (j). V opa£nom prípade vráti pmax, pri£om
pj ≤ pmax. Uvaºujme nasledujúce dva prípady:

pj ≤ P(j)

m∗(x) ≤ P (j) + pj ≤ 2P (j) = 2mG(x) = 2mH(x)

⇒ m∗(x)
mH(x) ≤ 2

pj > P(j)

m∗(x) ≤ P (j) + pj < 2pj ≤ 2pmax = 2mH(x)

⇒ m∗(x)
mH(x) < 2
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Ukázali sme, ºe aproxima£ný pomer algoritmu ModifGreedy je 2; garantujeme teda,
ºe pre kaºdý vstup algoritmus nájde rie²enie, ktorého pro�t je aspo¬ polovi£ný v
porovnaní s optimálnym.

Fakt, ºe pre NP-úplný problém KnapSack existuje polynomiálny aproxima£ný al-
goritmus s aproxima£ným pomerom 2, neznamená, ºe v²etky NP-úplné problémy
sú takto dobre aproximovate©né. Príkladom za rozumných predpokladov neaproxi-
movate©ného problému je TSP 3.

Negatívny výsle-
dok

Veta 4.7 Ak P 6= NP tak pre TSP neexistuje ε-aproxima£ný algoritmus (polyno-
miálnej zloºitosti).

Dôkaz: Budeme postupova´ sporom a ukáºeme, ºe pomocou ε-aproxima£ného al-
goritmu TSPε pre problém obchodného cestujúceho by sme vedeli (presne) vyrie²i´
problém HK v deterministickom polynomiálnom £ase. Základom je redukcia na
problém TSP, ktorý vznikne vhodným dode�novaním váh v úplnom grafe s rovna-
kým po£tom vrcholov:

Algoritmus 15 TSP-HK
1: G je vstup pre problém HK
2: prerobíme G na vstup H pre problém TSP tak, ºe pridáme nenulové ceny pre v²etky

� teda aj neexistujúce � hrany. Pritom ceny hrán budú také, aby nám pomohli identi-
�kova´, £i nájdená Hamiltonovská kruºnica prechádza aj po neexistujúcich4 hranách.

c(i, j) =

8
<
:

1, (i, j) ∈ E;

|V |
1−ε

, (i, j) /∈ E

3: Vyrie²me TSP pomocou algoritmu TSPε s relatívnou chybou ε

Nech m(x, y) je rie²enie získané algoritmom TSP-HK. �o by sme vedeli poveda´
o cene získaného, resp. optimálneho rie²enia pre H, ak vieme, ºe HK v pôvodom
grafe existovala/neexistovala?

v G ∃ HKAk pôvodný graf G obsahoval HK, potom optimálne rie²enie pre H obsahuje len
existujúce hrany, ktoré majú cenu niº²iu ako je |V |

1−ε (cena neexistujúcich hrán).
Preto v tomto prípade m∗(x) = |V |. Ke¤ºe algoritmus TSPε je ε-aproxima£ný,

m(x, y)−m∗(x)
m(x, y)

=
m(x, y)− |V |

m(x, y)
≤ ε, £o po úprave dáva m(x, y) ≤ |V |

1−ε

v G @ HKAk pôvodný graf HK nemá, tak rie²enie vypo£ítané algoritmom TSP-HK obsahuje
aspo¬ jednu neexistujúcu hranu a preto m∗(x) ≥ |V | − 1 + |V |

1−ε > |V |
1−ε . V tejto

situácii teda m(x, y) ≥ m∗(G) > |V |
1−ε

Vidíme, ºe
G obsahuje HK⇐⇒ m(x, y) ≤ |V |

1− ε

Existenciu alebo neexistenciu HK v G teda ur£íme na základe hodnoty m(x, y),
ktorú vypo£ítal algoritmus TSP-HK pre problém obchodného cestujúceho v grafe
H s dopo£ítanými cenami.

2

3TSP=Traveling salesperson problem-problém obchodného cestujúceho
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4.2.3 Ilustra£né príklady-PTAS pre MinPartition
MinPartition Na vstupe máme mnoºinu X prirodzených £ísel {x1, ..., xn}, ktorú chceme rozdeli´

na dve mnoºiny Y1, Y2 tak, aby sme minimalizovali ich rozdiel, resp. jednotlivé
sú£ty.

vstup: X = {x1, ..., xn}, pri£om S =
∑

xi

výstup: rozklad Y = (Y1, Y2) mnoºiny X na disjunktné mnoºiny, ktorý minimalizuje
max{∑xi∈Y1

xi,
∑

xi∈Y2
xi, } Ã min

Triviálnym prípustným rie²ením problému je vráti´ rozklad Y = (∅, X), ktorého
hodnota je m(x, y) = S. Ke¤ºe m∗(x) ≥ S/2, pre aproxima£ný pomer dostávame

m(x, y)
m∗(x)

≤ m(x, y)
(S/2)

≤ S

S/2
= 2

Preto sta£í pre aproxima£ný pomer r uvaºova´ prípad r ≤ 2.

Algoritmus vychádza z predpokladu/pozorovania, ºe vä£²ie £ísla sú pre kvalitu rie-
²enia dôleºitej²ie. Pracuje preto v dvoch fázach - najprv najvä£²ie £ísla spracuje
optimálne, potom zvy²ok dokon£í greedy metódou. Po£et prvkov, ktoré v prvej fá-
ze usporiadame optimálne, ur£íme na základe zadanej/poºadovanej hodnoty r tak,
aby sme dosiahli poºadovanú chybu.

Algoritmus 16 MinPartition
1: utriedime prvky nerastúco pod©a hodnoty x1 ≥ . . . ≥ xn

2: vypo£ítame hodnotu k(r), ktorá ur£uje po£et prvkov spracovávaných presne
////vz´ah pre výpo£et k(r) odvodíme neskôr

3: nájdeme optimálne rie²enie pre vstup x1, . . . , xk(r)

4: for j=k(r)+1 to n do //dorie²ime greedy
5: if Pxi∈Y1

xi ≤
P

xi∈Y2
xi then

6: Y1 := Y1 ∪ {xj}
7: else Y2 := Y2 ∪ {xj}

£as 1 triedenie O(n log n)
3 h©adanie optimálneho rie²enia závisí od po£tu moºností prenásobeného zloºi-
tos´ou kontroly; ak pouºije metódu hrubej sily, je po£et moºností exponen-
ciálny od k(r).
Zloºitos´ O(2k(r) · n) tejto £asti je v prípade, ºe povaºujeme r za kon²tantu,
polynomiálna.

4 pri rozumnej implementácii realizujeme tento cyklus v £ase O(n)

Získali sme algoritmus, ktorý je polynomiálny od ve©kosti pôvodného vstupu (a
exponenciálny od hodnoty k(r)).

kvalita Kvôli jednoduchosti predpokladajme, ºe

x1 ≥ . . . ≥ xn

Nech výsledkom sú mnoºiny Y1, Y2, pri£om

W (Y1) =
∑

xi∈Y1

xi, W (Y2) =
∑

xi∈Y2

xi, W (Y1) ≥ W (Y2)

L =
W (Y1) + W (Y2)

2
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Hodnota L je dolným odhadom na hodnotu optimálneho rie²enia (pre£o?).

h ≤ k Nech h je index posledného prvku, ktorý sme po£as realizácie algoritmu pridali do
Y1. Hodnota h ≤ k hovorí, ºe v Y1 sú len prvky, ktoré sme tam umiestnili v prvej
fáze. To ale znamená, ºe optimálny výsledok sme dostali uº v prvej £asti algoritmu.

Predpokladajme teda, ºe h > k, xh je prvok, ktorý sme do Y1 pridali v druhej fáze.
h ≥ kKe¤ºe xh sme pridali do Y1, tak W (Y1)−xh ≤ W (Y2), resp. W (Y1) ≤ xh +W (Y2).

Pripo£ítaním W (Y1) k obom stranám

2W (Y1) ≤ xh + W (Y2) + W (Y1) = xh + W (X) = xh + 2L

W (Y1) ≤ L +
xh

2
Vieme, ºe ∀j < k(r) je xh ≤ xj , preto 2L = W (Y1) + W (Y2)≥ xh(k(r) + 1)

W (Y1) ≥ L ≥ W (Y2) & m∗(x) ≥ L

W (Y1)
m∗(x)

≤W (Y1)
L

≤L + xh

2

L
= 1 +

xh

2L
≤1 +

xh

xh(k(r) + 1)
= 1 +

1
k(r) + 1

ur£enie k(r)Ak chceme, aby 1 + 1
k(r)+1 ≤ r, musí plati´(pre£o?) 2−r

1−r ≤ k(r). Preto v algoritme
nastavíme

k(r) =
⌈

(2− r)
(r− 1)

⌉

k(r) je kon²tanta závislá od k, ktorá garantuje poºadovaný aproxima£ný pomer

W (Y1)
m∗(x)

≤ r

¦

4.2.4 Ilustra£né príklady-FPTAS pre KnapSack
O probléme KnapSack vieme, ºe greedy metóda dáva optimálne rie²enie v obore raci-
onálnych £ísel a ºe dynamickým programovaním získame pseudopolynomiálny algo-
ritmus na presné rie²enie KS v obore celých £ísel v £ase O(n ·∑n

i=1 ci) = O(n2cmax),
kde cmax = max{c1, . . . , cn}. Ak by sme z pseudopolynomiálneho algoritmu chceli
dosta´ polynomiálny, sta£ilo by vhodne (ako?) zníºi´ hodnotu cmax. Presne tak-
to budeme postupova´. Na²kálujme vstup tak, aby sme nepracovali s hodnotami
exponenciálnymi vzh©adom na ve©kos´ vstupu. Tým stratíme presnos´.

Algoritmus
FPTAS-
KnapSack

Algoritmus 17 FPTAS-KnapSack
1: vypo£ítame hodnotu T ← bcmax(r−1)

rn c //vo©bu T vysvetlíme neskôr
2: na²kálujeme vstup c′i ← b ci

T
c

3: pre na²kálovaný vstup nájdeme presné rie²enie m∗(x′, y′) dynamickým programova-
ním; y′ je mnoºina indexov prvkov, ktoré sú umiestnené do batoha

4: m(x, y′) je cena rie²enia y′ s pôvodnými cenami

kvalitaKeby o pôvodnej cene kaºdého prvku platilo ci = T · c′i, bolo by vypo£ítané rie²enie
y′ s cenou m(x, y′) = T ·m∗ optimálne. To v²ak nie je pravda, preto pri analyzovaní
chyby ∆ = m∗(x)−m(x, y), ktorej sme sa dopustili, musíme zváºi´, ºe pre di ← T ·c′i
platí

di ≤ ci pri£om |ci − di| < T
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Kaºdý prvok zaradený do rie²enia môºe prinies´ chybu max. T , preto

m∗(x)−m(x, y) ≤ n · T
Sú£asne n · cmax ≥ m∗(x) ≥ cmax, £iºe môºme písa´

m∗(x)−m(x, y)
m∗(x)

≤ n · T
cmax

m∗(x)(cmax − n · T ) ≤ cmaxm(x, y)

cmax − n ·T
cmax

≤ m(x,y)
m∗(x)

Ak chceme dosiahnu´ aproxima£ný pomer r, musí plati´
m∗(x)
m(x, y)

≤ r, resp. ekvivalentne m(x,y)
m∗(x)

≥ 1
r

H©adáme teda T tak, aby platilo
1
r
≤cmax − n ·T

cmax

Úpravou dostávame
T ≤ cmax(r− 1)

rn

Vo©bou T ← b cmax(r−1)
rn c na riadku 1 v algoritme 17 teda garantujeme poºadovaný

aproxima£ný pomer r.

£as Pre²kálovanie vstupu priná²a dodato£nú zloºitos´ O(n), preto celková zloºitos´ je
O(n2c′max)(pre£o?). Ke¤ºe T ← b cmax(r−1)

rn c, platí aj T ≥ cmax(r−1)
rn − 1, a preto

cmax ≤ (T + 1)rn
(r − 1)

≤ 2Trn
(r− 1)

n2c′max ≤ n2 · cmax

T
=

n2

T
· cmax ≤n2

T
· 2Trn
(r− 1)

= O

(
n3r

r − 1

)

Celkový £as algoritmu je teda O( n3r
r−1 )

V £ase, ktorý je polynomiálny od vstupu aj r a 1/r máme aproximatívny algoritmus
s aproxima£ným pomerom r ⇒ FPTAS.

¦

Úloha: Vyjadrite relatívnu chybu algoritmu 17 a zloºitos´ vzh©adom na ve©kos´
vstupu a relatívnu chybu.

4.2.5 Ilustra£né príklady-SetCoverProblem a nekon²tantný
aproxima£ný pomer

S výnimkou základného greedy algoritmu na rie²enie 0-1 batohu mali v²etky doteraz
prezentované aproxima£né algoritmy pre ´aºké optimaliza£né problémy aproxima£-
ný pomer ohrani£ený kon²tantou. Patrili teda do triedy APX. Mohlo by sa zda´, ºe
v²etky optimaliza£né problémy patria do tejto triedy. Nie je tomu ale tak. Ukáºeme
príklad problému, kde horný odhad na aproxima£ný pomer je neohrani£ene rastúca
funkcia.

Za£nime de�níciou problému SCP-minimálneho pokrytia mnoºinami
problém SCP
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Vstup (X,F), kde X je kone£ná mnoºina,
F = {F1, . . . , Fm} je systém mnoºín, F ⊆ 2X , taký, ºe⋃

Fi∈F Fi = X

Výstup {Fi1 , . . . , Fik
} také, ºe X =

⋃k
j=1 Fij

, k minimálne moºné

Prirodzeným prístupom je aplikovanie greedy metódy, ke¤ vyberáme mnoºinu�
kandidáta na zaradenie�ako tú, ktorá prinesie maximálny po£et doteraz nepokry-
tých prvkov. Nech

C je mnoºina tých prvkov z F , ktoré uº boli zaradené do pokrytia a teda ur£ujú
mnoºinu uº pokrytých prvkov (C - cover)

U je mnoºina e²te nepokrytých prvkov (U - uncovered)

Algoritmus 18 greedy - SCP
(pri výbere maximalizujeme po£et prvkov z e²te nepokrytej £asti mnoºiny X)
1: C ← ∅ C ⊆ F a na záver C bude rie²enie
2: U ← X U ⊆ X, U = X −SQ∈C Q pre aktuánu hodnotu C a na záver U = ∅
3: while U 6= ∅ do
4: nech S ∈ F je také, ºe |S ∩ U | je maximálne spomedzi S ∈ F
5: U ← U − S; C ← C ∪ {S}
6: return C

Veta 4.8 Algoritmus greedy-SCP je5 Har(max{|S|, S ∈ F})-aproxima£ný algorit-
mus pre SCP.

Dôkaz: Nech v nájdenom rie²ení C = {S1, . . . , Sr} indexy odpovedajú poradiu, v
akom boli jednotlivé mnoºiny algoritmom greedy-SCP pridávané do C, C∗ ozna£uje
optimálne rie²enie. Kaºdému prvku x ∈ X priradíme jeho váhu wC(x) vzh©adom k

de�nícia wC(x)C ako 1/(po£et nových prvkov, ktoré spolu s ním pri²li do C)

wC(x) =
1

|Si − (S1 ∪ . . . ∪ Si−1)| , x ∈ Si −
i−1⋃

j=1

Sj

V²imnime si, ºe sú£et váh prvkov, ktoré sa do C dostali v jednej iterácii, je 1. �ahko
vidno, ºe ak ozna£íme wC(X) =

∑
x∈X wC(x), potom wC(X) =

∑
x∈X wC(x) = |C|.

Dôkaz budeme robi´ v dvoch krokoch. Najprv budeme predpoklada´, ºe

∀S ∈ F :
∑

x∈S

wC(x) ≤ Har(|S|) (4.1)

a za tohto predpokladu ur£íme aproxima£ný pomer greedy algoritmom vypo£ítané-
ho výsledku. Aº potom dokáºeme platnos´ (3.1)

Nech teda ∀S ∈ F :
∑

x∈S wC(x) ≤ Har(|S|). Potom pre ve©kos´ |C| platí

|C| = ∑
x∈X wC(x) ≤ ∑

S∈C∗
∑

x∈S wC(x)

≤ ∑
S∈C∗ Har(|S|)

≤ |C∗|Har(max{|S|})
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A teraz prejdime k dôkazu faktu (4.1). Pre kaºdú mnoºinu S nech covi(S) ozna£uje
dôkaz (4.1)po£et prvkov mnoºiny S, ktoré po i iteráciách ostali nepokryté a treba ich e²te

pokry´.

covi(S) = |S − (S1 ∪ . . . ∪ Si)| ∀i = 1, . . . |C|
�ahko vidno, ºe

cov0(S) = |S| cov|C|(S) = 0 covi(S) ≤ covi−1(S)

Uvedomme si, ºe v i-tej iterácii vyberáme takú mnoºinu Si, ktorá maximalizuje
|Si − (S1 ∪ . . . ∪ Si−1)|

∑

x∈S

wC(x) =
|C|∑

i=1

(covi−1(S)− covi(S)) · 1
|Si − (S1 ∪ . . . ∪ Si−1)|

≤
|C|∑

i=1

(covi−1(S)− covi(S)) · 1
|S − (S1 ∪ . . . ∪ Si−1)|

=
|C|∑

i=1

(covi−1(S)− covi(S)) · 1
covi−1(S)

(Lema 4.9)

≤
|C|∑

i=1

(Har(covi−1(S))−Har(covi(S)))

= Har(cov0(S)−Har(cov|C|(S))) = Har(|S|)−Har(0)
= Har(|S|)

Ukázali sme, ºe algoritmus SCP má aproxima£ný pomer Har(max{|S|}), a je teda

príkladom f(n)-aproxima£ného algoritmu 2

Lema 4.9 Platí Har(b)−Har(a) =
∑b

i=a+1
1
i ≥ (b− a) · 1

b

Dôkaz: Vlastnos´ harmonických £ísel dokáºeme matematickou indukciou. Pre a = b
tvrdenie triviálne platí. Nech tvrdenie platí pre a, b, ukáºeme, ºe platí aj pre a, b+1.

b+1∑

i=a+1

1
i

=
1

b + 1
+

b∑

i=a+1

1
i

IP≥ 1
b + 1

+
b− a

b
=

b + (b + 1)(b− a)
b(b + 1)

pre£o?
≥ b + 1− a

b + 1

2

Dôsledok 4.10 Algoritmus greedy-SCP je polynomiálny ln(|X|)−aproxima£ný al-
goritmus pre SCP.

Dôkaz: Zakódujme vstup tak, aby sme mohli |X||F | povaºova´ za ve©kos´ vstupu
(Ako?). Jedna iterácia kroku 3 trvá O(|X||F |), po£et opakovaní tohto kroku je
zhora ohrani£ený (pre£o?) min{|X|, |F |} ≤ (|X||F |)1/2. Preto je zloºitos´ O(n3/2).

2

5Har(n) = 1 + 1/2 + · · ·+ 1/n



Kapitola 5

Návrh aproxima£ných
algoritmov

5.1 �al²ie príklady
V²imnime si vyuºitie metód kon²trukcie algoritmov pri návrhu aproxima£ných al-
goritmov. Uº sme videli vyuºitie greedy metódy pri probléme SetCover, spolu s
na²kálovaním sme greedy metódu vyuºili na získanie FPTAS pre KnapSack.

MinVCP a greedy Túto metódu môºme pouºi´ aj pri rie²ení problému MinVCP,
kde sa snaºíme pokry´ mnoºinu hrán minimálnym po£tom vrcholov. Videli sme, ºe
pri presnom rie²ení metódou rozde©uj-a-panuj je zloºitos´ exponenciálna. Greedy
metóda poskytne polynomiálny aproxima£ný algoritmus. Idea je jednoduchá - bu-
deme kon²truova´ mnoºinu nezávislých hrán A a do mnoºiny C, ktorá obsahuje
vrcholy z výsledného pokrytia, budeme zara¤ova´ oba konce nezávislých hrán.

Algoritmus 19 greedy - MinVCP
(náhodne vyberieme hranu (u, v), oba konce zaradíme do pokrytia a z grafu odstránime
v²etky hrany, incidentné s u, v)
1: C ← ∅ //C ⊆ V obsahuje vrcholy z pokrytia
2: A ← ∅ //A ⊆ E sú hrany párovania1
3: E′ ← E //E′ ⊆ E je mnoºina e²te nepokrytých hrán
4: while E′ 6= ∅ do
5: náhodne zvo© hranu (u, v) ∈ E′

6: C ← C ∪ {u, v}
7: A ← A ∪ {(u, v)}
8: E′ ← E′-∀ hrany susedné s u, v // E′ ← E′ \ {(x, y)|(x, y) ∈ E′; x ∈ {u, v}}
9: return C

£asPo£et opakovaní while-cyklu je zhora ohrani£ený po£tom hrán, pri rozumnej imple-
mentácii je celkový príspevok while cyklu O(|E|).(Naprogramujte)

kvalitaZ popisu je zrejmé, ºe vypo£ítané rie²enie je prípustným rie²ením. �ahko tieº vidno,
ºe po skon£ení kaºdého while-cyklu v algoritme platí

2|A| = |C|

Ke¤ºe nezávislé hrany nemajú spolo£né vrcholy, treba na ich pokrytie to©ko vrcho-
lov, ko©ko je hrán. Preto dolným odhadom na ve©kos´ pokrytia je maximálny po£et
nezávislých hrán.

73
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Nech m∗(G) ozna£uje cenu optimálneho rie²enia, m(G) cenu rie²enia, ktoré vypo-
£ítal algoritmus 19; m(G) = |C|. Zrejme

m∗(G) ≥ |A| = |C|
2

Ã |C| ≤ 2m∗(G) Ã m(G)
m∗(G)

≤ 2

Jednoduchý greedy prístup s náhodným výberom nezávislých hrán poskytuje apro-
xima£ný algoritmus s garantovaným aproxim£ným pomerom 2. 2

W-MinVCP a LP Zme¬me trochu zadanie. Pridáme vrcholom cenu c : V → R+

a budeme h©ada´ také pokrytie C, ktoré minimalizuje
∑

v∈C c(v). V tejto situácii
vy²²ie popísaná greedy prístup nepomôºe.
Úloha: Nech r > 1. Nájdite taký vstup do Algoritmu 19, aby pomer m(G)

m∗(G) bol
vä£²í ako r.

Pouºitie lineárneho programovania je v tomto prípade efektívnej²ie.

Algoritmus 20 LP-W-MinVCP
1: vyjadríme ako úlohu 0/1-lineárneho programovania
2: zrelaxujeme na LP
3: vyrie²ime zrelaxovanú LP Ã X = (x1, . . . , xn) ∈ (R+)n

4: SX = {vi | xi ≥ 1/2}
5: return SX

kvalita �o vieme poveda´ o kvalite získaného rie²enia? SX je prípustné rie²enie, pretoºe
ohrani£enie xi + xj ≥ 1 pre kaºdú hranu (vi, vj) ∈ E garantuje, ºe aspo¬ jedno z
xi, xj ≥ 1/2 a teda aspo¬ jeden z vrcholov vi, vj zaradíme do pokrytia.

Rie²enie získané relaxáciou 0/1-LP na LP nemôºe by´ hor²ie ako rie²enie pôvodného
0/1-LP, preto m∗

0/1−LP (G) ≥ m∗
LP (G) a následne

cena(SX) =
∑

v∈SX

c(v) =
∑

i:
xi≥1/2

c(vi)
pre£o?
≤

∑
i:

xi≥1/2

2xic(vi) = 2m∗
LP (G) ≤ 2m∗

0/1−LP (G)

2

MaxCut Maximálny hranový rez a lokálne preh©adávanie �al²ou z metód, ktorú sme
spomínali, je lokálne preh©adávanie. Pouºijeme túto metódu na rie²enie problému
maximálneho hranového rezu.

Vstup: G = (V, E)
Výstup: rozklad (V1, V2) taký, ºe V1 ∪ V2 = V, V1 ∩ V2 = ∅
maximalizujeme:po£et hrán rezu: |E ∩ {(u, v) | u ∈ V1, v ∈ V2}|

Pri aplikovaní metódy lokálneho preh©adávania za£neme z nejakého prípustného
rie²enie, ktoré vylep²ujeme prechodom do ¤al²ieho prípustného rie²enia v jeho oko-
lí. Za£neme z triviálneho rie²enie (∅, V ). Okolím rie²enia (X, Y ) je také rie²enie
(X ′, Y ′), ktoré z pôvodného vzniklo presunutím jedného vrchola z jednej mnoºiny
do druhej
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Algoritmus 21 Search-MaxCut
1: S ← ∅ (rez budeme uvaºova´ ako (S, V − S))
2: while ∃v ∈ V taký, ºe presun v z jednej strany na druhú zvý²²i cenu, do
3: realizuj tento presun
4: return (S, V − S)

zloºitos´Zamyslime sa nad zloºitos´ou algoritmu. Rrealizácia jedného opakovania while-
cyklu trvá O(|V |). Po£et opakovaní je zhora ohrani£ený |E| - kaºdé opakovanie
zvý²i hodnotu aspo¬ o 1. Preto O(|V ||E|).

kvalitaNech výstupom Algoritmu Search-MaxCut je (Y1, Y2). Ofarbime hrany modrou (
v rámci jednotlivých Y1, Y2) a £ervenou (medzi Y1 a Y2). Ke¤ºe má kaºdý vrchol
v ∈ Y1 aspo¬ to©ko susedov v Y2 ako v Y1(pre£o?), je modrých hrán nanajvý² to©ko
ako £ervených. Preto je v reze aspo¬ |E|

2 hrán. Ke¤ºe horný odhad na hodnotu
optimálneho rezu je |E|

|E|
2
≤ m(Y1, Y2) ≤ m∗ ≤ |E| ≤ 2m(Y1, Y2)

m∗

m(Y1, Y2)
≤ 2m(Y1, Y2)

m(Y1, Y2)
= 2

�ahko sme ukázali, ºe Algoritmus 21 má aproxima£ný pomer 2. Vieme spravi´ aj
presnej²iu analýzu tohto algoritmu?

Nech (Y1, Y2) je rie²enie získané algoritmom a (X1, X2) optimálne rie²enie.

Ozna£me
V1 = Y1 ∩X1

V2 = Y1 ∩X2

V3 = Y2 ∩X1

V4 = Y2 ∩X2

eij po£et hrán |E ∩ {(x, y) | x ∈ Vi, y ∈ Vj}|

Potom

cena(X1, X2) = e12 + e14 + e23 + e34 cena(Y1, Y2) = e13 + e14 + e23 + e24

Uvaºujme vrchol x ∈ V1 ⊆ Y1. Ke¤ºe (Y1, Y2) je výsledok prezentovaného algo-
ritmu, je po£et hrán medzi x a vrcholmi z V1 ∪ V2 nanajvý² taký, ako medzi x a
vrcholmi z V3 ∪ V4. Preto

2e11 + e12 ≤ e13 + e14

Analogicky pre vrcholy z V2, V3, V4. Preto

2e11 + e12 ≤ e13 + e14

2e22 + e12 ≤ e23 + e24

2e33 + e34 ≤ e23 + e13

2e44 + e34 ≤ e14 + e24

S£ítaním a predelením 2 dostaneme
∑4

i=1 eii + e12 + e34 ≤ e23 + e24 + e13 + e14 // + e14 + e23∑4
i=1 eii + e12 + e34 + e14 + e23 ≤ 2(e23 + e14) + e24 + e13
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cena(X1, X2) = e12 + e34 + e14 + e23 ≤
∑4

i=1 eii + e12 + e34 + e14 + e23

≤ 2e23 + 2e14 + e24 + e13

= 2(e23 + e14 + e24 + e13)− e24 + e13 = 2cena(Y1, Y2)− (e24 + e13)

Ak si uvedomíme, aké úpravy sme robili, dostávame

cena(X1, X2) +
4∑

i=1

eii ≤ 2cena(Y1, Y2)− (e24 + e13)

resp.

cena(X1, X2) ≤ 2cena(Y1, Y2)−
(

4∑

i=1

eii + e24 + e13

)

︸ ︷︷ ︸
≥0

Kvalita získaného rie²enia je teda pre ve©a vstupov ove©a lep²ia.
2

5.2 ∆TSP
V tejto £asti sa budeme venova´ problému obchodného cestujúceho. Vieme, ºe ten-
to problém sa nedá aproximova´ s kon²tantnýn aproxima£ným pomerom (pre£o?).
Ukáºeme, ºe napriek tomu pre ve©kú mnoºinu vstupov algoritmus s kon²tantným
aproxima£ným pomerom existuje. Uvaºujme také vstupy, v ktorých pre ve©kosti

∆TSP hrán platí trojuholníková nerovnos´; v takom prípade hovoríme o probléme ∆TSP.

Základom rozumného aproxima£ného algoritmu je minimálna kostra, ktorú vieme
zostroji´ vpolynomiálnom £ase (ako?). Nech teda T je minimálna kostra v grafe
G. Ak by sme "obi²li" hrany T , dostali by sme uzavretú cestu W , ktorej cena
by bola rovná dvojnásobku ceny T . Ako z tejto uzavretej cesty získame kruºnicu?
Sta£í za£a´ krá£a´ po W a vynecháva´ tie vrcholy, v ktorých sme uº boli. Jedinou
výnimkou je vrchol, v ktorom sme za£ínali a v ¬om aj skon£íme.

Algoritmus 22 ∆TSP
1: nájdi minimálnu kostru T
2: vyber vrchol kostry v a za£ni preh©adávanie do h¨bky, pri ktorom vytváraj postupnos´

H vrcholov tak, ako ich objavuje²
3: return H ′ = H, v

£as Minimálnu kostru zostrojíme v £ase O(|E|), z nej poºadovanú kruºnicu H ′ v £ase
O(n). Algoritmus je teda polynomiálny.

kvalita �o vieme poveda´ o kvalite? Nech H∗ ozna£uje HK s optimálnou cenou
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1. Odobratím hrany z hamiltonovskej kruºnice získame kostru, preto∑
e∈T c(e) = cena(T ) ≤ cena(H∗)

2. cena(W ) = 2cena(T ) ≤ 2cena(H∗)

3. H ′ vznikla z W nahradením cesty hranou; z platnosti trojuholníkovej nerov-
nosti vyplýva, ºe táto hrana je krat²ia ako cesta. Preto

cena(H ′) ≤ cena(W ) ≤ 2cena(H∗)

2

Ako ukazuje nasledujúci príklad, analýza algoritmu sa vylep²i´ nedá.

Príklad 5.1 Uvaºujme úplný graf o n vrcholoch, v ktorom sú v²etky hrany aº na
n − 2 ceny 1, tých n − 2 má cenu 2. Na obrázku sú hrany s cenou 2 vyzna£ené
hrub²ou £iarou

minimálna kostra a kruºnica
vypo£ítaná algoritmom optimálna kruºnica

minimálna kostra má cenu n−1, cena H ′ je 2(n−2)+2 = 2n− 2, pritom optimálna
kruºnica má cenu n + 1

2n− 2
n + 1

−→ 2

¦

Aproxima£ný pomer 2 sme dosiahli preto, ºe sme HK vytvárali z kruºnice, ktorá
bola dvojnásobnej d¨ºky ako minimálna kostra. Skúsme minimálnu kostru T dopl-
ni´ minimálnym po£tom hrán tak, aby bol vzniknutý graf Eulerovský�aby v ¬om
existoval uzavretý ´ah prechádzajúci po kaºdej hrane práve raz. Ke¤ºe:

� graf je Eulerovský práve vtedy ak je kaºdý vrchol párneho stup¬a
� v grafe je po£et vrcholov nepárneho stup¬a párny

získame Eulerovský graf z minimálnej kostry T pridaním úplného párovania medzi
vrcholmi nepárneho stup¬a. Toto je idea Christo�desovho algoritmu.

Algoritmus 23 Christo�des-∆TSP
1: nájdi minimálnu kostru T
2: S = {v ∈ V |degT (v)je nepárny}
3: párovanie M minimálnej ceny na S (hranami v G)
4: G′ = (V, E(T ) ∪M), v ¬om eulerovský ´ah ω
5: hamiltonovská kruºnica H v G vznikne z ω tak, ºe vynechávame vrcholy, ktoré uº boli

nav²tívené (s výnimkou prvého vrchola, do ktorého sa vrátime)
6: return H
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£asZa£nime analýzou £asu.
� minimálnu kostru spravíme v O(|E|)
� minimálne párovanie sa dá spravi´ v O(n2|E|)
� eulerovský ´ah nájdeme v O(n)
� HK vyrobíme v O(n)

kvalita H ozna£uje výstup algoritmu, H∗ je optimálna HK kruºnica, ω je eulerovský ´ah.
Zrejme platí:

cena(H) ≤ cena(ω) = cena(T ) + cena(M)

Ke¤ºe H∗ je HK, vynechaním hrany z nej získame kostru, ktorá nemôºe ma´ lep²iu
cena ako minimálna kostra

cena(T ) ≤ cena(H∗)

Sústredíme sa teda na odhad ceny párovania M . Nech S = {v1, . . . , v2m} sú vrcholy
kostry T nepárneho stup¬a v poradí, v akom sa vyskytujú v optimálnej KH H∗;

H∗ = v1, α1, v2α2, . . . , v2m, α2m, v1

Uvaºujme 2 konkrétne párovania M1,M2, ktoré spolo£ne vytvárajú kruºnicu pre-
chádzajúcu v²etkými vrcholmi z S:

M1 : (v1, v2), (v3, v4), . . . , (v2m−1, v2m)
M2 : (v2, v3), (v4, v5), . . . , (v2m, v1)

Vzh©adom k trojuholníkovej nerovnosti

cena(v1, αi, vi+1) ≥ cena(vi, vi+1)

a preto

cena(H∗) ≥ ∑2m
i=1 cena(vi, vi+1)

= cena(M1) + cena(M2)

Vieme, ºe M1, M2,M sú v²etko úplné párovania(perfect matching), pritom M s
minimálnou cenou, a teda

cena(M) ≤min{cena(M1), cena(M2)} ≤ cena(M1) + cena(M2)
2

≤ cena(H∗)
2

Spojením dostávame

cena(H) ≤ cena(T ) + cena(M) ≤ cena(H∗) +
cena(H∗)

2
=

3
2
cena(H∗)

2

Opä´ existuje príklad vstupu, pri ktorom sa "dosahuje" hranica aproxima£ného
pomeru 3/2.
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5.3 Stabilizácia
Uº vieme, ºe vo v²eobecnosti sa nie v²etky optimaliza£né problémy dajú rozum-
ne aproximova´. Naproti tomu existujú také problémy, ºe pre niektoré rozumné
podmnoºiny ich vstupov vieme rozumnú aproximáciu napriek tomu garantova´. Je
preto prirodzenou snahou h©adanie hranice zvládnute©né ←→ nezvládnute©né.

FPTAS, PTAS - vä£²inou dobré, ale geometrický TSP má PTAS n40·ε−1

log n aproximácia - môºe by´ praktická

NPO(V) - sú vlastne nezvládnute©né. Vieme totiº, ºe ak existuje polynomiálny
f(n)−aproxima£ný algoritmus, tak za rozumných predpokladov (napr. P 6=
NP ) f(n)) nie je ohrani£ená polylogaritmickou funkciou. Napríklad problém
TSP

Budeme pozítivnia zameriame sa na h©adanie toho, kde je to zvládnute©né. Majme
optimaliza£ný problém s dvoma rôznymi mnoºinami vstupov I1 a I2, I1 ( I2.
Navy²e,

• pre I1 existuje polynomiálny ∆-aproxima£ný algoritmus A, ∆ > 1

• pre I2 neexistuje ºiaden polynomiálny γ− aproxima£ný algoritmus, γ > 1 (ak
P 6= NP ).

Je situácia naozaj tak zlá, ºe algoritmus A moºno rozumne pouºi´ len pre vstupy
z I1? Nedokáºeme pouºitím algoritmu A na inej mnoºine vstupov garantova´ pre
tieto vstupy ºiaden aproxima£ný pomer?

Nasledujúce pojmy sú snahou o zachytenie vlastností, ktoré v niektorých prípadoch
pomôºu túto otázku zodpoveda´. Snaºíme sa zachyti´ vlastnos´ vstupu, ktorá ne-
jakým spôsobom ur£uje/garantuje aproxima£ný pomer aj v prípade, ºe "dobrý"
aproxima£ný algoritmus nebol pouºitý na "ideálnych" vstupoch.

Zade�nujme vzdialenos´ d pre x ∈ I2−I1. Ideálne by bolo, keby bol algoritmus taký,
ºe dokáºeme vyjadri´ jeho kvalitu v závislosti od vzdialenosti príslu²ného vstupu od
"dobrých" vstupov. Chceli by sme, aby ∀k > 0, ∀x : d(x)≤k A vypo£ítal γ(k, ∆)−
aproximáciu m∗(x). Ak to pre algoritmus A bude pravda povieme, ºe algoritmus
A je stabilný vzh©adom k d.

vzdialenos´, sta-
bilita, kvázista-
bilita

De�nícia 5.1 U = (I, Sol, m, ciel), U ′ = (I ′, Sol, m, ciel), I ( I ′ Hovoríme, ºe
vzdialenos´ pre U′ vzh©adom k I je funkcia hI′ : I ′ → R≥0

• hI′(x) = 0 ∀x ∈ I

• hI′(x) je vypo£itate©ná v polynomiálnom £ase
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Nech h je vzdialenos´ pre U ′ vzh©adom k I. Potom

Ballr,h(I) = {w ∈ I ′ | h(w) ≤ r}

Nech A je ε−aproxima£ný algoritmus, p ∈ R>0. Hovoríme, ºe algoritmus A je

p-stabilný pod©a h ak ∀0 < r ≤ p existuje kon²tanta δr,ε ∈ R>0 tak, ºe A je
δr,ε − aproxima£ný pre Ur = (Ballr,h(I), Sol,m, ciel)

je stabilný pod©a h ak je p-stabilný pod©a h ∀p ∈ R+

je nestabilný pod©a h ak neexistuje p ∈ R>0, aby bol p-stabilný pod©a h

(r, fr(n))− kvázistabilný pod©a h ak existujú r ∈ Z+, fr : N → R>1 tak, ºe A
je fr(n)−aproxima£ný pre Ur = (Ballr,h(I), Sol, m, ciel)

Vieme, ºe ∆TSP je "dobrým" prípadom v²eobecného problému TSP. Budeme sa
snaºi´ vyuºi´ rozumný algoritmus pre tento dobrý prípad aj na vstupoch, ktoré
nie sú "dobré"; konkrétne si budeme v²íma´ jeho kvalitu, ke¤ ho aplikujeme na
vstupy v nejakej vzdialenosti od dobrého prípadu. Za£neme de�novaním viacerých
vzdialeností. V²ímame si pritom pomer d¨ºky jednej hrany k d¨ºke cesty, ktorá spája
príslu²né koncové vrcholy, ke¤ táto cesta má alebo nemá obmedzenie na po£et hrán.
Toto je dôleºité v prípade, ke¤ vstupy nesp¨¬ajú trojuholníkovú nerovnos´.

Nech I− ozna£uje v²etky grafy , I∆− iba grafy s trojuholníkovou nerovnos´ou.

dist(G, c) umoº¬uje odhadnú´ zhor²enie v prípade, ke¤ nahradíme hranou cestu,
ktorá je tvorená dvomi hranami

dist(G, c)=max
{

0, max
{

c(u,v)
c(u,p)+c(p,v) − 1|u, v, p ∈ V (G), p 6= u 6= v 6= p

}}

distk(G, c) umoº¬uje odhadnú´ zhor²enie v prípade, ke¤ nahradíme hranou cestu,
ktorá je tvorená nanajvý² k hranami

distk(G, c)=max
{

0, max
{

c(u,v)Pm
i=1 c(pi,pi+1)

− 1 | u = p1, p2, . . . , pm = v;m− 1 ≤ k
}}

distance(G, c) umoº¬uje odhadnú´ zhor²enie v prípade, ke¤ nahradíme hranou
cestu ©ubovo©nej d¨ºky
distance(G, c) = max{distk(G, c) | 2 ≤ k ≤ |V (G)| − 1}

V ¤al²om bude Ballr,dist(I∆) ozna£ova´ mnoºinu tých grafov, v ktorých ∀u 6= v
platí c(u, v) ≤ (1 + r)(c(u, p) + c(p, v)).

Fakt 5.1 Ak distk(G, c) ≤ r potom kaºdé priame spojenie medzi u, v je nanajvý²
(r + 1)krát cena ©ubovo©nej cesty medzi u, v, ktorá obsahuje maximálne k hrán.

Analogicky k pojmu stabilného algoritmu môºme de�nova´ pojem stabilnej, resp.
super-stabilnej schémy.

De�nícia 5.2 U = (I, Sol,m, ciel), U ′ = (I ′, Sol, m, ciel), I ( I ′. Nech h je
vzdialenos´ pre U′ vzh©adom k I, a nech A = {Aε}ε>0 je PTAS pre U.

Uvaºujme roz²írenie U na Ur = (Ballr,h(I), Sol, m, ciel). Ak ∀r > 0, ε > 0 Aε je
δr,ε-aproxima£ný pre Ur, tak PTAS A je stabilná pod©a h.

Ak δr,ε ≤ f(ε) · g(r), kde
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• f, g : R≥0 → R>0

• limε→∞ f(ε) = 0

Potom PTAS A je superstabilná pod©a h.

Ako vyplýva z nasledujúceho faktu, h super-stabilná PTAS poskytuje PTAS na
vä£²ej mnoºine vstupov, ktorá je de�novaná pomocou vzdialenosti h.

Fakt 5.2 Ak A je superstabilná PTAS pre problém (I, Sol, m, ciel), tak A je PTAS
pre (Ballr,h(I), Sol, m, ciel)

Úloha: Dokáºte Fakt 5.2.

stabilita Chris-
to�desa

Vrá´me sa k Christo�desovmu algoritmu a skúmajme, £i je alebo nie je stabilným
vzh©adom na nejakú mieru vzdialenosti. Za£nime vzdialenos´ou distance.

Christo�des a
distance

Lema 5.3 Christo�des je stabilný vzh©adom k distance

Dôkaz: Majme vstup I = (G, c) ∈ Ballr,distance(I), r ∈ R>0. Pri realizácii
algoritmu postupne vytvárame

• minimálnu kostru T , perfect matching minimálnej ceny M (pre potreby ana-
lýzy uvaºujeme konkrétne matchingy M1,M2)

• Eulerovskú cestu ω = v1, α1, v2, α2, . . . , vn, αn, v1 v grafe T ∪M

• HK H = v1, v2, . . . , vn, vn+1 = v1, ktorá vznikla z ω postupným vynechávaním
uº nav²tívených vrcholov

Ke¤ºe vstupy sú z Ballr,distance(I), platí

cena(vi, vi+1) ≤ (1 + r)cena(vi, αi, vi+1)

a potom dosadením
cena(H) ≤ (1 + r) · cena(ω)

cena(ω) = cena(T ) + cena(M)

cena(ω) = cena(T ) + cena(M) < cena(H∗) + (r + 1)cena(H∗) = (r + 2)cena(H∗)

cena(H) ≤ (1 + r)cena(ω) < (1 + r)(2 + r)cena(H∗)

2

Dôsledok 5.4 ∀r > 0 je Christo�des (1 + r)(2 + r)− aproxima£ný algoritmus po-
lynomiálnej zloºitosti pre (Ballr,distance(I∆), Sol, cena,min)

Ke¤ budeme uvaºova´ zúºenie mnoºiny vstupov vzdialenos´ou dist, dostaneme iný
výsledok; analýza ukazuje, ºe Christo�desov algoritmus je vtedy kvázistabilný.

Christo�des a
dist

Lema 5.5 ∀r ∈ R>0 je Christo�des (r,O(nlog2(1+r)2))−kvázistabilný pre dist



82 KAPITOLA 5. NÁVRH APROXIMA�NÝCH ALGORITMOV

Dôkaz: Majme vstup I = (G, c) ∈ Ballr,dist(I∆), T, M, ω, H sú minimálna kos-
tra, minimálny perefect matching, eulerovská cesta a HK pod©a Christo�desovho
algoritmu.

v, α, u −→ (v, u)V²imnime si, £o vzh©adom k de�novanej vzdialenosti 2 dist môºme poveda´ o cenách
jednotlivých £astí po nahradení cesty v, α, u hranou (v, u).

1. pre kaºdú trojicu vrcholov p, s, t ∈ V (G) platí c(p, t) ≤ (r + 1)c(p, s, t)

2. nech cesta P (u, α, v) mala pôvodne m hrán
- skrátenie3 m → dm/2e priná²a multiplikatívny nárast ×(r + 1)
- po log2 m skracovaniach máme cestu d¨ºky 1
- výsledkom skracovania cesty u, α, v je teda hrana (u, v) o cene ktorej
platí cena(u, v) = c(u, v) ≤ (1 + r)dlog2 me · cena(u, α, v)

3. vzh©adom k (1) pre vz´ahy d¨ºok cena(H∗), cena(M) a cena(H), cena(ω) platí

cena(H) ≤ (1 + r)dlog2 ne · cena(ω)

cena(M)≤1
2
(1 + r)dlog2 ne · cena(H∗)

Spojením dostávame:
cena(H) ≤ (1 + r)dlog2 necena(ω) = (1 + r)dlog2 ne(cena(T ) + cena(M))

≤ (1 + r)dlog2 ne[cena(H∗) + 1
2 (1 + r)dlog2 necena(H∗)]

= (1 + r)dlog2 ne (
1 + 1

2 (r + 1)log2 n
)
cena(Hopt)

= O
(
nlog2(1+r)2 · cena(H∗)

)

2

Na obrázku je príklad grafu-vstupu do Christo�desovho algoritmu. Hrubou(£iernou)
£iarou je nazna£ené optimálne rie²enie, zatia© £o strednou(£ervenou) farbou je zvý-
raznené rie²enie vypo£ítané Christo�desovým algoritmom.

Pre aproxima£ný pomer platí:
cena(D)

cena(Hopt)
=

n + n(1 + r)log n

2 + 2(1 + r)(n− 2)
≥ n(1 + r)log n

2 + 2(1 + r)(n− 2)

≥ n(1 + r)log n

2(1 + r)n
=

nlog2(1+r)

2(1 + r)

2dist(G, c) = max
n
0, max

n
c(u,v)

c(u,p)+c(p,v)
− 1|u, v, p ∈ V (G), p 6= u 6= v 6= p

oo

3skrátením rozumieme nahradenie cesty p, s, t hranou pt postupne pre v²etky trojice na ceste
u, α, v
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Dokázali sme tak nasledujúcu lemu.

Lema 5.6 ∀r ∈ R+, ak Christo�des je (r, fr(n))− kvázistabilný pre dist, tak

fr(n) ≥ nlog2(1+r)

2(1 + r)

Môºme úpravou dosta´ stabilitu pre dist? Zamyslime sa, £o spôsobilo, ºe
Christo�desov algoritmus nie je stabilný vzh©adom k dist. Bolo to preto, ºe pri
vytváraní kruºnice H z eulerovskej cesty ω sme nahrádzali hranou vzh©adom na
po£et hrán potenciálne dlhé cesty. Ak by sa nám podarilo vytvori´ takú cestu,
z ktorej by k redukcii na HK sta£ilo odstra¬ova´ cesty vzh©adom na po£et hrán
dokázate©ne krátke, mohlo by to pomôc´.

Algoritmus Sekanina zabezpe£il odstra¬ovanie dlhých ciest z eulerovského ´ahu.
Postupne vysvetlíme ideu algoritmu a tieº dôkaz jeho korektnosti:

1. Ku kaºdému stromu T = (V, E) môºme vytvori´ graf T k, ktorý vznikne do-
plnením hrán, spájajúcich�po hranách T� vrcholy vo vzdialenosti k. Ukáºeme,
ºe k minimálnej kostre T zostrojený graf T 3 = (V, {(x, y)| ∃ cesta x, P, y d¨ºky max.3})
obsahuje HK. V tomto bode pod d¨ºkou cesty myslíme po£et hrán.

2. Odhadneme d¨ºku cesty PH(U) = u1, Pu1,u2 , u2, . . . , un, Pun.u1 v T vzh©adom
k HK (u1, u2, . . . , un) v T 3. Pozor, teraz uºuvaºujeme váhované/ocenené d¨ºky
hrán.

3. Ukáºeme, ºe sa to dá spravi´ tak, ºe kaºdá hrana z T sa v P (H) objaví dvakrát.

PT (U)De�nícia 5.3 Nech T je strom, ∀(u, v) ∈ E(T ) nech Pu,v je jediná cesta v strome
T medzi vrcholmi u, v. Nech U = u1, . . . , um je jednoduchá cesta v T k. Potom
U -cesta v T je

PT (U) = u1, Pu1,u2 , u2, . . . , Pum−1,um , um

A teraz uº k©ú£ová lema pre algoritmus Sekanina.

Lema 5.7 T, n ≥ 3, (p, q) ∈ E(T ) Potom T 3 obsahuje Hamiltonovskú cestu U :
p=v1, v2, . . . , vn=q takú, ºe kaºdá hrana z E(T ) sa v PT (H) vyskytuje presne dva-
krát, pri£om H = U, p je HK v T 3

Dôkaz: (Ná£rt)Spravíme indukciu vzh©adom na po£et vrcholov v T . (Bázu indukcie
ako cvi£enie)
Vezmime hranu (p, q) ∈ E(T ) a odstrá¬me ju zo stro-
mu T . Dostaneme dva podstromy Tp, Tq s kore¬om
v p, resp. q; T = Tp ∪ Tq ∪ (p, q).

Nech p′ je sused p v Tp, ak existuje. Analogicky q′.

Skon²truujeme hamiltonovské cesty Up v T 3
p a Uq v

T 3
q . Pri kon²trukcii rozli²ujeme 3 prípady.

1. Ak |V (Tp)| = 1, potom Up = p = p′

2. Ak |V (Tp)| = 2, potom Up = (p, p′)

3. Ak 3 ≤ |V (Tp)| ≤ n − 1, potom vyuºije IP. Nech Up je hamiltonovská cesta
z p do p′ v T 3

p . Pritom P (Up, p) obsahuje kaºdú hranu z E(Tp) práve trikrát.
Analogicky Uq, P (Uq, q).
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Ke¤ºe p′, p, q, q′ je cesta v T , hrana (p′, q′) ∈ E(T 3). Preto Up, q
′, UR

q je hamilto-
novská cesta v T 3 a H = Up, q

′, UR
q , p je hamiltonovská kruºnica v T 3.

Ostáva ukáza´, ºe kaºdá hrana z T je v H práve dvakrát.
Opä´ IP. Up, p obsahuje kaºdú hranu z E(Tp) práve 2krát, preto Up obsahuje kaºdú
hranu z E(Tp \ (p, p′)) dvakrát a hranu (p, p′) práve raz. Analogicky pre hrany cesty
Uq. Spolu teda máme:

↪→ aº na hrany (p, p′), (q, q′), (p, q) sú v²etky hrany práve 2krát

↪→ hrany (p, p′) a (q, q′) máme raz

↪→ hrana (p, q) sa v Up ∪ Uq nevyskytuje

↪→ Prepojenie hamiltonovských ciest Up a UR
q do kruºnice priná²a v T existu-

júcu hranu (p, q) a v T neexistujúcu hranu (p′, q′), ktorá reprezentuje v T
jedinú cestu medzi vrcholmi p′ a q′: p′ Ã p Ã q Ã q′. To prinieslo hrany
(p′, p), (p, q), (q, q′).

2

Algoritmus 24 Sekanina
vstup: G = (V,E), c : E → N+

1: kon²trukcia minimálnej kostry T
2: kon²trukcia T 3

3: HK v T 3 taká, ºe PT (H) obsahuje kaºdú hranu z E(T ) dvakrát
4: return(H)

Veta 5.8 Algoritmus Sekanina je 2-aproxima£ný pre ∆TSP

korektnos´ Dôkaz: Korektnos´ algoritmu vyplýva z predchádzajúcich úvah a tvrdení.

£as Kon²trukcia minimálnej kostry T a následne aj grafu T 3 sa realizuje v £ase O(n2) (na-
programujte). Kon²trukcia H je pod©a lemy 5.7 v £ase O(n)

cena
1. T je minimálna kostra, preto cena(T ) ≤ cena(H∗)

2. H vznikla ako skracovanie cesty PT (H), v ktorej sa kaºdá hrana z T objavuje
dvakrát. Preto

cena(PT (H)) = 2cena(T ) ≤ 2cena(H∗)

3. H vzniklo nahrádzaním uiPiui+1 hranou uiui+1. Ke¤ºe platí trojuholníková
nerovnos´,

cena(H) ≤ cena(PT (H))

Spojením dostávame

cena(H) ≤ cena(PT (H)) ≤ 2cena(H∗)

2

Ozna£me ∆TSPr = (Ballr,dist(L∆), Sol, cena, min). �ahko sa ukáºe, ºe algorit-
mus 24 je 2(1 + r)2−aproxima£ný pre ∆TSPr, a teda stabilný vzh©adom k dist.
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stabilita pre dist Veta 5.9 Algoritmus 24 je pre ∆TSPr, r ∈ R+, 2(1 + r)2−aproxima£ný

Dôkaz: Majme vstup I = (G, c) ∈ ∆TSPr. Ke¤ºe (G, c) ∈ Ballr,dist(L∆), tak

c(v1, v4) ≤ (1 + r)2 · cena(v1, v2, v3, v4)
c(u1, u3) ≤ (1 + r) · cena(u1, u2, u3)

Nahrádzame cestu uiPiui+1 hranou, preto

cena(H) ≤ (1 + r)2cena(PT (H)) ≤ 2(1 + r)2cena(H∗)

2

Dôsledok 5.10 Algoritmus Sekanina je stabilný pre dist.

zosilnená troju-
holníková nerov-
nos´

De�nícia 5.4 Nech (G, c) je vstup do TSP , 1 > p ≥ 1/2. Hovoríme, ºe (G, c)
sp¨¬a podmienku p-zosilnenej trojuholníkovej nerovnosti (str(p)), ak

∀u, v, w c(u, v) ≤ p · [c(u,w) + c(w, v)]

Uvedomme si, ºe ak p = 1/2 tak v²etky hrany, a teda aj v²etky HK sú rovnako
dlhé. Na²ou snahou je ukáza´, ºe algoritmus Christo�des je stabilný pre vstupy, na
ktorých platí str(p).

Ozna£me teda
� ∆TSPp−1 = (Istr(p), Sol, cena, min) verziu TSP na vstupoch, kde platí str(p)
� cmin(G) = min{c(e) | e ∈ E}
� cmax(G) = max{c(e) | e ∈ E}

Lema 5.11 Nech 1/2 ≤ p < 1 a (G, c) ∈ ∆TSPp−1. Potom

1. ∀ susediace e1, e2 cena(e1) ≤ p
1−pcena(e2)

2. cmax(G) ≤ 2p2

1−p · cmin(G)

Dôkaz:
1.K dôkazu prvej £asti lemy uvaºujme aj dodato£nú(moºno neexistujúcu) hranu e.

Ke¤ºe platí zosilnená trojuholníková nerovnos´, môºme písa´:
c(e1) ≤ p[c(e2) + c(e)] ≤ p[c(e2) + p(c(e1) + c(e2))]

= pc(e2) + p2c(e1) + p2c(e2)
c(e1)(1− p2) ≤ c(e2)(p + p2)

c(e1) ≤ c(e2)
p(1+p)

(1−p)(1−p) = c(e2) p
1−p

2.Nech (a, b), (c, d) sú tie hrany, pre ktoré c(a, b) = cmin(G), c(c, d) = cmax(G). Roz-
lí²ime dva prípady pod©a toho, £i hrany (a, b), (c, d) majú spolo£ný bod alebo nie:

• ak spolo£ný bod majú, tak

cmax(G)
lema(1)

≤ p

1− p
cmin(G)

1/2≤p<1

≤ 2p2

1− p
cmin(G)
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• ak spolo£ný bod nemajú, tak vyuºitím uº dokázanej £asti 1.

c(a, c) ≤ p
1−pc(a, b) = p

1−pcmin(G)
c(a, d) ≤ p

1−pc(a, b) = p
1−pcmin(G)

c(c, d) ≤ p ((c(a, c) + c(a, d))) ≤ p · 2 · p
1−pcmin(G)

2

Dôsledok 5.12 Kaºdá HK H v ∆TSPp−1 sp¨¬a

cena(H)
optTSP (G, c)

≤ 2p2

1− p

Veta 5.13 ∀1/2 ≤ p < 1 je Christo�desov algoritmus
(
1 + 2p−1

3p2−2p+1

)
−aproxima£ný

pre ∆TSPp−1

Dôkaz: Pri kon²trukcii HK H algoritmom Christo�des moºno identi�kova´ dve
skracovania

• jedno skracovanie je pri extrakcii HK H z eulerovského ´ahu ω

• uvedomme si, ºe aj párovanie M moºno chápa´ ako skracovanie HK
Ak má M málo hrán, ²etríme pri párovaní, ak je |M | ve©ká, ²etríme pri skracovaní
eulerovského ´ahu. Po¤me odhadnú´, ko©ko. Zopakujme si ozna£enia z Christo�-
desovho algoritmu.

H výstup CHA pri vstupe (G, c) ∈ ∆TSPp−1

ω Eulerovský ´ah
H∗ optimálne rie²enie
T minimálna kostra
v1, v2, . . . , vk, k = 2m vrcholy nepárneho stup¬a v T

s indexami v takom poradí ako sa vyskytujú v H∗

M1 v1v2, v3v4, . . .
M2 v2v3, v4v5, . . .

cena(H∗) ≥ cena(M1) + cena(M2) + (n− k)(1− p)2cmin(G)

cena(M) ≤ 1
2 (cena(M1) + cena(M2))

≤ 1
2cena(H∗)− (n− k)(1− p)cmin(G)

cena(T ) ≤ cena(H∗)− cmin(G) ≤
≤ cena(H∗)− (1− p) · 2 · cmin(G) //2(1− p) ≥ 1

cena(ω) = cena(T ) + cena(M)
≤ cena(H∗)− 2(1− p)cmin(G) + 1

2cena(H∗)− (n− k)(1− p)cmin(G)
= 3

2cena(H∗)− (1− p)cmin(G)(2 + n− k)

cena(H) ≤ cena(ω)− (
k
2 − 1

)
(1− p) · 2cmin(G) //ω má n− 1 + k/2 hrán

≤ 3
2cena(H∗)− (1− p)cmin(G)(2 + n− k)− (1− p) · 2cmin(G)

(
k
2 − 1

)

= 3
2cena(H∗)− (1− p)cmin(G)[2 + n− k + k − 2]

= 3
2cena(H∗)− (1− p)cmin(G) · n //cmax ≤ 2p2

1−pcmin(G)

≤ 3
2cena(H∗)− (1−p)2

2p2 cmax(G) · n
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Nech Γ = {γ ≥ 1 | cena(H) ≤ γ · cena(H∗) ≤ n · cmax}
∀γ ∈ Γ: cena(H) ≤ 3

2cena(H∗)− (1−p)2

2p2 · γ · cena(H∗) =
(

3
2 − γ · (1−p)2

2p2

)
cena(H∗)

cena(H) ≤ min{min{γ, 3
2 − γ · (1−p)2

2p2 } | γ ∈ Γ}cena(H∗)
Minimalizáciou dostaneme

γ =
3p2

3p2 − 2p + 1
= 1 +

2p− 1
3p2 − 2p + 1

= 1 + δ(p)

2



88 KAPITOLA 5. NÁVRH APROXIMA�NÝCH ALGORITMOV

5.4 dual-PTAS pre minimum MakeSpan
Niekedy sú podmienky kladené na výstup príli² komplikované, resp. nie celkom ²pe-
ci�kované,.. Vtedy má zmysel uvaºova´ také "rie²enia"/takmer-rie²enia/... ´aºkých
problémov, ktoré majú síce dobrú kvalitu, ale nie sú prípustným rie²ením. Tieto
kvalitné takmer-rie²enia sa niekedy dajú vyuºi´ na nájdenie rozumného prípustného
rie²enia.

Analogicky ako sme uvaºovali o vzdialenosti vstupu od "dobrých" vstupov, môºme
uvaºova´ o vzdialenosti "rie²enia" od mnoºiny prípustných rie²ení. Dostávame satak
k pojmu h-dual-ε-aproxima£ného algoritmu.

Solεh(x) Nech h je funkcia, ktorá priradí potenciálnemu rie²eniu ỹ jeho vzdialenos´ od mno-
ºiny prípustných rie²ení, pri£om:

- h(x, ỹ) = 0 pre kaºdé S ∈ Sol(x) // hovoríme o vzdialenosti ỹ a Sol(x)

- h(x, ỹ) > 0 pre S /∈ Sol(x)
- h(x, ỹ) vypo£itate©ná v polynomiálnom £ase

Ozna£me Solεh(x) = {ỹ | h(x, ỹ) ≤ ε}

h-dual-ε-
aproxima£ný
algoritmus

De�nícia 5.5 Majme vzdialenos´4 h. Hovoríme, ºe algoritmus A je h-dual-ε apro-
xima£ný algoritmus pre problém U , ak

- A(x) ∈ Solεh(x)
- cena(A(x)) je nie je hor²ia ako cena optimálneho rie²enia; presnej²ie

cena(A(x))
{ ≥ optU (x) pre maximaliza£ný problém
≤ optU (x), pre minimaliza£ný problém.

Analogicky h-dual-PTAS, h-dual-FPTAS. Napí²te de�nície.

BinP Príklad 5.2 Uvaºujme nasledujúcu verziu problému BinPacking, ke¤ chceme umiest-
ni´ objekty do minimálneho po£tu ko²ov jednotkovej ceny.

vstup: (r1, . . . , rn); ri sú racionálne £ísla z (0, 1)
výstup: S = {Yi ∈ {0, 1}n | ∑n

i=i Yiri ≤ 1,
∑

Yi = (1, . . . , 1)}
cie©: minimalizácia |S|

Ukáºeme, ako algoritmus, ktorý pre ²peciálne vstupy dáva v polynomiálnom £ase
presné rie²enie, môºme vyuºi´ na kon²trukciu h-duálnej schémy pre v²eobecné rie-
²enie a tú následne pre zostrojenie PTAS pre jednu z verzií problému rozvrhovania.
Pri kon²trukcii vysvetlíme aj princíp duálnej úlohy.

MS Uvaºujme takú verziu problému rozvrhovania, ke¤ máme n úloh s rôznym £asom
spracovania pi vyrie²i´ pomocou m po£íta£ov tak, aby sme minimalizovali celkový
£as. Inými slovami chceme n úloh (resp. ich indexov) rozdeli´ na m podmnoºín
S1, . . . .Sm tak, aby sme minimalizovali (maximálny) £as potrebný na spracovanie
úloh v jednotlivých podmnoºinách:

vstup: I = (p1, . . . , pn,m), m ≥ 2, n ∈ N− {0}
výstup: S = {S1, . . . , Sm | Si ⊆ {1, . . . , n}, ⋃k Sk = {1, . . . , n}, Si ∩ Sj = ∅}

cena: cena(S) = cena(S1, . . . , Sm) := max
Si





∑

j∈Si

pj





cie©: minimalizácia cena(S)
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V akom zmysle sú oba problémy duálne? Ak vieme vypo£íta´ úlohy s trvaním
BinP↔ MS p1, . . . , pn na m po£íta£och v £ase d, tak vieme objekty o váhe p1, . . . , pn umiestni´

do m ko²ov ve©kosti d a naopak. Ke¤ºe v na²om zadaní sú ko²e ve©kosti 1, musíme
ve©kosti objektov patri£ne zmen²i´.

opt-BinP (p1
d , . . . , pn

d ) ≤ m ⇔ opt-MS(p1, . . . , pn,m) ≤ d

5.4.1 h-dual PTAS pre BinP
A teraz k rie²eniu BinP. h-PTAS budeme kon²truova´ v troch krokoch:

1. navrhneme algoritmus, ktorý dynamickým programovaním presne rie²i prob-
lém na takých vstupoch, v ktorých sa vyskytuje kon²tantne ve©a rôznych hod-
nôt ; problém ozna£íme BinPs, algoritmus ABinPs

2. pre zadanú kon²tantu ε vyrie²ime pomocou ABinPs
problém na mnoºine ta-

kých vstupov, kde pi ≥ ε; algoritmus nazveme ABinPε
.

3. napokon vyuºijeme ABinPε na kon²trukciu h-duálnej PTAS pre v²eobecný
BinP.

presné rie²enie
BinPs

1. Ak sa vo vstupe nachádza s rôznych hodnôt, môºme vstup vyjadri´ aj takto:
I = (q1, . . . , qs; n1, . . . , ns), kde qi je hodnota a ni po£et prvkov na vstupe s hodno-
tou qi; 0 < qi ≤ 1 a

∑
ni = n.

Pre �xované hodnoty q1, . . . , qs ozna£íme BinPs(m1, . . . ,ms), 0 ≤ mi ≤ ni, hodno-
tu optimálneho rie²enia pre BinPs(q1, . . . , qs,m1, . . . ,ms). Prirodzeným rozsahom
problému je m =

∑
i mi.

Rie²enie pozostáva z prvkov umiestnených do jednotlivých ko²ov; jedného a zvy²-
ných. Na optimálne rie²enie sa teda moºno pozrie´ ako na správne naplnenie prvého
ko²a a optimálne dorie²enie pre zmen²ený rozsah problému. Prirodzené je preto
dynamické programovanie, ktoré správne naplnenie prvého ko²a rie²i zvaºovaním
v²etkých potenciálnych moºností:

Algoritmus 25 ABinPs - dynamické programovanie pre BinPs

//toto je len vysvetlenie princípu , nie algoritmus samotný
1: BinPs(0, . . . , 0) = 0

2: BinPs(x1, . . . , xs) = 1 ∀(x1, . . . , xs) ∈ {0, . . . , n1} × . . . × {0, . . . , ns} také, ºePs
i=1 xiqi ≤ 1,

Ps
i=1 xi ≥ 1

//vyberáme prvky, ktoré sa zmestia do jedného ko²a

3: BinPs(m1, . . . , ms) =

1 + min
(x1,...,xs)∈{0,...,n1}×...×{0,...,ns}

{BinPs(m1 − x1, . . . , ms − xs) |
sX

i=1

xiqi ≤ 1

Úloha: Upravte algoritmus ABinPstak, aby vypísal aj obsahy jednotlivých ko²ov
optimálneho rie²enia.

£as ABinPsPo£ítame ∆ = n1× . . .×ns hodnôt BinPs(m1, . . . , ms). Výpo£et kaºdej z nich trvá
O(∆). Ke¤ºe

∆ = n1 × . . .× ns ≤
(∑s

i=1 ni

s

)s

=
(n

s

)s

£asová zloºitos´ algoritmu je O
((

n
s

)2s
)
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bez malých vstu-
pov

2. Ako druhý uvaºujme taký prípad, ke¤ vstup neobsahuje prvky ve©kosti men²ej
ako ε: I = (r1, . . . , rn), pri£om ri ≥ ε, 0 < ε < 1. "Zaokrúhlením" prerobíme
tento vstup na taký, ktorý bude ma´ len s rôznych hodnôt a bude sa na¬ teda da´
aplikova´ algoritmus ABinPs : zoberieme postupnos´ `1, . . . , `s a hodnotu z intervalu
[`i, `i+1) "zaokrúhlime" na `i. Hodnoty s, `i volíme tak, aby:

`1 = ε, `s+1 = 1, `i = `i−1(1 + ε), £o pre dané ε dáva s =
⌈

log2(1/ε)
ε

⌉

Potom aplikujeme dynamické programovanie.

Algoritmus 26 ABinPε
- dynamické programovanie pre vstup bez malých prvkov

1: (r1, . . . , rn), ε < r1 ≤ r2 ≤ . . . ≤ rn ≤ 1

2: s ←
l

log2(1/ε)

ε

m

3: `1 = ε
4: for i=2 to s do
5: `i ← `i−1(1 + ε)

6: `s+1 ← 1
7: for i=1 to s do
8: Li ← {r1, . . . , rn} ∩ [`i, `i+1)
9: ni ← |Li|
10: for all r ∈ Li do r ← `i

11: BinPs(`1, . . . , `s; n1, . . . , ns)

£as Ke¤ºe s ≤ n, kroky 1 aº 10 trvajú O(n2). Dynamické programovanie na riadku 11
trvá

O

((n

s

)2s
)

=




(
nε

log(1/ε)

) 2 log2(1/ε)
ε




kvalita Aby sme mali h-dual PTAS potrebujeme ukáza´, ºe
1. cena(ABinPε(I)) ≤ opt(I); toto je zrejmé, pretoºe hodnotu ri sme "zaokrúh-

©ovaním" mohli len zmen²i´.
2. Odhadnime ve©kos´ jednotlivých ko²ov, ke¤ do nich budeme uklada´ objekty

pôvodnej ve©kosti. Uvedomme si, ºe vzh©adom k ve©kosti ri platí, ºe po£et
kusov v ko²i je nanajvý² 1/ε. Pre jednotlivé ko²e preto

s∑

i=1

xi ≤
⌊

1
ε

⌋
(5.1)

Nech (x1, . . . , xs) charakterizuje obsah ko²a S pod©a algoritmu 26. Potom∑
j∈S rj ≤ ∑s

i=1 xi`i+1

=
∑s

i=1 xi`i(1 + ε)
= (1 + ε)

∑s
i=1 xi`i

≤ 1 + ε
¦

A teraz uº h-dual PTAS pre v²eobecný prípad dostaneme jednoducho - najprv malé
prvky odstránime, pouºijeme algoritmus ABinPε a potom malé prvky greedy prí-
stupom pridáme k priebeºnému výsledku.

4tzv. constraint distance



5.4. DUAL-PTAS PRE MINIMUM MAKESPAN 91

Algoritmus 27 h-PTASε pre BinP
vstup: (I, ε), I = (r1, . . . , rn), 0 ≤ r1 ≤ . . . ≤ rn ≤ 1

1: Nájdi i také, ºe 0 < r1 ≤ . . . ≤ ri ≤ ε ≤ ri+1 ≤ . . . ≤ rn ≤ 1

2: ABinPε na vstupe (ri+1, . . . , rn); výstupom sú mnoºiny indexov S1, . . . , Sm

3: greedy prístupom dosyp r1, . . . , ri do existujúcich ko²ov s obsahom men²ím ako 1 a
prípadne ¤al²ích

£as£asová zloºitos´ je zrejme polynomiálna od n

kvalitaPotrebujeme vyargumentova´, ºe

1. cena(h-PTASε(I)) ≤ cena(opt(I)). Vieme, ºe cena(opt(ri+1, . . . , rn)) ≥
cena(ABinPε). Ak sme na pridanie r1, . . . , ri potrebovali prida´ kô² ve©kosti
1+ε, bolo treba kô² aj v optimálnom prípade, pretoºe mali v²etky obsah vä£²í
ako 1.

2. ve©kos´ ko²a je nanajvý² 1 + ε, £o sme v priebehu algoritmu dodrºiavali

5.4.2 PTAS pre MakeSpan
Nech I = (p1, . . . , pn). Ako sme uº povedali,

opt-BinP (p1
d , . . . , pn

d ) ≤ m ⇔ opt−MS(I, m) ≤ d

Ak teda vieme, ºe optimálne rie²enie pre MS(I) je d∗, potom vieme, ºe

cena(ABinPε(
p1
d∗ , . . . ,

pn

d∗ )) ≤ opt-BinP ( p1
d∗ , . . . ,

pn

d∗ ) ≤ m

Ke¤ºe kô² v rie²ení algoritmu h-PTASε pre BinP má ve©kos´ 1 + ε, toto rie²enie
implikuje existenciu rie²enia pre MS s hodnotou (1 + ε)d∗

ALEHodnotu d∗ ale nepoznáme, preto ju musíme nejako odhadnú´. Budeme ju h©ada´
binárnym vyh©adávaním. Na za£iatku ur£íme hodnotu dolného a horného odhadu
na d∗, DO, HO a potom budeme postupne zmen²ova´ ve©kos´ intervalu, pri£om to,
£i posunieme DO alebo HO ur£íme na základe kvality rie²enia BinP s príslu²nou
hodnotou. Skon£íme, ke¤ interval, v ktorom sa nachádza optimálna hodnota, bude
dostato£ne malý.

DO, HOJe zrejmé, ºe najmen²í moºný £as pre MS je ur£ený maximálnou, resp. priemernou
hodnotou pi:

DO ← max
{∑n

i=1 pi

m
, max{p1, . . . , pn}

}

Horný odhad ur£íme pod©a analýzy greedy batohu

optMS(I,m) ≤ 1
m

n∑

i=1

pi + max{p1, . . . , pn} ≤ HO

£asVzh©adom k predchádzajúcim úvahám je zrejmé, ºe £asová zloºitos´ algoritmu 28
PTAS pre MS polynomiálna od n.

kvalita�o vieme poveda´ o kvalite získaného rie²enia?
• Po£as výpo£tu algoritmu drºíme hodnotu d∗ v intervale [DO, HO]. Zabezpe£uje-
me to testom na riadku 7
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Algoritmus 28 PTAS pre MS
vstup: (I, m), ε, I = (p1, . . . , pn)

1: DO ← max
nPn

i=1 pi

m
, max{p1, . . . , pn}

o

2: HO ← 2DO
3: k ← dlog2(4/ε)e . vhodnos´ vo©by uvidíme neskôr
4: for i=1 to k do
5: d ← DO+HO

2

6: c ← cena(h-PTASε(
p1
d

, . . . , pn
d

))
7: if c > m then DO ← d
8: else HO ← d
9: d∗ ← HO
10: h-PTASε(

p1
d∗ , . . . , pn

d∗ )

• Z rie²enia algoritmu h-PTASε/2(
p1
d∗ , . . . ,

pn

d∗ ) vieme skon²truova´ prípustné rie²enie
problému MS, o kvalite ktorého platí, ºe je nanajvý²

(
1 + ε

2

)
d∗. (ako?)

• V kaºdom behu cyklu sme ve©kos´ intervalu zmen²ili na polovicu. Preto po k
krokoch bude o ve©kosti intervalu plati´:

HO −DO =
DO

2k
Ã d∗ = HO = DO(1 + 1/2k)≤

(
1 +

1
2k

)
optMS(I, m)

• Úpravami dostávame:

d∗−optMS(I,m)
optMS(I,m) ≤ 1

2k ≤ ε
4

↓
d∗ ≤ optMS

(
1 + ε

4

)

cena(h-PTASε/2(
p1
d∗ , . . . ,

pn

d∗ ))
≤ (

1 + ε
2

)
d∗ ≤ (

1 + ε
2

) (
1 + ε

4

)
optMS(I, m)

= (1 +
ε

2
+

ε

4
+

ε2

8
)optMS(I,m)

≤ (1 + ε)optMS(I, m)

Výsledkom algoritmu 28 je rie²enie, ktoré je nanajvý² (1+ε)-násobkom optimálneho.
Jeho £as je polynomiálny od |I|, preto je to PTAS pre problém MakeSpan.

2

5.5 Neaproximovate©nos´∗

Podobne ako pri dôkaze nerozhodnute©nosti £i NP-úplnosti, aj v prípade neap-
roximovate©nosti problémov sa výsledky získavajú redukciami. Spomenieme dve
techniky:

• redukcia na NP-´aºké problémy
keby sme mali rozumný aproxima£ný algoritmus, vedeli by sme v polynomiál-
nom £ase rie²i´ NP-´aºký problém

• aproximáciu zachovávajúce redukcie
výsledok o neaproximovate©nosti prenesieme pomocou takej redukcie, ktorá
umoº¬uje hovori´ o aproximácii
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K optimaliza£nému problému U môºme priradi´ problém c-app(U), f(n)-app(U),
ke¤ pre vstupné x chceme také prípustné rie²enie y problému U , y ∈ Sol(x), ktorého
aproxima£ný pomer je nanajvý² c, resp. f(|y|).

redukcia na NP-
´aºký problém

Pri pouºití metódy redukcie na NP-´aºký problém máme dva problémy: optimali-
za£ný problém U a NP-´aºký problém L. Pre kon²tantu c ∈ R>1 nájdeme transfor-
máciu F takú, ºe existuje funkcia fF : N → N tak, ºe

• ∀x ∈ L obsahuje Sol(F (x)) rie²enie y s cenou cena(y) ≤ fF (|x|)
• ∀x ∈ Σ∗ − L má kaºdé rie²enie y ∈ Sol(F (x)) cenu cena(y) > cfF (|x|)

Hodnota cena(y) tak poskytuje informáciu o tom, £i x patrí alebo nepatrí do L. Me-
tódu dôkazu neaproximovate©nosti redukciou na NP-´aºký problém sme uº pouºili,
ke¤ sme dokazovali, ºe TSP nemá aproxima£ný algoritmus s kon²tantným aproxi-
ma£ným pomerom redukciou na problém HK. Nech G = (E, V ) je graf, u ktorého
rie²ime existenciu HK. Pre ©ubovo©nú kon²tantu d, potenciálny aproxima£ný pomer
d-aproxima£ného algoritmu rie²iaceho TSP, vytvoríme in²tanciu TSP

c(e) =





1, pre e ∈ E

(d− 1)|V |+ 2, pre e /∈ E

�ahko vidno, ºe ak A je d-aproxima£ný algoritmus, tak

ak G má HK ⇒ optimálne rie²enie má cenu |V |, cena((A(x))) ≤ d|V |
ak G nemá HK ⇒ optimálne rie²enie obsahuje aspo¬ jednu hran s cenou

(d− 1)|V |+ 2
cena(A(x)) ≤ (d− 1)|V |+ 2 + |V | − 1 = |V |d + 1

Na základe hodnoty, vypo£ítanej algoritmom A teda vieme ur£i´, £i graf G obsahuje
HK alebo nie.

Môºme to potiahnu´ e²te ¤alej

c(e) =





1, pre e ∈ E

|V | · 2|V | + 1, pre e /∈ E

Hodnotu |V | · 2|V | uloºíme do |V | + log |V | bitov, takºe transformácia bude poly-
nomiálna, vytvorený graf je ve©kosti O(|V |3). Pritom v prípade, ºe G neobsahuje
HK, pre cenu rie²enia platí

cena ≥ |V | · 2|V | + 1 + |V | − 1 = |V |
(
2|V | + 1

)
> 2|V ||V |

Ak teda P 6= NP, tak pre problém TSP neexistuje polynomiálny algoritmus s apro-
xima£ným pomerom 2Ω( 3√n)

2

AP redukciaUvaºujme triedu APX optimaliza£ných problémov, pre ktoré existujú polynomiálne
algoritmy s aproxima£ným pomerom ohrani£eným kon²tantou. Pre túto triedu hrá
existencia PTAS podobnú úlohu ako NP-úplnos´ pre triedu NP.

APX = {U ∈ NPO | ∃ polynomiálny c-app algoritmus pre U}

Potrebujeme tak v polynomiálnom £ase vypo£itate©nú redukciu R

U1
RÃ U2, U1 nemá PTAS ⇒ U2 nemá PTAS
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AP redukcia U1 ≤AP U2 práve vtedy, ak existujú v polynomiálnom £ase vypo£itate©né funkcie
F,H a kon²tanta α > 0

F : Σ∗I1
×Q+ → Σ∗I2

,
H : Σ∗I1

×Q+ × Σ∗O2
−→ Σ∗O1

1. ∀x1 ∈ I1 Sol(x1) 6= ∅ x2 = F (x1, ε) ∈ I2

2. ∀x1 ∈ I1, ε ∈ Q+, y2 ∈ Sol(F (x1), ε) platí y1 =
H(x1, ε, y2) ∈ Sol(x1)

3. F,H sú vypo£itate©né v £ase polynomiálnom
od |x|, |y|

4. £asová zloºitos´ pre F,H je nerastúca od ε pri
�xovanej ve©kosti |x1|, |y2|

5. ∀x1 ∈ I1, ε ∈ Q+, y2 ∈ Sol2(F (x1, ε)) platí:

max
{

optU2(F (x1, ε))
cena2(y2)

,
cena2(y2)

optU2(F (x1, ε))

}
≤ 1 + ε

max
{

cena1(H(x1, ε, y2))
opt1(x1)

,
opt1(x1)

cena1(H(x1, ε, y2))

}
≤ 1 + αε

x1
F−→ x2

... ↓
y1

H←− y2

Nasledujúca jednoduchá lema je základom pre pouºívanie AP redukcie.

Lema 5.14 Ak existuje PTAS pre U2, U1 ≤AP U2, potom existuje PTAS pre U1

Dôkaz: Ak algoritmus (PTAS) A pracuje s chybou 1+ε, potom chyba po výpo£te
x1

F−→ x2
A−→ y2

H−→Ã y1 je 1+αε. Ak teda chceme dosta´ PTAS s chybou δ,
musíme/sta£í od PTAS pre U2 ºiada´ chybu ε = δ \ α.

2

De�nícia 5.6 Hovoríme, ºe problém U je APX-úplný, ak
� U ∈ APX
� ∀ W ∈ APX, W ≤AP U

Príkladom APX-redukcie je redukcia MaxSAT na kliku. Sta£í spravi´ polynomiálnu
redukciu F na G, pouºitú pri dôkaze NP-úplnosti problému kliky. Po redukciu
dostaneme graf G, pre ktorý platí

k klauzúl v F je splnite©ných práve vtedy, ak graf G obsahuje kliku o ve©kosti k

Kon²tanta α je teda v tomtom prípade rovná 1.

�as´ o aproxima£ných algoritmoch ukon£íme GP-redukciou.

GAPc,s(U) De�nícia 5.7 Nech 0 ≤ s < c ≤ 1, U optimaliza£ný problém. GAPs,c(U) je
nasledujúci rozhodovací problém:

vstup: x ∈ I: optU (x)/|x| ≥ c alebo optU (x)/|x| < s
výstup: "ano" ⇐⇒ optU (x)/|x| ≥ c

"nie" ⇐⇒ optU (x)/|x| < s

�ahko sa dá dokáza´ nasledujúca lema(dokáºte)
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Lema 5.15 U ∈ NPO, 0 ≤ s ≤ c ≤ 1. Ak GAPc,s(U) je NP-´aºký, potom za
predpokladu, ºe P 6= NP neexistuje c/s-aproxima£ný algoritmus pre U .

No a teraz tá redukcia.

GP-redukcia De�nícia 5.8 Nech U1, U2 sú optimaliza£né problémy. Hovoríme, ºe transformácia
GP−→ je GP-redukcia s parametrami s, c, s′, c′; 0 ≤ s ≤ c ≤ 1, 0 ≤ s′ ≤ c′ ≤ 1, ak

• x ∈ I1, A(x) ∈ I2

• opt1
|x| ≥ c =⇒ opt2(A(x))

A(x)
≥ c′

• opt1
|x| < s =⇒ opt2(A(x))

A(x)
< s′

Ako sa táto redukcia vyuºíva? Majme dva optimaliza£né problémy U1, U2, U1
GP−→

U2. Ak GAPc,s(U1) je NP-´aºký, potom GAPc,s(U2) je tieº NP-´aºký.



96 KAPITOLA 5. NÁVRH APROXIMA�NÝCH ALGORITMOV



Kapitola 6

Pravdepodobnostné algoritmy

Pokra£ujeme v rie²ení problémov, ktoré sú ´aºké. Treba rozli²ova´ medzi neviem a
nedá sa

� To, ºe nevieme nejaký problém rie²i´ lep²ie znamená, ºe momentálne nemáme
lep²í algoritmus. Nehovorí to ni£ o tom, £i lep²í algoritmus v princípe môºe
alebo nemôºe existova´.

� Naproti tomu tvrdenie, ºe sa nie£o nedá lep²ie rie²i´ v sebe zah¯¬a existenciu
dôkazu, ºe to lep²ie nejde.

Formálne sú problémy v NPÚ také, ktoré nevieme rie²i´ deterministickými polyno-
miálnymi algoritmami. Napriek tomu to v praxi znamená, ºe k nim pristupujeme
tak, akoby sa rie²i´ lep²ie nedali.

Randomizácia sa stala ²tandardným prístupom v návrhu algoritmov. Takéto algo-
ritmy sú zaujímavé hlavne kvôli svojej efektívnosti a jednoduchosti. A to aj napriek
strate stopercentnej spo©ahlivosti � rie²enie s malou pravdepodobnos´ou nie je ko-
rektné, resp. ho nedostaneme.

K©ú£ovým pojmom pre tvorbu a pochopenie pravdepodobnostných (randomized)
algoritmov je pojem náhody. Pri de�novaní/popisovaní pojmu náhody máme vä£²i-
nou tendenciu poveda´, ºe náhoda/náhodná je taká udalos´, ktorej výsledok nevieme
predpoveda´.

6.1 Príklady
Za£nime nieko©kými príkladmi pravdepodobnostných algoritmov.

6.1.1 Rovnos´ databáz
Majme dva vzdialené po£íta£e, pri£om kaºdý z nich udrºiava databázu údajov. Pre
jednoduchos´ databázou údajov rozumieme binárny re´azec; databázu jednotlivých
po£íta£ov reprezentujeme re´azcami X = x1x2 . . . xn, resp. Y = y1y2 . . . yn. Komu-
nikáciou medzi po£íta£mi potrebujeme zisti´, £i sú tieto "databázy" totoºné. Ke¤ºe
prirodzene vyºadujeme korektný prenos správ, snaºíme sa o minimalizáciu komuni-
kácie medzi po£íta£mi; chceme protokol garantujúci £o najmen²í po£et prenesených
bitov.

jednosmerná ko-
munikácia

Kvôli jednoduchosti predpokladáme len jedno kolo komunikácie - prvý po£íta£ po-
²le správu druhému a ten rozhodne, £i sú databázy rovnaké. Dá sa dokáza´, ºe pri
deterministickom prístupe ni£ lep²ie ako poslanie celej informácie � teda celého bi-

97
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nárneho re´azca X d¨ºky n � jedného po£íta£a tomu druhému v princípe nenájdeme.
Vedeli by ste to dokáza´?

Ak v²ak pripustíme, ºe nie kaºdá odpove¤ musí by´ na 100% korektná, môºme
pouºi´ jednoduchý pravdepodobnostný algoritmus 29; R1 (R2) ozna£uje protokol
prvého (druhého) po£íta£a. Idea algoritmu je jednoduchá - binárne re´azce budeme
povaºova´ za binárne £ísla a budeme ich porovnáva´ na základe zvy²ku po delení
náhodným prvo£íslom1: rôzny zvy²ok po delení garantuje, ºe porovnávané £ísla
(re´azce) sú rôzne, rovnaký zvy²ok po delení nám v²ak 100% istotu nedáva. (pre£o?)
Ukáºeme, ºe rozumná vo©ba prvo£ísla, teda mnoºiny, z ktorej prvo£íslo náhodne
vyberáme, poskytuje malú pravdepodobnos´ chybnej odpovede.

Algoritmus 29 základný RP
//po£íta£ Rx má re´azec X, po£íta£ Ry re´azec Y

protokol pre za£ínajú Rx

1: náhodne vyber prvo£íslo p ∈ {0, . . . , n2}
2: nech num(X) ozna£uje £íslo s binárnym zápisom X;
3: vypo£ítaj £íslo RX ← num(X) mod p
4: po²li 〈RX, p〉 druhému po£íta£u
protokol pre prijímajúce Ry

1: po prijatí 〈RX, p〉 vypo£ítaj RY ← num(Y ) mod p
2: if RX = RY then return "X = Y "
3: else return "X 6= Y "

po£et bitov Analýzu algoritmu za£neme analýzou po£tu prekomunikovaných bitov. Po£as spo-
lo£ného výpo£tu pod©a základného algoritmu RP prekomunikovali tieto dva po£í-
ta£e to©ko bitov, ko©ko bolo treba na prenos £ísel RX, p. Vzh©adom k tomu, ºe
RX ≤ p < n2, je d¨ºka posielanej správy zrejme

2 · dlog2 n2e ≤ 4 · dlog2 ne

Pri hodnote n = 1016 je d¨ºka prekomunikovanej správy nanajvý² 4 ·16 · dlog2 10e =
256. Správu takejto ve©kosti dokáºeme prenies´ bezpe£ne.

korektnos´ �ahko vidno, ºe negatívna odpove¤ X 6= Y je vºdy pravdivá; rovnaké £ísla nemô-
ºu ma´ rôzny zvy²ok po delení rovnakým £íslom. V prípade pozitívnej odpovede
X = Y to v²ak neplatí. Môºe sa sta´, ºe aj ke¤ sú re´azce X, Y , a teda £ísla
num(X), num(Y ), rôzne, zvy²ky po delení prvo£íslom p majú rovnaké.

num(X) mod p = num(Y ) mod p ⇐⇒ |num(X)− num(Y )| mod p ≡ 0

Aby sme ur£ili pravdepodobnos´, s akou sme sa dopustili chyby v prípade pozi-
tívnej odpovede, spo£ítame po£et tzv. "zlých" prvo£ísel; zlým prvo£íslom máme
na mysli to, ktoré bezo zvy²ku delí rozdiel |num(X) − num(Y )|. Potom h©adaná
pravdepodobnos´ je

po£et zlých prvo£ísel
po£et v²etkých moºných prvo£ísel (6.1)

zlé prvo£ísla Za£nime ohrani£ením po£tu zlých prvo£ísel. Prvo£íslo p je zlé vzh©adom na X,Y
ak |num(X)− num(Y )| je delite©né p. Ke¤ºe oba binárne re´azce X, Y sú d¨ºky n,
môºme odhadnú´ ve©kos´ rozdielu |num(X)− num(Y )| nasledovne

W = |num(X)− num(Y )| < 2n

1prvo£íslo vyberáme náhodne spomedzi prvo£ísel men²ích ako n2
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Kaºdé zlé prvo£íslo delí W , preto horný odhad na po£et zlých prvo£ísel môºme
odhadnú´ na základe faktorizácie; pi ozna£uje i-te prvo£íslo:

W = pi1
1 · pi2

2 · . . . · pik

k , 2 ≤ p1 < p2 < . . . < pk

Uvedomme si, ºe maximálna moºná hodnota k je horným odhadom na po£et zlých
prvo£ísel. Spojením

2n > W= pi1
1 · . . . · pik

k ≥ p1 · . . . · pk ≥ 2k

pre po£et k zlých prvo£ísel dostávame

k ≤ n− 1

odhad po£tu pr-
vo£ísel

Ozna£me PRIM(m) mnoºinu prvo£ísel nanajvý² ve©kosti m a Prim(m) jej ve©kos´;
Prim(m) = |PRIM(m)|. Predstavu o hodnote Prim(m) dáva Lema 6.1, ktorú
uvádzame bez dôkazu.

Prim(m)Lema 6.1
lim

m→∞
Prim(m)
m/ ln m

= 1

Prim(m) >
m

ln m
, m > 67

Dosadením odhadu pre Prim(n2) do (6.1) dostávame

po£et zlých prvo£ísel
po£et v²etkých moºných prvo£ísel =

n− 1
Prim(n2)

<
n− 1

n2/ ln n2
≤ ln n2

n
=

2 ln n

n

Pravdepodobnos´ chybnej odpovede pre X 6= Y je teda nanajvý² 2 ln n
n , £o pre

n = 1016 je nanajvý² 0.36892 · 10−14.

Pravdepodobnos´ nesprávnej odpovede môºme zníºi´ nieko©konásobným nezávislým
zopakovaním výberu prvo£ísla v základnom algoritme RP. Pre po£et opakovaní 10
dostaneme protokol RP10.

Algoritmus 30 RP10

1: R1

2: náhodne vyberie 10 prvo£ísel p1, . . . p10 v intervale 0..n2

3: nech num(X) ozna£uje £íslo s binárnym zápisom X;
4: vypo£íta 10 £ísel RXi ← num(X) mod pi, 1 ≤ i ≤ 10
5: po²le RX1, . . . , RX10, p1, . . . , p10 druhému po£íta£u
6: R2

7: po prijatí RX1, . . . , RX10, p1, . . . , p10 druhý po£íta£ vypo£íta
8: RYi ← num(X) mod pi, 1 ≤ i ≤ 10
9: if ∀i, RXi = RYi then return "x = y"
10: else return "x 6= y"

Po£et prenesených bitov/komunika£ná zloºitnos´ narástla desa´násobne. �o vieme
poveda´ o pravdepodobnosti chyby? Nesprávnu odpove¤ dáva algoritmus RP10 iba
v prípade, ak v²etkých 10 porovnaní RXi

?= RYi dopadne pozitívne, hoci X 6= Y .
Ke¤ºe 10 prvo£ísel sme vyberali nezávisle, pre pravdepodobnos´ chyby platí

(
n− 1

Prim(n2)

)10

≤
(

ln n2

n

)10

=
210 · (lnn)10

n10

Pre n = 1016 je pravdepodobnos´ nesprávnej odpovede nanajvý² 0.4717 · 10−141.
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Cvi£enie 6.1 Napí²te program, ktorý pre vstupnú hodnotu d¨ºky databáz n a hod-
notu chyby ε ur£í
(a.) po£et opakovaní k tak, aby pravdepodobnos´ chyby pri pouºití algoritmu RPk

bola nanajvý² ε

(b.) hodnotu m tak, aby pri pouºití základného algoritmu RP, v ktorom PRIM(n2)
nahradíme PRIM(m), bola pravdepodobnos´ chyby nanajvý² ε

6.1.2 Existuje také j, ºe xj = yj?
Tentokrát si na²e vzdialené po£íta£e udrºiavajú postupnos´, povedzme 10, re´azcov

RI x1, . . . , x10 xi ∈ {0, 1}n

RII y1, . . . , y10 yi ∈ {0, 1}n

Zaujíma nás, £i existuje taký index j, pre ktorý xj = yj . Opä´ sa dá dokáza´, ºe de-
terministický protokol vyºaduje prekomunikovanie informácie ve©kosti 10n. Pritom
pravdepodobnostnému algoritmu, opä´ vyuºívajúcemu zvy²ky po delení prvo£íslom,
sta£í prekomunikova´ menej.

"neviem" Namiesto klamania dovolíme algoritmu, aby v situácii, ke¤ si svojou odpove¤ou nie
je istý, povedal "neviem". Vyºadujeme v²ak, aby to nerobil príli² £asto. Takémuto
typu algoritmov hovoríme Las Vegas.

Algoritmus 31 � Existuje j, xj = yj?
RI:
1: náhodne zvo© 10 prvo£ísel p1, . . . , p10 v intervale 0..n2

2: si ← xi mod pi

3: po²li p1, . . . , p10, s1, . . . , s10 po£íta£u RII

RII:
1: s′i ← yi mod pi

2: if si 6= s′i pre v²etky i then return "nie"
3: else nech j je minimálne také, ºe sj = s′j
4: po²li po£íta£u RI j, yj

RI:
1: if xj = yj then odpove¤ je "áno"
2: else odpove¤ je "neviem"

�ahko vidno, ºe po£íta£e prekomunikovali 20(2dlog ne) + log 10 + n bitov.

analýza chyby Analýzu chyby algoritmu rozdelíme na dva prípady pod©a toho, £i h©adaný index j
existuje alebo nie.

∀i xi 6= yi
Za£nime prípadom, ke¤ korektná odpove¤ algoritmu má by´ "nie". Uº vieme,
ºe napriek tomu, ºe £ísla X,Y d¨ºky n sú rôzne, s pravdepodobnos´ou ln n2

n =
2 ln n

n sa môºe sta´, ºe pre náhodne zvolené prvo£íslo p ≤ n2 sa ich zvy²ky po
delení p rovnajú: X mod p ≡ Y mod p. My volíme náhodne 10 prvo£ísel, preto
s pravdepodobnos´ou

(
1− 2 ln n

n

)10 sa to nestane pre ºiadne z nich; vtedy RII bez
¤al²ej komunikácie s RI korektne odpovie "nie". Pre pravdepodobnos´ Pr korektnej
odpovede (v prípade xi 6= yi ∀i) preto platí2

2Pod©a binomickej vety
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Pr ≥ (
1− 2 ln n

n

)10
=

∑10
i=0

(
10
i

) (
2 ln n

n

)i
(−1)10−i

= 1 +
∑5

i=1

(
10
2i

) (
2 ln n

n

)2i −∑4
i=0

(
10

2i+1

) (
2 ln n

n

)2i+1

≥ 1− (
10
1

)
2 ln n

n +
(

10
10

)(
2 lnn

n

)10

+
4∑

i=1

[(
10
2i

)(
2 ln n

n

)2i

−
(

10
2i + 1

)(
2 ln n

n

)2i+1
]

︸ ︷︷ ︸
≥0

≥ 1− 20 ln n
n ≥ 1/2

∃i xi = yi
V prípade ke¤ existuje nejaké i také, ºe xi = yi, je mnoºina indexov, na ktorých sa
X, Y zhodujú, neprázdna. Nech j je najmen²í z týchto indexov: xj = yj . Ozna£me
Ej udalos´, ke¤ j je najmen²ie také, ºe xj mod pj = yj mod pj ; inými slovami,
RII korektne po²le RI index j a re´azec yj .

• ak j = 1, RII po²le do RI index 1 = j; RI úspe²ne overí, ºe x1 = y1 a korektne
odpovie

• ak j > 1, je nenulová pravdepodobnos´, ºe RII po²le do RI index j pre ktorý
xj 6= yj . Pravdepodobnos´ korektnej odpovede je rovná pravdepodobnosti
udalosti Ej , £o je pravdepodobnos´ toho, ºe pre ∀i < j je xi mod pi 6= yi

mod pi

(
1− 2 lnn

n

)j−1

≥ 1− 2(j − 1) ln n

n
≥ 1− 18 ln n

n
≥ 1/2, pre n ≥ 189

Nezávisle od toho, £i h©adaný index existuje alebo nie, dá algoritmus s pravdepo-
dobnos´ou aspo¬ 1/2 korektnú odpove¤, v ostatných prípadoch povie "neviem".

6.1.3 AB
?
= C

Uvaºujme tri ²tvorcové matice A,B,C typu n× n. Zaujíma nás, £i platí rovnos´

AB
?= C

Deterministický algoritmus zaloºený na Strassenovom násobení matíc je zloºitos-
ti O(nlog2 7). Ukáºeme, ºe pravdepodobnostný algoritmus môºe by´ efektívnej²í.
Zaloºený je na uvedomení si jednoduchého faktu: ak AB = C tak pre ©ubovo©ný
vektor x platí ABx = Cx. Alebo aj: ak existuje vektor x, pre ktorý ABx 6= Cx,
tak AB 6= C.

Algoritmus 32 � Test AB=C
1: náhodne vyber x ∈ {0, 1}n

2: if A(Bx) 6= Cx then return "ur£ite AB 6= C"
3: else return "asi AB = C"

�asová zloºitos´ � v¤aka asociativite násobenia (pri existencii dobrého generátora
náhodných £ísel) sme zloºitos´ zníºili na O(n2) aritmetických operácií.

Chyba � chyby sa dopustíme v tom prípade, ak AB 6= C a pritom pre náhodne
zvolený vektor x platí ABx = Cx. Odhadnime pravdepodobnos´ toho, ºe sa tak
stane.
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Lema 6.2 Nech AB 6= C, x ∈ {0, 1}n. Potom Pr[ABx = Cx] ≤ 1/2

Dôkaz: Ak AB 6= C, potom AB − C 6= 0. Existujú teda indexy i, j tak, ºe
(AB − C)[i, j] 6= 0. Nech (d1, . . . , dn) ozna£uje i−ty riadok matice D = AB − C.
Potom

Pr[(AB − C)x = 0] ≤ Pr [
∑n

k=1 dkxk = 0]
= Pr[xj = −1

dj

∑
k 6=j dkxk] = 1/2

Vyuºili sme, ºe dj 6= 0 a Pr[xi = 0] = Pr[xi = 1] = 1/2

Ak algoritmus skon£í s odpove¤ou "asi", môºme ho zopakova´. Pri k−násobnom
zopakovaní sa £asová zloºitos´ zvý²i o multiplikatívnych k. Pritom k− násobné
zopakovanie algoritmu � k−násobné získanie odpovede "asi" � znamená chybu
nanajvý² 1/2k.

2

Uvedený algoritmus je rýchly, jedným smerom � AB 6= C � hovorí korektne,
chyby sa môºe dopusti´ len pri odpovedi "asi AB = C". Takýto typ algoritmu sa
volá Monte Carlo.
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6.2 Klasi�kácia náhodou riadených algoritmov
umiestnenie
pravdepodobnos-
ti

Pri klasi�kácii pravdepodobnostných algoritmov si v²ímame dva aspekty. Jeden z
moºných poh©adov na klasi�káciu pravdepodobnostných algoritmov je ten, ke¤ si
v²ímame umiestnenie pravdepodobnosti v nich.

I. modelom pravdepodobnostného algoritmu je pravdepodobnostné rozdelenie
nad mnoºinou deterministických stratégií

II. pravdepodobnostný algoritmus modelujeme nedeterministickým algoritmom
s pravdepodobnostným rozdelením nad nedeterministickými vo©bami

typ chybyDruhým aspektom je chyba algoritmu. Pri uvaºovaní o type a ve©kosti chyby
sa vlastne snaºíme charakterizova´ praktickos´ algoritmov. Rozli²ujeme 2 základné
modely chýb

Monte Carlo algoritmy dajú odpove¤ vºdy, s rozumnou pravdepodobnos´ou v²ak
nemusí by´ korektná

Las Vegas algoritmy sú také, ke¤ kaºdá odpove¤ je správna, pripú²´ame v²ak
alebo odpove¤ "neviem" v rozumnom £ase, alebo potenciálne nekone£né vý-
po£ty.

Zaujímavé tieº je, akým po£tom opakovaní vieme�a £i vôbec�dosiahnu´ poºado-
vanú spo©ahlivos´.

6.2.1 Umiestnenie pravdepodobnosti � I. model

Pravdepodobnostný algoritmus vnímame ako prav-
depodobnostné rozdelenie Prob nad kone£nou mno-
ºinou deterministických stratégií A1, . . . , Am.

• pre vstup w náhodne zvolíme i a realizujeme
výpo£et Ci = Ai(w), ktorého £asová zloºitos´
je Time(Ci). Náhodný výber i odpovedá prav-
depodobnostnému rozdeleniu Prob

• hýbeme sa v pravdepodobnostnom priestore
(SA,w, P rob), kde SA,w = {A1, . . . , Am}

�as je náhodná premenná Z, ktorá jednotlivým behom/výpo£tom prira¤uje d¨ºku
ich trvania. Pri skúmaní efektívnosti/£asovej zloºitosti si preto v²ímame hodnoty
tejto premennej.

Z : SA,w → N Z(Ci) = Time(Ci)

Na jednom vstupe existuje viacero výpo£tov, ktoré sa môºu lí²i´ d¨ºkou trvania.
o£akávaný prí-
pad

Ako potom hovoríme o zloºitosti algoritmu na konkrétnom vstupe? Pribúda pojem
o£akávanej zloºitosti/o£akávaného £asu ExpT imeA(w), ktorý je váºeným prieme-
rom/strednou hodnotou potenciálnych behov:

ExpTimeA(w) =
∑m

i=1 Prob[Ci] · Z(Ci)
=

∑m
i=1 Prob[Ci] · Time(Ci)

ExpTimeA(n) = max|w|=n{ExpTimeA(w)}
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TimeA(n) = maxi,|w|=n{Time(Ai(w))}

Pri skúmaní pravdepodobnosti korektnej odpovede si pomáhame indika£nou pre-
korektnos´ mennou X, ktorej hodnota závisí od správnosti príslu²ného výpo£tu.

X(Ci) =
{

1, ak výpo£et Ci dáva korektnú odpove¤;
0, inak

Pravdepodobnos´ korektnej odpovede je potom strednou hodnotou indika£nej
premennej X:

E[X] =
∑m

i=1 X(Ci) · Prob[Ci]
=

∑
X(Ci)=1 1 · Prob[Ci] +

∑
X(Ci)=0 0 · Prob[Ci]

= Prob[X = 1] = Prob[A po£íta korektný výstup]

Pravdepodobnos´ chyby
ErrorA(w) = 1− E[X]

ErrorA(n) = max|w|=n{ErrorA(w)}

Príklad 6.1 Analyzujme z tohto poh©adu algoritmus na porovnanie "databáz"

• pravdepodobnostný priestor je tvorený mnoºinou behov, pri£om jednotlivé behy
sú ur£ené vo©bou prvo£ísla SR,(x,y) = {Cp | p ∈ Prim(n2)}

• uvaºujeme rovnomerné rozdelenie, preto Prob[Cp] = 1
Prim(n2)

• pri analýze chyby si pomôºeme indika£nou premennou X(Cp); ke¤ºe v prípade
X = Y k ºiadnej chybe nedochádza, význam indika£nejpremennej sa prejaví v
prípade X 6= Y , kedy X(Cp) =

{
1, p je "dobré"
0, p je "zlé"

• E[X]=
∑

p∈Prim(n2) X(Cp) · Prob[Cp]
=

∑
p∈Prim(n2) X(Cp) · 1

Prim()n2 = 1
Prim(n2)

∑
p je dobre X(Cp)

≥ 1
Prim(n2) (Prim(n2)− (n− 1)) = 1− n−1

Prim(n2)

• ErrorR((x, y)) = 1− E[X] ≤ n−1
Prim(n2) ≤ 2 ln n

n

Príklad 6.2 (Max-Sat) Pre vstupnú formulu Φ(x1, . . . , xn) v KNF chceme vy-
po£íta´ také priradenie vstupnch hodnôt α ∈ {0, 1}n, ktoré sp¨¬a maximálny po£et
klauzúl.

Ukáºeme, ºe náhodný vektor α sp¨¬a s ve©kou pravdepodobnos´ou "dos´" klauzúl.
Preto nasledujúci algoritmus RSAM má zmysel.

Algoritmus 33 RSAM
vstup: Φ = F1 ∧ F2 ∧ . . . ∧ Fm, Fi = (li,1 ∨ li,2 ∨ . . . ∨ li,k)
1: náhodne α = (α1, . . . , αn) ∈ {0, 1}n . Pr(αj = 1) = Pr(αj = 0) = 1/2
2: return(α)

Pre vstup α priradíme kaºdej elementárnej disjunkcii Fi indika£nú premenné Zi(α),
a celej formule priradíme premennú Z(α), ktorá po£íta po£et splnených klauzúl; ke¤
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je α zrejmé z kontextu, budeme niekedy písa´ len Zi, Z. Zaujíma nás kvalita, resp.
hodnota E[Z].

Zi(α) =
{

1, Fi(α) = 1
0, Fi(α) = 0 Z =

m∑

i=1

Zi

E[Z] = E

[
m∑

i=1

Zi

]
=

m∑

i=1

E[Zi]

Pre výpo£et E[Z] potrebujeme odhad na E[Zi].

• Fi(α) = 0 ⇐⇒ ∀j li,j = 0

Pr[Fi(α) = 0] =
(

1
2

)k = 1
2k , kde k je po£et literálov v Fi(α)

• E[Zi] je vlastne pravdepodobnos´ toho, ºe sa elementárna disjunkcia Fi(α)
vyhodnotí na 1: E[Zi] = 1 − 1

2k . Navy²e, kaºdá Fi má aspo¬ jeden literál,
k ≥ 1, preto E[Zi] ≥ 1/2

• E[Z] =
∑m

i=1 E[Zi] ≥
∑m

i=1 1/2 = m
2

Ke¤ºe vieme, ºe o£akávaný po£et klauzúl, ktoré náhodný vektor sp¨¬a, je aspo¬
m/2, môºme to vyuºi´ na jednoduché h©adanie vektora, ktorý sp¨¬a aspo¬ m/2
klauzúl.

Algoritmus 34 modif-RSAM
1: náhodne α = (α1, . . . , αn) ∈ {0, 1}n

2: r ← |{i | Fi(α) = 1}|
3: if r ≥ m/2 then return(α)
4: else goto 1

�o platí o £asovej zloºitosti tohto algoritmu?

6.2.2 Umiestnenie pravdepodobnosti � II. model
Pri tomto type priradíme pravdepodobnos´ jednotlivým nedeterministickým vo©-
bám. Príkladom je pravdepodobnostný Quicksort RQS:

Algoritmus 35 RQS(A)
vstup: A = {a1, . . . , an | ai ∈ (S, <)}
1: if A = {a} then return a
2: else b ← random(A)
3: A< = {a ∈ A | a < b}
4: A> = {a ∈ A | a > b}
5: return RQS(A<), b, RQS(A>)

�as algoritmu meriame po£tom porovnaní, jednotlivé prípady závisia od vo©by pi-
vota b v jednotlivých volaniach

• vºdy extrém, potom O(n2)

• vºdy medián, potom O(n log n)

• rie²enie T (n) ≤ T (n/8)+T (7n/8)+n− 1 je tieº O(n log n); takéto rozdelenie
je dos´ pravdepodobné
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Nech výstupom je s1 < s2 < . . . < sn. Pre i < j ozna£me

Xi,j(C) =
{

1, si sa v priebehu C porovnávalo s sj

0, si, sj sa v priebehu C neporovnávajú

�as konkréteho výpo£tu je po£et realizovaných porovnaní: T (C) =
∑n

i=1

∑
j>i Xi,j(C)

E[T ] = E
[∑n

i=1

∑
j>i Xi,j

]
=

∑n
i=1

∑
j>i E[Xi,j ]

E[Xi,j ] Nech pi,j ozna£uje pravdepodobnos´, ºe sa si, sj porovnávajú; zrejme E[Xi,j ] = pi,j .
Dva prvky sa porovnávajú len vtedy, ak je jeden nich pivotom pri delení mnoºiny,
v ktorej sa nachádza aj ten druhý prvok.

s1 . . . si−1︸ ︷︷ ︸
L

si . . .︸ ︷︷ ︸
M

sj sj+1 . . . sn︸ ︷︷ ︸
R

si sa porovnáva s sj v takých výpo£toch, ke¤ jeden z xi, xj je ako pivot zvolený
skôr, ako ktorýko©vek z prvkov v M

pi,j =
|{si, sj}|

|M ∪ {si, sj}| =
2

j − i− 1 + 2
=

2
j − i + 1

E[T ] =
∑n

i=1

∑
j>i pi,j =

∑n
i=1

∑
j>i

2
j−i+1

≤ ∑n
i=1

∑n−i+1
k=1

2
k

≤ 2
∑n

i=1

∑n−i+1
k=1

1
k

= 2
∑n

i=1 H(n) = O(n lnn)

H(n) =
1
1︸︷︷︸
≤1

+
1
2

+
1
3︸ ︷︷ ︸

<1

+
1
4

+
1
5

+
1
6

+
1
7︸ ︷︷ ︸

<1

+ · · ·+ 1
n ln n skupín so sú£tom ≤ 1

6.2.3 Las Vegas
V súvislosti s Las Vegas algoritmami sa moºno stretnú´ s dvomi de�níciami-jedna
pripú²´a nekone£né výpo£ty, druhá zas odpove¤ "neviem". Ozna£me A(x) odpove¤
algoritmu A a F (x) korektnú odpove¤ na vstupe w.

D1 De�nícia 6.1 Pravdepodobnostný algoritmus A je typu Las Vegas (LV) ke¤

Pr[A(x) = F (x)] = 1

Kaºdá odpove¤ je korektná, kedy ju dostaneme, nevieme. Zaujímavá je preto o£a-
kávaná zloºitos´ ExpTime.

D2 De�nícia 6.2 Pravdepodobnostný algoritmus A je typu Las Vegas (LV) ke¤ ∀x
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• Pr[A(x) = F (x)] ≥ 1/2

• Pr[A(x) = ”?”] = 1− Pr[A(x) = F (x)] < 1/2

Kon²tanta 1/2 nie je podstatná, vyhovuje ©ubovo©né O < ε < 1. Zamyslime sa, aký
je vz´ah medzi týmito dvomi de�níciami. Ukáºeme, ºe sú ekvivalentné.

Lema 6.3 Ku kaºdému LV algoritmu A? v zmysle de�nície 6.2 existuje ekvivalent-
ný algoritmus A, ktorý je LV v zmysle de�nície 6.1. Navy²e, £as narastie len o
multiplikatívnu kon²tantu: ExpT imeA(n) = O(ExpT imeA?(n))

Dôkaz: Samotná kon²trukcia ekvivalentného algoritmu A je priamo£iara�budeme
opakova´ výpo£et algoritmu A? dovtedy, kým nedostaneme korektnú odpove¤.

pravdepodobnos´ korektnej odpovede
�o vieme poveda´ o pravdepodobnosti získania
korektnej odpovede A, resp. dosiahnutia odpovede
"?" algoritmu A?? Nech p je pravdepodobnos´
korektnej odpovede algoritmu A?, p ≥ 1/2. Potom
pravdepodobnos´ toho, ºe po k opakovaniach behu
algoritmu A? e²te stále nemáme korektnú odpo-
ve¤, je nanajvý² 1/2k. Preto Prob[A(x) = F (x)] = 1

£as
Je zrejmé, ºe A môºe realizova´ nekone£né výpo£ty.
Ukáºeme, ºe v o£akávanom prípade je situácia
ove©a lep²ia. Uspokojíme sa s horným odhadom
na o£akávaný prípad, preto budeme bez ujmy
na v²eobecnosti predpoklada´, ºe kaºdý výpo£et
algoritmu A?, ktorý kon£í odpove¤ou ?, dosahuje
zloºitos´ najhor²ieho prípadu.

V²imnime si výpo£ty, ktoré skon£ia v i-tom kole.

• Nech Seti = {C ∈ SA,w | (i− 1)TimeA? < TimeA(C) ≤ iT imeA?(w)}

Zrejme SA,w = ∪S∞i=0Seti, ∀i 6= j Seti ∩ Setj = ∅

• Aby výpo£et C mohol skon£i´ v i-tom kole, musí (i−1) kôl skon£i´ odpove¤ou
"?". Pravdepodobnos´ odpovede "?" je nanajvý² 1/2, preto pravdepodobnos´,
ºe výpo£et neskon£í po i− 1 kolách je nanajvý²

(
1
2

)i−1. Z toho dostávame

∑

C∈Seti

Prob[C] ≤ 1
2i−1
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ExpT imeA(w) =
∑

C∈SA,w

TimeA(C) · Prob[C]

=
∞∑

i=1

∑

C∈Seti

TimeA(C) · Prob[C]

≤
∞∑

i=1

∑

C∈Seti

iT imeA?(w) · Prob[C]

=
∞∑

i=1

iT imeA?(w) ·
∑

C∈Seti

Prob[C]

≤
∞∑

i=1

iT imeA?(w)· 1
2i−1

= TimeA?(w) ·
∞∑

i=1

i

2i−1

= TimeA?(w) · 2 ·
∞∑

i=1

i

2i
= 4 · TimeA?(w)

2

Lema 6.4 Ku kaºdému LV algoritmu A v zmysle de�nície 6.1 existuje ekvivalentný
algoritmus A?, ktorý je LV v zmysle de�nície 6.2.

Dôkaz:

Ak do korektného algoritmu ideme vnies´ nejed-
nozna£nos´/odpove¤ neviem, tak je prirodzené
vyºadova´, aby ten nový algoritmus bol aspo¬
rýchly. Takto budeme kon²truova´ poºadovaný
algoritmus A?. Zvolíme rozumnú hranicu a v²etky
výpo£ty, ktoré dovtedy neskon£ili, "ustrihneme" s
odpove¤ou "?".

Pri vo©be hranice pre odpove¤ "?" treba ma´ na pa-
mäti, ºe pod©a de�nície sa pod touto hranicou môºe
ocitnú´ nanajvý² polovica v²etkých výpo£tov. Ke¤ºe
najviac polovica £ísel má hodnotu vä£²iu ako dvojná-
sobok priemeru, bude rozumným ohrani£ením

T = 2ExpT imeA(w)

Kvôli sporu predpokladajme, ºe Prob[A?(w) = ”?”] > 1/2. Ozna£me

• SA,w(?) mnoºinu výpo£tov s odpove¤ou "?"
SA,w(?) = {C ∈ SA,w | Time(C) > 2ExpT imeA(w)}

• SA,w(F (w)) mnoºinu výpo£tov s korektnou odpove¤ou F (w)
SA,w(F (w)) = SA,w − SA,w(?)

Platí:

• Prob[A?(w) = ”?”] =
∑

C∈SA,w(?)

Prob[C] >
1
2

• V²etky výpo£ty z SA,w(?) sú dlhé: Time(C) ≥ 2ExpT imeA(w) + 1.
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Preto

ExpTimeA(w) =
∑

C∈SA,w

∗︷ ︸︸ ︷
TimeA(C)Prob[C]

=
∑

C∈SA,w(?)

∗+
∑

C∈SA,w(F (w))

∗

≥
∑

C∈SA,w(?)

(2ExpT imeA(w) + 1) · Prob[C] + 0

= (2ExpT imeA(w) + 1)
∑

C∈SA,w(?)

Prob[C]

︸ ︷︷ ︸
>1/2

>
(2ExpT imeA(w) + 1)

2
= ExpTimeA(w) + 1/2

2

trieda LV ∗Trieda LV algoritmov, pre ktoré Prob[A(x) = F (x)] = 1, sa niekedy ozna£uje Las
Vegas∗, resp. LV ∗; hviezdi£ka zrejme nazna£uje moºnos´ nekone£ných výpo£tov.

6.2.4 Monte Carlo s jednosmernou chybou
O tejto triede algoritmov3 hovoríme v súvislosti s rozhodovacími problémami4. Ne-
formálne ide o také algoritmy, ktoré majú povolené sa mýli´/klama´ len jedným
smerom.

1MCDe�nícia 6.3 Pravdepodobnostný algoritmus A pre rozhodovací problém (Σ, L) je
Monte Carlo s jednosmernou chybou/jednosmerný Monte Carlo(1MC, one-sided
MC), ak

(a) ∀x ∈ L Prob[A(x) = 1] ≥ 1/2
(b) ∀x /∈ L Prob[A(x) = 0] = 1

1MC∗Ke¤ podmienku (a) nahradíme podmienkou
(a*) ∀x ∈ L Prob[A(x) = 1] → 1 s rastúcou d¨ºkou |x|

dostaneme tzv. 1MC∗ algoritmy

Príkladom 1MC pravdepodobnostného algoritmu je algoritmus 29 na porovnanie
databáz, resp. algoritmus 32 na pravdepodobnostné porovnanie matíc ?AB = C?.

zniºovanie chybyAko sme videli, pravdepodobnos´ chyby klesá exponenciálne s po£tom nezávislých
opakovaní. Ak je teda 1MC algoritmus efektívny, ©ahko z neho získame algoritmus
rádovo rovnakej zloºitosti s exponenciálne men²ou chybou.

• nech α1, . . . , αk ∈ {0, 1}k je k výsledkov nezávislých behov 1MC algoritmu A
• ak ∃k : αk = 1, môºme so 100% istotou akceptova´
• ak α1 = . . . = αk = 0, tak pre x ∈ L je Prob[A(x) = 0] ≤ 1/2 a teda

(Prob[A(x) = 0])k ≤ 2−k.

3One-sided Monte Carlo
4Rozhodovací problém je dvojica (Σ, L), pri£om sa pre x ∈ Σ∗ pýtame, £i ?x ∈ L?
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6.2.5 Monte Carlo s ohrani£enou chybou

V prípade takého problému, ktorý nie je rozhodovací, ale je to problém po£ítania
funkcie F (x), pod korektnou odpove¤ou prirodzene rozumieme, ºe algoritmus vy-
po£ítal presne hodnotu F (x); nekorektnou odpove¤ou je nepresný výsledok. Pri
Monte Carlo algoritoch s ohrani£enou chybou5 pripustíme, aby algoritmus dával
nesprávnu odpove¤, budeme ale vyºadova´, aby bol "dostato£ný" rozdiel medzi
odpove¤ou korektnou a nekorektnou. Formálne:

2MC De�nícia 6.4 Pravdepodobnostný algoritmus A je Monte Carlo s ohrani£enou chy-
bou(2MC, bounded-error MC), ak

∃0 < ε ≤ 1/2 ∀x Prob[A(x) = F (x)] ≥ 1/2 + ε

zniºovanie chyby V prípade 1MC algoritmov sme pravdepodobnos´ chyby jednoducho zníºili nezávis-
lým opakovaním algoritmu. Ako nám pomôºe nezávislé opakované spú²´anie 2MC
algoritmu?

Uvaºujme t nezávislých opakovaní 2MC algoritmu A a odpovedzme len vtedy,
ak sa na odpovedi zhodne aspo¬ t/2 behov (algoritmus 36). Zaujíma nás, aká je
pravdepodobnos´ toho, ºe nedostaneme korektnú odpove¤.

Algoritmus 36 At

1: nech α1, . . . , αt je výsledok t nezávislých behov 2MC algoritmu A
2: ak existuje taký výsledok α, ktorý sa vyskytol aspo¬ t/2 krát, výsledkom je

"α", inak je výsledkom "?"

Ke¤ºe A je 2MC, existuje 0 < ε ≤ 1/2 Prob[A(x) = F (x)] ≥ 1/2 + ε. Nech x je
vstup. Ozna£me

• p = p(x) = Prob[A(x) = F (x)] = 1/2 + εx, εx ≥ ε

• pri(x) pravdepodobnos´ toho, ºe spomedzi k opakovaní A(x) je presne i od-
povedí korektných; je presne

(
k
i

)
moºností takýchto výpo£tov

Chybu algoritmu 36 získame odhadom pri(x).

pri(x) =
(
k
i

)
pi(1− p)k−i =

(
k
i

)
[p(1− p)]i(1− p)k−2i

=
(
k
i

) [(
1
2 + εx

) (
1
2 − εx

)]i (
1
2 − εx

)k−2i

=
(
k
i

) (
1
4 − ε2

x

)i
[(

1
2 − εx

)2
]k/2−i

<
(
k
i

) (
1
4 − ε2

x

)i [(
1
2 + εx

) (
1
2 − εx

)]k/2−i

=
(
k
i

) (
1
4 − ε2

x

)i (
1
4 − ε2

x

)k/2−i =
(
k
i

) (
1
4 − ε2

x

)k/2

≤ (
k
i

) (
1
4 − ε2

)k/2

Ak odpovie korektne, ak aspo¬ dk/2e jednotlivých behov odpovie korektne.

5Bounded-Error Monte Carlo
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Prob[Ak(x) = F (x)] =
k∑

i=dk/2e
pri(x) = 1−

bk/2c∑

i=0

pri(x)

> 1−
bk/2c∑

i=0

(
k

i

)(
1
4
− ε2

x

)k/2

= 1−
(

1
4
− ε2

x

)k/2 bk/2c∑

i=0

(
k

i

)

> 1−
(

1
4
− ε2

x

)k/2

· 2k

≥ 1− (1− 4ε2
x)k/2≥ 1− (1− 4ε2)k/2 [∗∗]

Ak chceme, aby Prob[Ak(x) = F (x)] ≥ 1− δ, sta£í zvoli´

k =
2 ln δ

ln(1− 4ε2)

Uvedomme si, ºe ke¤ºe ε aj δ sú kon²tanty, je kon²tantou aj k. Preto za zníºenie
pravdepodobnosti chyby na δ "platíme" len kon²tantným nárastom zloºitosti

TAk
(n) = O(kTA(n)) = O(TA(n))

2

6.2.6 Monte Carlo s neohrani£enou chybou
Kon²tanta ε v 2MC algoritmoch vytvárala akúsi "bariéru", ktorá umoº¬ovala efek-
tívne odlí²i´, s ve©kou pravdepodobnos´ou, korektné odpovede od nekorektných. Ak
upustíme od tejto poºiadavky, dostaneme triedu MC, pri ktorej to so zniºovaním
pravdepodobnosti chyby nebude také optimistické.

MCDe�nícia 6.5 Pravdepodobnostný algoritmus A je typu Monte Carlo s neohrani£e-
nou chybou (MC, unbounded-error MC), ak

Prob[A(x) = F (x)] > 1/2

Príklad 6.3 Predstavme si, ºe máme taký pravdepodobnostný algoritmus A, ktorý
má pre vstupné slovo x aº 2|x| moºných behov, pri£om korektných je 2|x|−1 +1, teda
"tesná vä£²ina". Takýto algoritmus je zrejme MC

Prob[A(x) = F (x)] =
2|x|−1 + 1

2|x|
=

1
2

+
1

2|x|
>

1
2

Pritom hodnota 1
2|x|

tu hrá úlohu εx z 2MC algoritmov.

zniºovanie chybyZaujíma nás, ko©ko opakovaní tohto algoritmu potrebujeme, aby sme pri hlasovani
nadpolovi£nou vä£²inou dosiahli pravdepodobnos´ chyby nanajvý² δ.
Vyuºijeme, £o uº vieme�ak chceme Prob[Ak(x) = F (x)] ≥ 1− (1− 4ε2)k/2 > 1− δ,
sta£í zvoli´

k = k(x) ≥ 2 ln δ

ln(1− 4ε2
x)

=
2 ln δ

ln
(
1− 4 · 2−2|x|)

≥ 2 ln δ

−2−2|x| //0 < y < 1 ⇒ ln(1− y) ≤ −y

= (−2 ln δ)22|x|

To ale znamená, ºe TimeAk
(x) = (−2 ln δ)22|x| · TimeA(x)
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Uvedený príklad je z akéhosi poh©adu "worst-case". Ak by sme mali εx = 1
log |x| ,

nebolo by to s £asom TimeAk
(x) také zlé.

Na záver tejto £asti e²te jeden konkrétny príklad MC algoritmu.

Príklad 6.4 Uvaºujme opä´ porovnávanie databáz. Tentokrát budeme vstup akcep-
tova´ vtedy, ak sú databázy rôzne. Náhodný výber vyuºijeme na "uhádnutie" miesta,
kde sa databázy lí²ia. Výsledkom je Algoritmus UMC.

Algoritmus 37 UMC
vstup: RI: X = x1 . . . xn

RII:Y = y1 . . . yn

výstup: 1 ak X 6= Y

RI
1: náhodne zvo© j ∈ {1, . . . , n}
2: po²li j, xj do RII

RII
1: if xj 6= yj then "accept" . 100% istota
2: else
3: "accept" s pravdepodobnos´ou 1/2− 1

2n
4: "reject" s pravdepodobnos´ou 1/2 + 1

2n

po£et bitov Celá komunikácia spo£íva v prenesení j, xj , preto prená²ame dlog(n+1)e+1 bitov.

UMC je MC Analýzu chyby rozdelíme na dve £asti pod©a korektnej odpovede. Najprv ozna£enia.

Cj,l Ozna£me Cj,l takú udalos´, ºe RI zvolilo (v prvej fáze) index j a RII v druhej fáze
povedalo l (1 je accept, 0 reject).

Prob[Cj,0] =
1
n

(
1
2

+
1
2n

)

Prob[Cj,1] =
1
n

(
1
2
− 1

2n

)

Al Ozna£me Al mnoºinu tých behov, ktoré dajú odpove¤ l

X = Y Ak X = Y , tak neexistuje moºnos´, aby xj 6= yj . V tejto situácii RII rozhoduje
pravdepodobnostne. Zaujíma nás pravdepodobnos´ korektnej odpovede:

Prob[A0] =
n∑

i−1

Prob[Ci,0] =
n∑

i=1

1
n

(
1
2

+
1
2n

) =
1
2

+
1
2n

> 1/2

X 6= Y Ak X 6= Y , potom existuje taký index j, ºe xj 6= yj . Budeme predpoklada´, ºe je
jediný(£o nezvý²i pravdepodobnos´ korektnej odpovede).
Zaujíma nás pravdepodobnos´ A1 = Cj ∪ {Ci,1 | 1 ≤ i ≤ n, i 6= j}, pri£om Cj

ozna£uje udalos´, ke¤ RI zvolilo jediný index, na ktorom sa X,Y lí²ia.
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Prob[A1] = Prob[Cj ] +
∑

i 6=j

Prob[Ci,1]

=
1
n

+
∑

i 6=j

1
n

(
1
2
− 1

2n
)

=
1
2n

+
1
2n

+
∑

i6=j

(
1
2n

− 1
2n2

)

=
1
2n

+
n∑

i=1

1
2n

−
∑

i 6=j

1
2n2

=
1
2n

+
1
2
− n− 1

2n2
=

1
2

+
1

2n2
>

1
2

2

6.2.7 Pravdepodobnostné algoritmy pre optimaliza£né úlohy
V prípade optimaliza£ných úloh zrejme nezávislé opakovanie behu algoritmu pou-
ºijeme na získanie rie²enia lep²ej kvality. Zopakujme si de�níciu optimaliza£ného
problému, ktorá sa formálne mierne odli²uje od de�nície 4.1.

optimaliza£ný
problém

De�nícia 6.6 Optimaliza£ný problém je U = (ΣI , ΣO, L, LI , Sol, cena, ciel), kde

ΣI je vstupná abeceda
ΣO je výstupná abeceda
L ⊆ Σ∗I je jazyk prípustných vstupov
LI ⊆ L je jazyk aktuálnych vstupov
Sol Sol : L → Pot(Σ∗O)∀x ∈ L je Sol(x) mnoºina prípustných rie²ení
cena je ú£elová funcia;

cena(x, Sol(x)) ∈ R
ciel ciel ∈ {min,max}

optimálne rie²e-
nie

Prípustné rie²enie y ∈ Sol(x) nazveme optimálnym rie²ením pre x, ak pre ú£elovú
funkciu platí cena(x, y) = ciel{(x, z), z ∈ Sol(x)}. Ak y je opimálne rie²enie pre x
a U , tak ozna£íme

cena(x, y) = OPTU (x)

konzistentný al-
goritmus

Hovoríme, ºe algoritmus A je konzistentný pre U , ak ∀x ∈ LIA(x) ∈ Sol(x). Hovo-
ríme, ºe algoritmus B rie²i optimaliza£ný problém U , ak

� B je konzistentný pre U
� ∀x ∈ LI B(x) = OPTU (x)

Poznámka Uvedená de�nícia zachytáva v²etky aspekty súvisiace s de�níciou opti-
maliza£nej úlohy: vstup je re´azec nad abecedou ΣI , ale korektný vstup je z jazy-
ka LI . Analogicky pre výstup. �asto budeme pouºíva´ zjednodu²enú formuláciu,
ke¤ problém identi�kujeme mnoºinou vstupov I, zobrazením Sol, ktoré vstupu
prira¤uje mnoºinu prípustných rie²ení, ohodnocovacou funkciou (m, cena,..) a cie-
©om (max, min).

Kvalita rie²enia sa posudzuje prostredníctvom chyby. Zaujíma nás aproxima£ný
pomer RatioA(x) = max{OPT (x)

A(x) , A(x)
OPT (x)}. Moºné sú dva prístupy � zaujímame sa

o o£akávanú hodnotu RatioA(x), alebo nás zaujíma pravdepodobnos´ toho, ºe bude
tento pomer v rozumných hraniciach.

E[δ]-
aproximácia

De�nícia 6.7 Algoritmus A je pravdepodobnostný E[δ]-aproxima£ný, ak

• Prob[A(x) ∈ Sol(x)] = 1
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• E[RatioA(x)] ≤ δ ∀x ∈ L

δ-aproximáciaDe�nícia 6.8 Algoritmus A je pravdepodobnostný δ-aproxima£ný, ak
• Prob[A(x) ∈ Sol(x)] = 1

• Prob[RatioA(x) ≤ δ] ≥ 1/2 ∀x ∈ L

De�nície sú podobné, nie v²ak totoºné.

RatioA,x(Ci) = 2 pre i = 1, . . . , 10
RatioA,x(Ci) = 50 pre i = 11, 12

E[RatioA(x)] = 10

Prob[RatioA(x) ≤ 2] = 5/6 ≥ 1/2

Ve©a "dobrých", málo "zlých" spôsobí, ºe hoci je pravdepodobnos´ dobrej odpovede
slu²ná, stredná hodnota je zlá.

RatioA(x) = 11 pre 1000 behov
RatioA(x) = 1 pre 999 behov

E[RatioA(x)] =
11999
1999

= 6.0025

Prob[RatioA(x) ≤ 10] =
999
1999

= 0.499.. < 1/2

Ke¤ je "dobrých" aj "zlých" skoro rovnako, pravdepodobnos´ dobrej odpovede môºe
by´ < 1/2, ale stredná hodnota je aj tak dobrá.

Nasledujúci jednoduchý fakt sa dá rozumne vyuºi´.

Fakt 6.5 Pravdepodobnos´ udalosti, ºe náhodná premenná x má hodnotu ≤ 2E[x],
je aspo¬ 1/2.

Lema 6.6 Nech δ > 0, U optimaliza£ný problém. Ak algoritmus B je pravdepodob-
nostný E[δ]−aproxima£ný, potom B je 2δ−aproxima£ný.

Príklad 6.5 Uvaºujme problém Max-kSAT, kde vstupom je formula F v konjunktív-
nej normálnej forme(KNF), pri£om kaºdá klauzula má presne k literálov. Chceme
vektor, ktorý sp¨¬a £o najviac klauzúl. Vrá´me sa k Algoritmu 33, ktorý vráti ná-
hodne zvolený vektor x. Pre Zi(α) = 1 ⇔ Fi(α) = 1, ZF =

∑m
i=1 Zi sme ukázali,

ºe E[ZF ] =
∑

E[Zi] = m(1− 1
2k ). Ke¤ºe OPT ≤ m,

E[Ratio(F )] =
OPT (F )
E[ZF ]

≤ m

m(1− 1
2k )

=
2k

2k − 1

Ukáºeme, ºe Algoritmus 33 je tieº 2k−1

2k−1−1
-aproxima£ný.

Ke¤ºe
priemerný po£et splnených klauzúl E[ZF ] = m(1− 1

2k )
m(1− 1

2k ) je priemer z m, m(1− 1
2k−1 )

aspo¬ polovica behov musí sp¨¬a´ aspo¬ m(1− 1
2k−1 ) klauzúl. ¦
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MaxCut Príklad 6.6

vstup: neohodnotený graf G = (V,E)
výstup: rozklad (V1, V2) mnoºiny vrcholov V
cena: cost((V1, V2)) = |E ∩ (V1 × V2)|
cie©: max

Ukáºeme, ºe náhodná vo©ba je E[2]-aproxima£ný algoritmus

Algoritmus 38 RC
V1 = V2 = ∅
∀v ∈ V náhodne zvo© i a Vi ← Vi ∪ v
return (V1, V2)

Indika£ná premenná bude po£íta´ po£et hrán rezu. Nech e = (u, v)

Xe =
{

0, vrcholy u, v nepatria do rezu, ale sú spolo£ne v jednej z mnoºín V1, V2

1, hrana (u, v) patrí do rezu

E[Xe] = Prob[xe = 1]
Prob[xe = 1] = Prob[u ∈ V1&v ∈ V2] + Prob[u ∈ V2&v ∈ V1] = 1

2 · 1
2 + 1

2 · 1
2 = 1

2
Takºe

E[xe] = 1/2
X =

∑
e∈E xe, E[X] = |E|/2

E[Ratio] = OPT
E[X] ≤ |E|

E[X] = 2
¦
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Kapitola 7

Metódy tvorby
pravdepodobnostných
algoritmov

Analýzou existujúcich pravdepodobnostných algoritmov moºno "vytiahnu´" nieko©-
ko metód, ktoré sa pri ich návrhu vyuºívajú. �asto ide o kombináciu, niekedy moº-
no algoritmus vníma´ optikou viacerých metód. Za£neme krátkym súhrnom metód,
ktoré potom podrobnej²ie rozvinieme a ilustrujeme na príkladoch v nasledujúcich
podkapitolách.

Eliminácia protihrá£a je v podstate metódou vyhýbania sa najhor²ím prípa-
Eliminácia pro-
tihrá£a

dom. Ke¤ máme deterministický algoritmus, vstup pre najhor²í prípad pre tento
konkrétny algoritmus sa vä£²inou kon²truuje pomerne jednoducho. Pravdepodob-
nostný algoritmus je svojím spôsobom mnoºinou deterministých algoritmov (prida-
ním konkrétnej postupnosti náhodných bitov k vstupu sa z pravdepodobnostného
algoritmu stane deterministický). Aby bol konkrétny vstup zlým pre takýto prav-
depodobnostný algoritmus, mal by by´ zlým pre dostato£ne ve©a postupno´ou ná-
hodných bitov ur£ených deterministických algoritmov. Dá sa o£akáva´, ºe toto nie
je jednoduché a ºe náhodný výber "deterministického" algoritmu v o£akávanom prí-
pade eliminuje zloºitos´ nahor²ieho prípadu; uvedomme si, ºe zloºitosti najhor²ieho
prípadu sme sa tým nevyhli.

S príkladom pouºitia metódy eliminácie protihrá£a sme sa uº stretli.

RI , RII x
?= yV prípade zis´ovania rovnosti dvoch vzdialených databáz (reprezentovaných binár-

nymi re´azcami) bola mnoºina deterministických algoritmov ur£ená mnoºinou pr-
vo£ísel: porovnanie x

?= y sme nahradili porovnaním x mod p
?≡ y mod p, kde

p ∈ PRIM(n2). Vieme, ºe aspo¬ Prim(n2)− (n− 1)
Prim(n2)

= 1− 2 ln n

n
-tina odpovedí

je korektná.
Ã náhodná vo©ba prvo£ísla teda vedie k ve©kej pravdepodobnosti korektnej odpo-
vede; algoritmus je korektný na takmer kaºdom vstupe

QUICKSORTAlgoritmus QUICKSORT je príkladom, ke¤ sa viaceré deterministické stratégie lí²ia
vo©bou pivota, pri£om

� kaºdá dáva korektnú odpove¤
� kaºdá je efektívna na vä£²ine vstupov

T (1) = 0, T (n) = n− 1 + T (A<) + T (A>)

117



118 KAPITOLA 7. METÓDY TVORBY RA

Videli sme, ºe náhodná vo©ba pivota viedla v o£akávanom prípade k zloºitosti rádovo
rovnej dolnému odhadu, ktorý je Ω(n log n)

Metóda svedkov Metóda svedkov je vhodná najmä pre také rozhodovacie problémy, ke¤ nás zau-
jíma, £i daný vstup má alebo nemá nejakú vlastnos´ V , napr. £i je dané £íslo n
prvo£íslo. Testovanie prvo£íselnosti je ´aºký problém, ak v²ak má £íslo n delite©a,
prvo£íslom by´ nemôºe. Ke¤ nám niekto povie, ºe 3 je kandidát na delenie £ísla n,
©ahko overíme, £i je to pravda. Ak áno, 3 sa stalo svedkom toho, ºe n nie je prvo-
£íslom; ak nie, rie²eniu ná²ho problému to nepomohlo. Uvedomme si, ºe pomocou
takéhoto svedka�3 ako delite©a n�nemôºme potvrdi´, ºe n je prvo£íslo, môºme to
len vyvráti´.

Meóda svedkov teda spo£íva v náhodnom generovaní kandidátov a overovaní, £i sú
alebo nie svedkami danej vlastnosti. K jej pouºitiu je potrebné, aby

• existovala vhodná de�níciu toho, £o je to svedok. Je to nejaká dodato£ná
informácia W , ktorá pomáha ur£i´, £i skúmaná vlastnos´ platí/neplatí
V Ã prvo£íselnos´ W Ã delitele

• existovala dostato£ne ve©ká efektívne kon²truovate©ná mnoºina kandidátov, o
ktorých vieme efektívne zisti´, £i sú svedkami

• v prípade, ºe existuje svedok, mnoºina kandidátov obsahovala dostato£ne ve©a
svedkov

Pri prvo£íselnosti sú kandidátmi p ∈ PRIM(n2); je ich aspo¬ Prim(n2) - (n− 1).
Pravdepodobnos´, ºe náhodne zvolený kandidát je svedok je

n2

ln n2 − (n− 1)
n2

ln n2

≥ 1− ln n2

n

Nemáme algoritmus, ktorý efektívne h©adá svedkov. Zoberme preh©adávanie od
najmen²ieho prvo£ísla. Ke¤ºe "zlých" prvo£ísel je nanajvý² n − 1, po n pokusoch
ur£ite skon£íme. Zloºitos´ takéhoto prístupu je v²ak 4n log n, £o je ve©a. Pre£o
nevieme garantova´ ni£ lep²ie? Lebo kvôli istote potrebujeme k + 1 pokusov pre
vstup (x, y) taký, ºe Num(x)−Num(y) = p1 · p2 · . . . · pk

Freivaldsova
metóda

Metóda odtla£kov môºe by´ povaºovaná za ²peciálny prípad metódy svedkov.
Pouºíva sa vtedy, ke¤ nás zaujíma rovnos´/ekvivalencia nejakých komplexných ob-
jektov O1, O2, pri£om porovnanie týchto objektov je náro£né. Postupujeme nasle-
dovne:

1. vezmeme mnoºinu M vhodných zobrazení úplných reprezentácií do £iasto£-
ných reprezentácií (napr. N → PRIM(n2))
h ← random(M)

2. vypo£ítame redukované reprezentácie h(O1), h(O2); tomu sa hovorí odtla-
£ok/stopa/�ngerprint

3. porovnáme redukované reprezentácie
if h(O1) = h(O2) then return("ekvivalentné")
else return ("nie sú ekvivalentné")

Je zrejmé, ºe môºu existova´ dva rôzne objekty s rovnakou redukovanou reprezen-
táciou a teda odpove¤ ekvivalentné nemusí by´ pravdivá.
K úspe²nému pouºitiu metódy potrebujeme

• h(O) efektívne po£ítate©né
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• porovnanie h(O1)
?= h(O2) efektívne vypo£itate©né

• existenciu kandidátov/svedkov v M , ktoré to v prípade O1 6= O2, potvrdzujú;
vedú teda k h(O1) 6= h(O2)

Neprekvapí, ºe máme tradeo� medzi komplexnos´ou h(O) a pravdepodobnos´ou ko-
rektnej odpovede.

náhodná vzorkaNáhodná vzorka/Random sampling vyuºívame v situácii, ke¤ nevieme h©a-
da´ objekty daných vlastností ale vieme, ºe ich je ve©a. Potom náhodne vybraná
mnoºina kandidátov by s ve©kou pravdepodobnos´ou mala h©adaný objekt obsaho-
va´.

Táto pravdepodobnostná metóda je zaloºená na dvoch jednoduchých faktoch:

Fakt 7.1 Ku kaºdej náhodnej premennej X existuje hodnota, ktorá nie je men-
²ia (vä£²ia) ako E[X]

Fakt 7.2 Ak pre náhodný objekt je pravdepodobnos´, ºe má nejakú vlastnos´, nenu-
lová, potom existuje objekt, ktorý túto vlastnos´ má.

opakovanieZvy²ovanie úspe²nosti opakovaním je realizované zniºovaním pravdepodob-
nosti chyby nezávislým opakovaním behov, resp. len ich £astí, na tom istom vstupe.
Uº sme nieko©ko teoretických výsledkov o tomto prístupe videli v prechádzajúcich
£astiach.

zaokrúh©ovanieOptimizácia a náhodné zaokrúh©ovanie Niekedy je optimaliza£ný problém
´aºký na mnoºine diskrétnych vstupov, ale jeho rie²enie na R je efektívne (napr.
lineárne programovanie). V tejto situácii problém £asto rie²ime tak, ºe relaxuje-
me od diskrétnych hodnôt, vyrie²ime problém v reálnych £íslach a získané rie²enie
vhodne zaokrúhlime.

Kapitolou samou o sebe je derandomizácia�preh©adný a efektívny pravdepodob-
nostný algoritmus "derandomizujeme" na determnistický; vä£²inou simulovaním
v²etkých moºných behov pravdepodobnostného algoritmu.

7.1 Eliminácia protivníka
V tejto £asti sa budeme venova´ metóde eliminácie protihrá£a. Sústredíme sa na
kon²trukciu triedy deterministických algoritmov pre ktoré platí, ºe pre kaºdý vstup
je vä£²ina z nich efektívna. Aplikujeme na dva príklady.

ha²ovaniePre problém ha²ovanie ukáºeme, ºe
• ku kaºdej ha²ovacej funkcii existuje zlý vstup
• existuje trieda ha²ovacích funkcií H taká, ºe pre kaºdý vstup S a náhodnú

ha²ovaciu funkciu h ∈ H, je h(S) "dobre" rozloºené

on line plánova-
nie

Pre problém plánovania ukáºeme, ºe pravdepodobnostný algoritmus dáva kvalita-
tívne lep²ie rie²enie ako ©ubovo©ný deterministický algoritmus.

7.1.1 Ha²ovanie
Uvaºujme problém manaºmentu dát, ke¤ v ²truktúre T vyh©adávame prvky pod©a
k©ú£a k. Operácie, ktoré potrebujeme efektívne realizova´, sú�Search(T,k), In-
sert(T,k), Delete(T,k). Ide o implemntáciu tzv. slovníka, ke¤ na implementáciu
mnoºiny objektov pouºijeme tabu©ku spolu s vhodným ha²ovaním.
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Predpokladáme, ºe
T je tabu©ka s priamym prístupom, T = {0, 1, . . . , m− 1}
U = {0, 1, . . . , d}; |U | ≫ |T | je univerzum

Zaujíma nás taká ha²ovacia funkcia, resp. zobrazenie h : U → T , ktoré kaºdú
mnoºinu S ⊆ U, |S| = n "dobre rozloºí v T": v priemere |S|

|T | = n
m prvkov za-

ha²ovaných do jednej bunky/hodnoty. Táto poºiadavka je prirodzená, ke¤ºe po£et
prvkov zaha²ovaných do jednej bunky má vplyv na zloºitos´ realizácie spomínaných
slovníkových in²trukcií. Ak b-ta bunka osahuje zoznam ` prvkov zaha²ovaných na
hodnotu b, tak zloºitos´ realizácie slovníkových in²trukcií je v najhor²om prípade `,
v o£akávanom prípade `/2.

Od ha²ovacej funkcie h preto vyºadujeme nasledujúce vlastnosti
� dá sa efektívne vypo£íta´
� pre vä£²inu S ⊆ U prvky "rovnomerne rozhadzuje"; inými slovami

T (i) = {a ∈ S | h(a) = i} ⇒ |Ti| = O
(
|S|
|T |

)

Uvedomme si, ºe ni£ lep²ie ºiada´ nemôºeme, nako©ko pre
S = Uh,i = {a ∈ U | h(a) = i}, sa celá mnoºina S zobrazí do jednej
bunky...

Lema 7.3 Nech U = N, T = {0, 1, . . . ,m − 1}, n ∈ N+, h : U → T sp¨¬a:
Pr[h(x) = i] = 1

m . Potom
a. o£akávaný po£et prvkov v jednej bunke je n

m + 1
b. ak n = m, potom Pr[viac ako jeden prvok h(x) = i]) < 1/2

Dôkaz: Nech S = {s1, . . . , sn} je mnoºina prvkov náhodne vybratých z U . Pri
po£ítaní kolízií si pomôºeme náhodnými premennými:

X l
i,j(S) =

{
1, h(si) = h(sj) = l
0, inak

E[X l
i,j ] = Pr[h(si) = l]Pr[h(sj) = l] =

1
m2

Ohrani£íme strednú hodnotu po£tu kolízií v l-tej bunke:

E[X l] =
∑

1≤i<j≤n

E[X l
i,j ] =

∑

1≤i<j≤n

1
m2

=
n(n− 1)

2
1

m2
<

n2

2m2

n = m ⇒ E[X l] < 1/2

Ak sa do l-tej bunky zaha²uje v priemere k prvkov, spôsobí to v priemere
(
k
2

)
kolízií

n2

2m2
> E[X l] =

k(k − 1)
2

>
(k − 1)2

2
⇒ n

m
+ 1 > k

2

Ak je teda n ∼ m, tak o£akávaná zloºitos´ je O(1). Reálne data ale nie sú ve©mi
rovnomerne rozloºené...

univerzálna trie-
da ha²ovacích
funkcií

De�nícia 7.1 Nech H je kone£ná mnoºina ha²ovacích funkcií: U → T = {0, 1, , . . . , m− 1}.
Hovoríme, ºe H je univerzálna trieda funkcií, ak ∀x, y ∈ U, x 6= y

|{h ∈ H | h(x) = h(y)}| ≤ |H|
m
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Veta 7.4 Nech S ⊆ U, |S| = n, H je univerzálna trieda ha²ovacích funkcií. Potom
pre kaºdé x ∈ S a náhodnú ha²ovaciu funkciu h ∈ H pre o£akávanú ve©kos´ mnoºiny
Sx(h) = {a ∈ S | a 6= x, h(a) = h(x)} platí

E[|Sx(h)|] ≤ |S|
|T | =

n

m

Dôkaz: Uvaºujme náhodnú premennú Zx,y(h), ktorá pre ha²ovaciu funciu h iden-
ti�kuje kolíziu medzi x, y a premennú Zx(h), ktorá spo£íta po£et kolízií s prvkom
x. Stredná hodnota Zx(h) ur£uje o£akávaný po£et kolízií.
Zx,y(h) =

{
1, h(x) = h(y)
0, h(x) 6= h(y) E[Zx,y(h)] = Pr[h(x) = h(y)]≤ 1/m

Zx(h) =
∑

y∈S,x6=y

Zx,y(h) E[Zx(h)] =
∑

y∈S,x 6=y

E[Zx,y(h)]≤|S| − 1
m

<
n

m

2

Pojem univerzálnej triedy ha²ovacích funkcií je dobre de�novaný univerzálna trieda
ha²ovacích funkcií existuje. �ahko sa dá ukáza´, ºe sta£í zobra´ v²etky funkcie
U → T .

Lema 7.5 Trieda HU,T = {h | h : U → T} je univerzálna trieda ha²ovacích funkcií.

Dôkaz: Nech |T | = m

• |HU,T | = m|U |

• |H(x, y, i)| = |{h | h(x) = h(y) = i}| = m|U |−2

• |H(x, y)| = {h | h(x) = h(y)} =
∑m−1

i=0 |H(x, y, i)| = m|U |−1 = |HU,T |
m

2

Trieda HU,T v²ak pre praktické ú£ely nie je vhodná, pretoºe
� je príli² ve©ká
� vä£²ina funkcií nemá efektívnu reprezentáciu

Hp
linExistujú ale aj také univerzálne triedy ha²ovacích funkcií, ktoré praktické sú. Zo-

berme ako univerzum U = {0, 1, . . . , p − 1}, ha²ovacia tabu©ka T je ve©kosti m,
pri£om p, m sú prvo£ísla. Ukáºeme, ºe vhodnou univerzálnou triedou ha²ovacích
funkcií je napr. niº²ie de�novaná trieda ha²ovacích funkcií Hp

lin:

ha,b(x) = ((ax + b) mod p) mod m

Hp
lin = {ha,b | a ∈ {1, 2, . . . , p− 1}; b ∈ {0, 1, . . . , p− 1}}

Veta 7.6 Pre kaºdé prvo£íslo p (a £íslo m) je trieda Hp
lin univerzálnou triedou

ha²ovacích funkcií z U = {0, 1, . . . , p− 1} do T = {0, 1, . . . , m− 1}.

Dôkaz: Ozna£me

Hp
lin(x, y) = {ha,b ∈ Hp

lin, ha,b(x) = ha,b(y)}
M(x, y) = {(r, s) ∈ U × U | r 6= s a r ≡ s mod m}

Zrejme |Hp
lin(x, y)| = |M(x, y)|. Potrebujeme ukáza´, ºe ∀x, y : |Hp

lin(x, y)| ≤ |Hp
lin|
m .

Uvaºujme najprv zjednodu²enú verziu h′a,b(x) = (ax + b) mod p.
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1. Ukáºeme, ºe fx,y(a, b) = (h′a,b(x), h′a,b(y)) je bijekcia; a, b
h′a,b! r, s

2. Spo£ítame, ko©ko je k danému r takých s, ºe r 6= s mod p ale r = s mod m

1. Po¤me argumentova´, ºe fx,y je bijekcia. Nech r = h′a,b(x) = (ax+b) mod p, s =
h′a,b(x) = (ay + b) mod p.

x 6= y ⇒ r 6= s Kvôli sporu predpokladajme, ºe x 6= y a r = s. Potom
0 = r − s ≡ a(x− y) mod p

Ke¤ºe p je prvo£íslo, znamenalo by to a ≡ 0 mod p alebo x ≡ y mod p, £o vzh©a-
dom k vo©be a, x, y nie je moºné. Preto x 6= y ⇒ r 6= s. To ale znamená, ºe fx,y

je zobrazenie z {U − {0}}︸ ︷︷ ︸
ls

→ {(r, s)|r, s ∈ U, r 6= s}︸ ︷︷ ︸
rs

. Ke¤ºe |ls| = p(p − 1) = |rs|,

sta£í ukáza´, ºe jedna z fx,y, f−1
x,y je injektívna.

r 6= s ⇒ a 6= b Nech r 6= s. Ke¤ºe p je prvo£íslo, pre x 6= y, 0 ≤ x, y ≤ p − 1 inverzný prvok k
(x− y) existuje :

r − s = a(x− y) mod p ⇒ a = (r − s)(x− y)−1 mod p
⇒ b = (r − ax) mod p

2. Pre x, y vo©ba náhodne zvolenej ha,b jednozna£ne ur£uje dvojicu (r, s) takú, ºe
(r, s) = (h′a,b(x), h′a,b(y)), preto |Hp

lin(x, y)| = |M(x, y)|. K výpo£tu |Hp
lin(x, y)|

preto sta£í spo£íta´, ko©ko je takých r 6= s, ºe r ≡ s mod m.
K jednému r je

⌈
p
m

⌉ ≤ p+m−1
m = p−1

m + 1 takých s, ºe r ≡ s mod m. Preto

|Hp
lin(x, y)| = |M(x, y)| ≤ p(p− 1)

m
=
|Hp

lin|
m

2

Vec �al²ím príkladom je trieda ha²ovacích funkcií, ktorú kon²truujeme k univerzu U(r,m),
kde m je prvo£íslo, r ∈ N

U(m, r) = {x = (x0, . . . , xr); 0 ≤ xi ≤ m− 1, i = 0, . . . , r} = T r+1

Nech α = (α0, . . . , αr) ∈ T r+1; de�nujme

Vec = {hα;α ∈ T r+1}, kde hα(x0, . . . , xr) =

(
r∑

i=0

αixi

)
mod m

Lema 7.7 Vec je univerzálna mnoºina ha²ovacích funkcií
Dôkaz: Ukáºeme, ºe ∀x 6= y je |Hα(x, y)|=|{hα∈Vec | hα(x)=hα(y)}| ≤ |Vec|

m =mr

Ak x 6= y, tak sa tieto vektory lí²ia aspo¬ v jednej zloºke; pre jednoduchos´ nech
x0 6= y0.

hα(x) = hα(y) ⇔ ∑r
i=0 αixi ≡ ∑r

i=0 αiyi mod m
α0(x0 − y0) ≡ ∑r

i=0 αi(yi − xi) mod m

Ke¤ m je prvo£íslo, existuje pre x0 6= y0 inverzný prvok (x0 − y0)−1. Preto

α0 ≡
r∑

i=1

αi(yi − xi)(x0 − y0)−1 mod m

Hodnota α0 je teda jednozna£ne ur£ená hodnotami x, y, α1, . . . , αr, £o znamená, ºe
|Hα(x, y)| ≤ mr. 2

Pozitívne na mnoºine Vec je to, ºe
� vieme efektívne generova´ náhodné hα

� hα sa efektívne po£íta.
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7.1.2 On line algoritmy
On line problém je taký, ke¤ postupnos´ vstupov prichádza postupne a rozhodnutia
treba robi´ priebeºne. Otázka je, nako©ko dobrý môºe by´ algoritmus, ktorý nepozná

kvalita on-line
algoritmov

dopredu budúcnos´ v porovnaní s tým, ktorý celú budúcnos´ pozná dopredu. �o
povaºujeme za kvalitu?

� kvalita rie²enia
� zloºitos´

motiva£né prí-
klady

dispe£ing obmedzený po£et sanitiek/taxíkov/... obsluhuje poºiadavky na¬. Dis-
pe£ér priebeºne rozhoduje, koho kam po²le. Kritéria optimalizácie

• celkový po£et najazdených km
• £as £akania pacientov/pasaºierov -celkový resp. maximalizovaný na jedného

rozvrhovanie/scheduling analogicky - máme nieko©ko strojov rônej kvality a
poºiadavky na ne. Pride©ujeme úlohy strojom, pri£om optimalizujeme

• celkový £as
• priemerné za´aºenie
• £as £akania

on-line algorit-
mus

Majme optimaliza£ný problém U = (I, Sol, m, ciel). Algoritmus A je online pre U ,
ak pre kaºdý vstup x = x1, . . . , xn ∈ I

• x1, . . . , xi je prípustný vstup ∀1 ≤ i ≤ n

• A(x) ∈ Sol(x)
• A(x1, . . . , xi) je £as´ A(x) ∀1 ≤ i ≤ n

vstup x1, . . . , xn Ã výstup y1, . . . , yn, yi = fi(x1, . . . , xi)

CompA(x)Kvalitu algoritmu A meriame vzh©adom k optimálnemu o�-line algoritmu, resp.
jeho cene.

CompA(x) = max
{

OPTU (x)
mA(x)

,
mA(x)

OPTU (x)

}

V prípade aproxima£ných algoritmov de�nujeme chybu a aproxima£ný prah ako
hranicu "najlep²ej" kvality, v prípade on-line algoritmov máme analogické pojmy.

δ-´aºký problémNech δ ≥ 1 je kon²tanta. Hovoríme, ºe on-line algoritmus A je δ-competitive, ak
∀x CompA(x) ≤ δ. On-line problém je δ-´aºký, ak neexistuje d-competitive algorit-
mus na jeho rie²enie pre ºiadne d < δ.

stránkovaniePríklad 7.1 Uvaºujme nasledovný problém stránkovania. Máme cash/bu�er ve©-
kosti k, ostatné stránky sú v pomalej pamäti. Zo vstupu prichádzajú poºiadavky
na stránky. Ak poºadovaná stránka s nie je v bu�ri, musíme niektorú zo stránok
v bu�ri odstráni´/presunú´ a vloºi´/presunú´ tam poºadovanú stránku s; v takom-
to prípade realizujeme presun(resp. fault). Úlohou je zostroji´ on-line algoritmus,
ktorý minimalizuje po£et presunov medzi cash a hlavnou pamä´ou.

za£iatok: s1, . . . , sk v Cash
sk+1, . . . , sn v Main; n ≫ k

in²tancia: postupnos´ indexov i1, i2, . . . , im; 1 ≤ ij ≤ n

cie©: minimalizova´ po£et presunov medzi Cash a Main

Ukáºeme, ºe problém Stránkovania je k-´aºký. Dôkaz spo£íva v popise stratégie
protihrá£protihrá£a, ktorý k ©ubovo©nému algoritmu A skon²truuje "zlý" vstup xA



124 KAPITOLA 7. METÓDY TVORBY RA

1. pri poºiadavke na stránku sk+1 musí algoritmus A presunú´ niektorú stránku
z bu�ra-povedzme stránku s indexom j1

2. po presunutí stránky sj1 potom prichádza od protihrá£a poºiadavka j1; algorit-
mus A premiest¬uje j2
...

Je zrejmé, ºe nech by sme mali akýko©vek algoritmus, takto kon²truovaný vstup k +
1, j1, . . . , jk−1 vyºaduje k presunov. Pritom optimálne�o�ine�rie²enie v prvom
kroku presunie i ∈ {1, . . . , k} − {j1, . . . , jk−1}, preto mu na spracovanie rovnakej
postupnosti sta£í len jeden presun.

CompA(xA) =
costA(xA)
OPT (xA)

=
k

1
= k

¦

De�nícia 7.2 Pravdepodobnostný algoritmus A je pravdepodobnostný online algo-
ritmus pre problém U ak ∀x1 . . . xn ∈ L a ∀1 ≤ i ≤ n− 1

• výstup kaºdého behu A(x1, . . . , xi) je prípustné rie²enie
• pre kaºdý vsup C(x1, . . . , xi), xi+1, kde C(x1, . . . , xi) ∈ M(x1, . . . , xi), v²etky
behy A dopo£ítajú prípustné rie²enie pre x1, . . . , xi+1

vstup x1 . . . xixi+1 Ã výstup y1, . . . , yi+1

yi+1 = fi+1(x1, . . . , xi+1) = gi+1(fi(x1, . . . , xi), xi+1)

Pre in²tanciu vstupu X máme
SA,X je mnoºina výpo£tov A na X
ProbA,X je odpovedajúce pravdepodobnostné rozdelenie na SA,X

ZX(C) = CompC(X) je náhodná premenná v (SA,X , P robA,X)

Kvalitu meriame o£akávanou hodnotou
Exp−CompA(X) = E[ZX ]
Nech δ ∈ R. Hovoríme, ºe A je E[δ]-competitive, ak Exp − CompA(X) =

E[ZX ] ≤ δ
Nech h : N → R≥1. Hovoríme, ºe A je Exp[h]-competitive, ak Exp −

CompA(X) = E[ZX ] ≤ h(|x|)

Cie©om tejto £asti je na probléme rozvrhovania ukáza´, ºe existujú problémy, pre
ktoré pravdepodobnostný algoritmus dosahuje lep²iu kvalitu ako najlep²í moºný
deterministický algoritmus.

problém Problém Rozvrhovanie predpokladá

• máme m rôznych (typov) strojov M1, . . . , Mm, pri£om z kaºdého typu stroja
je len jeden kus

• job je m úloh A1, . . . , Am reprezentovaných permutáciou indexov i1, . . . , im;
job (i1, . . . , im) znamená, ºe
� úlohy treba po£íta´ v poradí A1, . . . , Am; najskôr jednu úlohu dokon£i´,

potom druhú za£a´
� Aj sa musí rie²i´ na stroji Mij

� idealizovane predpokladáme, ºe výpo£et na kaºdom stroji trvá presne
jednotku £asu

Unit(m,d), resp. skrátene U(m, d)
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vstup: m typov strojov, d jobov(m-tíc úloh)
výstup: pridelenie úloh jednotlivým strojom v diskrétnom £ase tak, aby kaºdý robil

vºdy len na jednej úlohe a aby príslu²ná úloha mala k dispozícii v²etky
potrebné výsledky (zachovanie poradia)

Budeme uvaºova´ najjednoduch²iu verziu úlohy U(m, 2). Vstupom sú dva vek-
tory α = (i1, . . . , im) a β = (j1, . . . , jm). Predstavme si ich ako m × m mrieºku
G(α, β)[j, k], pri£om riadky odpovedajú β, st¨pce α. Kolízia nastáva, ak G[k, `] =
jk = i`

�ahko vidno, ºe ak úlohy j1, . . . , jk−1 a i1, . . . , j`−1 skon£ili naraz a jk 6= i`, potom
moºno úlohy jk a i` po£íta´ paralelne; inak jedna z nich musí po£ka´.

Do mrieºky na miesta kolízií dáme zna£ku.
Hýba´ sa moºno smerom doprava a dole a to
po riadkoch, st¨pcoch a diagonálach, ak tam
nie je zna£ka. Priradenie je cesta z ©avého hor-
ného do pravého spodného rohu.

Pohyb po horizontálnej ²ípke aj pohyb po ver-
tikálnej ²ípke odpovedajú tomu, ºe jedna úlo-
ha stojí. Ke¤ºe máme ²tvorcovú mrieºku, je
po£et vertikálnych a horizontálnych ²ípok na
kaºdej ceste rovnaký.

Majme teda cestu S
delα(S), po£et vertikálnych hrán na ceste S
delβ(S), po£et horizontálnych hrán na ceste S

}
delay(S) = delα(S) = delβ(S)

cost(S) = m + delay(S) = m +
delα(S) + delβ(S)

2

Fakt 7.8 Pre m ∈ N má kaºdá in²tancia (α, β) pre U(m, 2) presne m kon�iktov,
pri£om v kaºdom riadku a kaºdom st¨pci je práve jeden kon�ikt.

Najprv ukáºeme, ºe vieme kon²truova´ zlé vstupy.

Lema 7.9 Nech m = 0 mod 8. Pre kaºdý online algoritmus A rie²iaci U(m, 2)
existuje taká in²tancia I = ((1, 2, . . . , m), β), ºe

cost(A(I)) ≥ m +
m

8

Dôkaz: Popí²eme stratégiu protivníka, ktorý bude uklada´ kon�ikty tak, ºe £as´
cesty, ktorá prejde za m/2 ty riadok a m/2-ty st¨pec, pouºije aspo¬ polovicu hrán,
ktoré nie sú diagonálne. To bude znamena´, ºe nabrala zdrºanie aspo¬ polovicu z
1
2

m
2 , £o je poºadovaných m/8.

Kon²truujeme β = j1, . . . , jm

• j1 = 1 spôsobí, ºe máme kon�ikt. Algoritmus môºe zna£ku obís´ po vertikálnej
alebo horizontálnej hrane, oboje spôsobí prírastok 1 do príslu²nej delα(S)
alebo delβ(S)

• Ak algoritmus obi²iel zna£ku po horizontálnej hrane, α má rie²i´ úlohu 2, β
úlohu 1�toto sa dá rie²i´ paralelne. Sme v pozícii, ke¤ α ide rie²i´ úlohu 3 a
my (protihá£) chceme, aby aj β rie²ila úlohu 3�dáme teda j2 = 3



126 KAPITOLA 7. METÓDY TVORBY RA

• Ak algoritmus obi²iel zna£ku po vertikálnej hrane, α má rie²i´ úlohu 1, β novú
úlohu j2. Aby sa to dalo rie²i´ paralelne, poloºíme j2 = m a potom vo©ba
j3 = 2 spôsobí opä´ kon�ikt.

Takto postupujeme ¤alej. Ak algoritmus obchádza prekáºku po horizontálnej hrane,
doplníme na príslu²né miesto v β prvok z mnoºiny {1, 2, . . . ,m/2}. Ak ju obíde po
vertikálnej hrane, budeme vklada´ prvok z mnoºiny {m/2 + 1, . . . ,m} 2

Teraz odhadneme zloºitos´ najlep²ieho o�ine deterministického algoritmu. Vezme-
me mnoºinu konkrétnych deterministických stratégií, spo£ítame strednú hodnotu
pri ich pouºití. Potom optimálny algoritmus nemôºe by´ hor²í ako táto stredná
hodnota.

Lema 7.10 Nech m ∈ N. Pre kaºdý vstup I do U(m, 2) platí

Opt(I) ≤ m +
√

m

Dôkaz: Kvôli zjednodu²eniu uvaºujme m = k2.

Pre i = 0, 1, . . . , k ozna£me
Di diagonálu, ktorá ide z (0, i) do ((m− i,m))
D−i diagonálu, ktorá ide z (i, 0) do ((m,m−i))

Stratégia A(i), i ∈ {−√m, . . . , 0, . . . ,
√

m},
príde po obvode k diagonále Di, potom sa
snaºí ís´ po diagonále Di a následne po ob-
vode najkrat²ou cestou do pravého spodného
rohu. Ak sú na diagonále prekáºky, obchádza
ich jednou horizontálnou a jednou vertikálnou
hranou.

Analogicky stratégia A(−i) (pozri obr.)

Pre cenu stratégie A(i) potom platí
cost(A(i)) = |i|+ (m− |i|) + |i|+ po£et prekáºok = m + |i|+ po£et prekáºok︸ ︷︷ ︸

zdrºanie
Ke¤ºe je po£et v²etkých prekáºok (v mrieºke) m, pre sú£et diagonálnych stratégií
dostávame

m +

√
m∑

i=−√m

|i| = m + 2

√
m∑

i=1

|i| = m + 2
√

m(
√

m + 1)
2

= 2m +
√

m

Priemerný po£et zdrºaní je potom
2m +

√
m

2
√

m + 1
<

2m +
√

m

2
√

m
=
√

m + 1/2
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Existuje teda algoritmus so zdrºaním nanajvý² √m a optimálny od neho nemôºe
by´ hor²í. Preto Opt(I) ≤ m +

√
m. 2

Na základe lemy 7.9 a lemy 7.10 máme nasledujúce tvrdenie.

Veta 7.11 Problém U(m, 2) je (9/8− ε)-´aºký.

Dôkaz: Z lemy 7.9 vieme, ºe ku kaºdému algoritmu A existuje in²tancia I, na ktorej
je costA(I) ≥ m+ m

8 . Lema 7.10 zas ohrani£uje cenu optimálneho algoritmu. Preto

CompA(I) =
costA(I)
Opt(I)

≥
9
8m

m +
√

m
=

9
8


1− 1√

m + 1︸ ︷︷ ︸
ε




2

A teraz kone£ne ten pravdepodobnostný algoritmus

Algoritmus 39 DIAG
1: náhodne zvo© i ∈ {−√m, . . . ,

√
m}

2: rie² stratégiou A(i)

Veta 7.12 Algoritmus DIAG je pravdepodobnostný online, pri£om pre kaºdú in-
²tanciu vstupu I do U(m, 2) platí

ExpCompDIAG(I) ≤ 1 +
1√
m

+
1

2m

Dôkaz: Na základe predchádzajúcich úvah
• o£akávaný po£et zdrºaní pre stratégiu A(i) je nanajvý² d√me+ 1/2.
• o£akávaný £as je nanajvý² m + d√me+ 1/2
• Opt ≥ m

ExpCompDIAG(i) =
o£akávaná cena

Opt(I)
≤ o£akávaná cena

m
≤ m + d√me+ 1/2

m
= 1+

1√
m

+
1

2m

2

záveromO probléme U(m, 2) sme ukázali
� je (9/8− ε)-´aºký
� existuje pravdepodobnostný algoritmus s ExpComp nanajvý² 1 + 1√

m
+ 1

2m
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7.2 Metóda odtla£kov
Ako sme uº povedali, metóda odtla£kov sa pouºíva, ke¤ nás zaujíma rovnos´/ekvivalencia
nejakých komplexných objektov.

1. Vezmeme mnoºinu M vhodných zobrazení úplných reprezentácií do £iasto£-
ných reprezentácií (napr. N → PRIM(n2))
h ← random(M)

2. vypo£ítame redukované reprezentácie h(O1), h(O2); tomu sa hovorí odtla-
£ok/stopa/�ngerprint

3. porovnáme skrátené reprezentácie
if h(O1) = h(O2) then return ("ekvivalentné")
else return ("nie sú ekvivalentné")

K úspe²nému pouºitiu potrebujeme
• h(O) efektívne po£ítate©né
• porovnanie h(O1)

?= h(O2) efektívne vypo£itate©né
• existenciu dostato£ne ve©kej mnoºiny kandidátov/svedkov v M , ktorí v prí-

pade O1 6= O2 potvrdzujú, ºe O1 6= O2

Dôraz je na kon²trukcii mnoºiny kandidátov M . Jej kardinalita je ur£ená d¨º-
kou/komplexnos´ou popisu jednotlivých objektov a tak proti sebe idú snaha o do-
stato£né mnoºstvo kandidátov a snaha o krátky popis.

7.2.1 Porovnávanie databáz
Aplikáciou tejto metódy je Algoritmus 29 na porovnanie dvoch vzdialených databáz.
Analogickým spôsobom môºme rie²i´ viaceré podobné príklady

Príklad 7.2 Majme vzdialené databázy. X, Ui, Vj ozna£ujú pod©a kontextu re´azec
ale aj £íslo s binárnym zápisom X, resp. Ui, Vj

RI : X = x1 . . . xn

RII : U = {U1, . . . , Uk}; Ui ∈ {0, 1}n

Zaujíma nás, £i X ∈ U .
Mnoºina zobrazení/vytváraní odtla£kov vzniká vyuºitím prvo£ísel � pre prvo£íslo p
ozna£uje hp funkciu, ktorá ako odtla£ok berie mod p

M = {hp | p ∈ PRIM(n2)}

Algoritmus je jasný

Algoritmus 40 � Test X ∈U
RI:
1: náhodne vyber hp ∈ M
2: s ← X mod p
3: po²li s, p druhému po£íta£u RII

RII:
1: vypo£ítaj qi ← Ui mod p
2: if s ∈ {q1, . . . , qk} then return "X ∈ U"
3: else return "X/∈ U"

chyba
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Je zrejmé, ºe ke¤ X ∈ U , ©ubovo©ná vo©ba hp (výpo£et C(p)) vedie ku korektnej
odpovedi. Chyby sa môºme dopusti´ len vtedy, ak X /∈ U ale existuje Ui tak, ºe
X ≡ Ui mod p. Vieme, ºe pre konkrétne i je po£et takýchto "zlých" prvo£ísel
nanajvý² n− 1, pri£om n je d¨ºka zápisu X. Ak teda ozna£íme

Ai = {p | p ∈ PRIM(n2) & s = qiv behu C(p)}

A =
k⋃

i=1

Ai

tak

Error(X, U) = Prob(A) =
k∑

i=1

Prob(Ai) ≤
k∑

i=1

2 ln n

n
= k · 2 ln n

n

Pre k ≤ n
4 ln n je pravdepodobnos´ chyby nanajvý² 1/2. Inými slovami, ak mohut-

nos´ mnoºiny U je nanajvý² n
4 ln n , je Algoritmus 7.2 Monte Carlo algoritmus s

jednosmernou chybou.

Analogicky rie²ime problém neprázdneho prieniku dvoch databáz.
Príklad 7.3 Majme vzdialené databázy
RI : V = {V1 . . . V`}; Vi ∈ {0, 1}n

RII : U = {U1, . . . , Uk}; Ui ∈ {0, 1}n

Zaujíma nás V
⋂

U
?= ∅.

Algoritmus 41 � Test V∩U
RI:
1: náhodne vyber hp ∈ M
2: si ← Vi mod p
3: po²li s1, . . . , s`, p druhému po£íta£u RII

RII:
1: vypo£ítaj qi ← Ui mod p
2: if {s1, . . . , s`} ∩ {q1, . . . , qk} = ∅ then return "V ∩ U = ∅"
3: else return "V ∩ U 6= ∅"

komunikáciaAlgoritmus prekomunikuje (` + 1)2dlog ne bitov.

chybaJe zrejmé, ºe ke¤ V ∩ U = ∅, ©ubovo©ná vo©ba hp (výpo£et C(p)) vedie ku korektnej
odpovedi. Chyby sa môºme dopusti´ len vtedy, ak V ∩U 6= ∅, ale existujú Ui, Vj tak,
ºe Ui ≡ Vj mod p. Ak teda ozna£íme Bi udalos´, ke¤ si ∈ {q1, . . . , qk}, tak

Error(V, U) = Prob(
⋃̀

i=1

Bi) ≤
∑̀

i=1

k · 2 ln n

n
= `k · 2 ln n

n

Pre `k = o( n
ln n ) máme Monte Carlo algoritmus s jednosmernou chybou.

Uvedomme si, ºe ak zvä£²íme mnoºinu M tak, ºe budeme uvaºova´ prvo£ísla p ∈
PRIM(nd), po£et "zlých" prvo£ísel sa nezmení, ale zmen²í sa pravdepodobnos´
chyby. Pre X = x1 . . . xn, Y = y1 . . . yn totiº

Pr[X ≡ Y mod p | X 6= Y ] ≤ n− 1
Prim(nd)

≤ d ln n

nd−1

Vo v²etkých uvedených príkladoch sme objekty porovnávali na základe "odtla£kov",
ktorými boli zvy²ky po delení prvo£íslom. Iným prístupom je Freivaldsova metóda,
ktorá ako odtla£ky pouºíva hodnotu polynómu/matice/funkcie v bodoch.
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7.2.2 Freivaldsova metóda - ekvivalencia polynómov
Príkladom vyuºitia Freivaldsovej metódy bol Algoritmus 32 na porovnanie AB = C

pre matice A,B,C. Zvolili sme náhodný vektor α a odpove¤ na otázku AB
?= C sme

spravili na základe výsledku porovnania ABα
?= Cα. Analogický postup môºme

vyuºi´ pre porovnávanie polynómov (a iných ²truktúr, ktoré sa na porovnanie po-
lynómov dajú transformova´).

Vstupom sú polynómy P1(X), P2(X) stup¬a nanajvý² n. Zaujíma nás, £i P1(X) =
P2(X). Ak chceme deterministický algoritmus na porovnanie polynómov, vyuºijeme
ich "normálny tvar"

P (X) =
n∑

i=0

ciX
i

resp.

Q(x1, . . . , xn) =
d∑

i1=0

. . .

d∑

in=0

ci1 · · · cin
x

i1···xin
n

1

pre polynóm Q(x1, . . . , xn) n premenných, z ktorých kaºdá môºe by´ stup¬a na-
najvý² d. Toto deterministické porovnanie má tú nevýhodu, ºe "normálny" tvar
môºe by´ aº exponenciálne dlhý vzh©adom k zadanému tvaru polynómu; napr.
(x1 + x2)(x1 + x3) · · · (x1 + xn)

Uvaºujme tento jednoduchý algoritmus

Algoritmus 42 � Test P1(X) = P2(X)
Nech polynómy P1, P2 stup¬a n majú premenné z po©a F , nech S ⊆ F , |S| ≥ n + 1
1: náhodne vyber r ∈ S
2: p1 ← P1(r), p2 ← P2(r)
3: if p1 = p2 then return "P1(X) = P2(X)"
4: else return "P1(X) 6= P2(X)"

chyba Potrebujeme odhadnú´ pravdepodobnos´ chybnej odpovede. Ak sú polynómy rov-
naké, chyby sa evidentne nedopustíme. Chyba nastane vtedy, ak pre polynóm
Q(X) = P1(X)−P2(X), ktorý nie je identicky rovný 0, zvolíme r tak, ºe Q(r) = 0.

Fakt 7.13 Polynóm stup¬a d má nanajvý² d rôznych kore¬ov.

Na základe faktu 7.13 je pravdepodobnos´ chyby nanajvý² n
|S| . Ak chceme chybu

zmen²i´, môºme zvä£²i´ mnoºinu S, resp. opakova´ nieko©ko behov algoritmu. Uve-
domme si, ºe ak Q(X) 6= 0, potom n + 1 behov s rôznymi hodnotami r to musí
potvrdi´.

"ponau£enie" Zhrnutím dostávame, ºe test na rovnos´ polynómov P1(X) ?= P2(X) je rozumné
transformova´ na test P1(X)− P2(X) ?= 0

Pri prechode k polynómom viacerých premenných vyuºijeme nasledujúcu vetu.

Veta 7.14 (Schwartz-Zippel) Nech Q(x1, . . . , xn) ∈ F [x1, . . . , xn] je polynóm
viacerých premenných celkového stup¬a d. Nech S ⊆ F a r1, . . . , rn sú náhodne
vybraté z S. Potom

Pr[Q(r1, . . . , rn) = 0 | Q(x1, . . . , xn) 6= 0] ≤ d

|S|
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Dôkaz: Postupujeme indukciou vzh©adom na po£et premenných n.
n=1 Polynóm stup¬a d má nanajvý² d rôznych kore¬ov. X

n>1Nech k ≤ d je maximálny stupe¬ exponentu premennej, povedzme ºe je to x1.
Potom

Q(x1, . . . , xn) =
k∑

i=0

xi
1Qi(x2, . . . , xn)

Vzh©adom na výber vieme, ºe
� koe�cient Qk(x2, . . . , xn) pri xk

1 nie je nula
� stupe¬ polynómu Qk(x2, . . . , xn) je nanajvý² d− k

� pravdepodobnos´, ºe Qk(r2, . . . , rn) = 0 je nanajvý² d−k
|S|

Nech teda Qk(r2, . . . , rn) 6= 0. Uvaºujme polynóm

q(x1) = Q(x1, r2, . . . , rn) =
k∑

i=0

xi
1Qi(r2, . . . , rn)

Stupe¬ polynómu q(x1) je nanajvý² k, nie je identicky rovný 0, preto

Pr[q(r1) = 0 |q(x1) 6≡ 0] ≤ k

|S|

Vyuºijúc Pr[A] ≤ Pr[A|B] + Pr[B] dostávame

Pr[Q(r1, . . . , rn) = 0 | Q(x1, . . . , xn) 6= 0] ≤ d− k

|S| +
k

|S| =
d

|S|
2

Ak po£ítame mod p, kde p je prvo£íslo, chybu môºme odhadnú´ pomocou nasle-
dujúcej lemy.

Lema 7.15 Nech p je prvo£íslo, Q(x1, . . . , xn) 6= 0 polynóm nad Zp, d ∈ N je
maximálny stupe¬ premených. Potom Q má nanajvý² n · d · pn−1 kore¬ov.

Dôkaz: Analogicky ako v predchádzajúcom dôkaze-indukcia cez po£et premenných.
n=1Po£et kore¬ov je nanajvý² d = ndpn−1

n>1Q(x1, . . . , xn) =
∑d

i=0 xi
1Qi(x2, . . . , xn). Ak Q(α1, . . . , αn) ≡ 0 mod p, tak alebo

(a) Qi(α2, . . . , αn) ≡ 0 mod p pre kaºdé i, alebo
(b) Qj(α2, . . . , αn) 6= 0 mod p, pri£om α1 je kore¬om polynómu

q(x1) = Q0(α2, . . . , αn) + x1Q1(α2, . . . , αn) + · · ·+ xd
1Qd(α2, . . . , αn)

Spo£ítame obe moºnosti zvlá²´. Ke¤ºe Q(x1, . . . , xn) 6≡ 0, musí existova´ taký in-
(a)dex k, ºe polynóm Qk(x2, . . . , xn) 6≡ 0. Ten má pod©a IP nanajvý² (n − 1)dpn−2

kore¬ov takých, ºe Qi(α2, . . . , αn) ≡ 0 mod p. Ke¤ dovolíme α1 ©ubovo©ne, je
po£et kore¬ov (α1, . . . , αn) v prípade (a) nanajvý² (n− 1)dpn−1.

(b)Polynóm q(x1) je polynóm jednej premennej stup¬a d, preto má nanajvý² d kore-
¬ov. V tomto prípade máme teda nanajvý² dpn−1 kore¬ov.

Celkovo teda je kore¬ov nanajvý²

(n− 1)dpn−1 + dpn−1 = ndpn−1
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2

Algoritmus 42 ©ahko upravíme na Monte Carlo algoritmus s jednosmernou chybou,
ktorý rie²i porovnanie polynómov viacerých premenných.

Algoritmus 43 AQP
Polynómy P1, P2 n premenných nad Zp, maximálny stupe¬ jednotlivých premen-
ných d, prvo£íslo p

1: náhodne vyber α ∈ {0, 1}n

2: hα(P1) ← P1(α) mod p
3: hα(P2) ← P2(α) mod p
4: if hα(P1) = hα(P2) then return "P1 ≡ P2"
5: else return "P1 6≡ P2"

Pravdepodobnos´, ºe v prípade Q() = P1() − P2() 6≡ 0 zvolíme náhodne α tak, ºe
Q(α) 6≡ 0, je (pre£o?) aspo¬

(
1− ndpn−1

pn

)
=

(
1− nd

p

)
.

Uvedený algoritmus môºme vyuºi´ na pravdepodobnostné zodpovedanie otázky, £i
má daný bipartitný graf G(U, V, E), E ⊆ U×V úplné párovanie (perfect matching)1.

úplné párovanie Úplné párovanie je zrejme moºné len vtedy, ke¤ |U | = |V |. Predpokladáme teda,
ºe U = {u1, . . . , un}, V = {v1, . . . , vn}. Úplné párovanie je vtedy dané permutáciou
π, ktorá hovorí, ºe v párovaní sú hrany (ui, vπ(i)). Vyuºijeme Edmondsonovu vetu

Veta 7.16 (Edmondson) Nech A je matica typu n×n, ktorú k bipartitnému grafu
G(U, V,E) skon²truujeme nasledovne

A[i, j] =
{

xij , (ui, vj) ∈ E
0, (ui, vj) /∈ E

De�nujme polynóm Q(x11, . . . , xnn) = det(A).2 Potom G má úplné párovanie práve
vtedy ak Q 6≡ 0.

Dôkaz: det(A) =
∑

π∈S(n)−1sgn(π)A[1, π(1)]A[2, π(2)] . . . A[n, π(n)]; tu S(n) je sy-
metrická grupa permutácií a sgn(π) je parita po£tu výmen, ktorými z identickej
permutácie dostaneme permutáciu π. Ke¤ºe kaºdé xij je v matici nanajvý² raz,
sumáciou sa nemôºu "vynulova´". Preto determinant nie je identicky rovný 0 prá-
ve vtedy, ke¤ existuje permutácia, pre ktorú je príslu²ný £len nenulový. To je ale
ekvivalentné tomu, ºe

A[1, π(1)] 6= 0 ⇒ (1, π(1)) ∈ E
A[2, π(2)] 6= 0 ⇒ (2, π(2)) ∈ E

. . .
A[n, π(n)] 6= 0 ⇒ (n, π(n)) ∈ E





úplné párovanie

2

Determinant je polynóm, preto testovanie determinantu je testom polynómu na nulu
a na to máme pravdepodobnostný test. Vyuºitie tohto prístupu�súvis párovania
a determinantu matice/polynómu�je skôr v kon²trukcii paralelného algoritmu na
h©adanie úplného párovania.

1Párovanie je taká mnoºina hrán, v ktorej je kaºdý vrchol obsiahnutý nanajvý² raz. Párovanie
je úplné, ak je v ¬om kaºdý vrchol obsiahnutý práve raz.

2det(A) ozna£uje determinant matice A.
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7.2.3 Porovnávanie re´azcov
Venujme sa teraz problému porovnávania/vyh©adávania textov (pattern matching).

vstup: X = x1 . . . xn xi ∈ Σ
Y = y1 . . . ym yj ∈ Σ

výstup k pozícia výskytu Y v X: xk . . . xk+m−1 = Y
k = n−m + 2 znamená, ºe Y sa v X nevyskytuje

"Klasické" deterministické prístupy sú dva
1. O(n·m) "brute force" algoritmus zaloºený na prikladaní Y postupne na pozície

1, 2 aº n−m + 1
2. O(n + m) algoritmus vyuºívajúci predspracovanie Y

Predspracovanie vzorky zadanej re´azcom znakov

vsuvka - pred-
spracovanie
vzorky

Predstavme si, ºe priloºíme vzorku k textu tak, ºe za£ína na pozícii p. Nech sa
zhoduje s textom na pre�xe d¨ºky i. Ak sa nasledujúci (i+1)-ý symbol vzorky lí²i od
odpovedajúceho symbolu textu, musíme vzorku v texte posunú´. Vieme poveda´,
o ko©ko symbolov? Poloºme túto otázku inak � ko©ko uº pre£ítaných symbolov
textu môºme povaºova´ za za£iatok vzorky? Predpokladajme, ºe odpove¤ou na
túto otázku je hodnota funkcie f :
Pre �xovanú vzorku b1b2 . . . bm nech f(i) je maximálna d¨ºka vlastného su�xu re´azca
b1b2 . . . bm, ktorý sa rovná pre�xu tohto re´azca

f(i) = max{j | b1b2 . . . bj = bi−j+1 . . . bi}
a1a2 . . . apap+1. . . ap+i−1 . . . an

b1b2 . . . bi

b1 . . . bf(i)

Predstavme si, ºe pri £ítaní textu postupne z©ava doprava máme v premennej i
index pozície £ítaného symbolu a premenná dlzka obsahuje maximálnu d¨ºku su�xu
doteraz pre£ítanej £asti textu, ktorú môºme povaºova´ za za£iatok vzorky. Vedeli
by sme de�nova´ funkciu update, ktorá by na základe i (resp. ai) a dlzka vypo£ítala
novú hodnotu dlzka tak, aby odpovedala pre£ítaniu symbola ai zo vstupu?
Ak by sme poznali funkciu f , tak pomerne ©ahko. Ak sa posledných dlzka sym-

bolov pre£ítaného textu rovná b1 . . . bdlzka a ak pre£ítaný symbol je bdlzka+1, tak
novou hodnotou dlzka bude dlzka + 1. Inak je nová hodnota dlzka ur£ená na zá-
klade toho, ako by bola zmenená, keby jej hodnota bola f(dlzka).

Algoritmus 44 Výpo£et update pri znalosti chybovej funkcie f
1: update(x, 0) ← 0 pre x 6= b1

2: update(b1, 0) ← 1
3: for dlzka := 1 to m do
4: update(bdlzka+1, dlzka) ← dlzka + 1
5: update(b, dlzka) ← update(b, f(dlzka)) pre b 6= bdlzka+1

Osatáva vypo£íta´ chybovú funkciu f . Pri jej výpo£te si treba uvedomi´, ºe ak
f(i + 1) = s, potom platí

b1b2 . . . bs = bi−s+2 . . . bi+1 ale aj b1b2 . . . bs−1 = bi−s+2 . . . bi
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Algoritmus 45 Výpo£et chybovej funkcie f
1: f(1) ← 0
2: for i:=2 to m do
3: l ← f(i− 1)
4: while (bl+1 6= bi) ∧ (l > 0) do l ← f(l)
5: if (bl+1 6= bi) ∧ (l = 0) then f(i) ← 0
6: elsef(i) := l + 1

Preto s ≤ f(i) + 1

Korektnos´ rie²enia je zrejmá z predchádzajúcej diskusie. Zloºitos´ získame na
základe analýzy zloºitosti algoritmov 44 a 45.

• zloºitos´ výpo£tu tabu©ky hodnôt f(n) súvisí s po£tom modi�kácií globálnej
premennej l. Ke¤ºe táto ²tartuje s po£iato£nou hodnotou 0 a v priebehu
výpo£tu je bu¤ zmen²ovaná (príkazom l ← f(l) v riadku 4) alebo zvý²ená o 1
nanajvý² raz v cykle pre i(v riadku 6), je zloºitos´ výpo£tu chybovej funkcie
O(m).

• zloºitos´ou výpo£tu tabu©ky pre funkciu update je úmerná ve©kosti "tabu©ky",
ktorou je update zadaná, a preto je O(m).

• Zloºitos´ samotného výpo£tu je zrejme O(n).

Fakt 7.17 Celková zloºitos´ algoritmu vyh©adávania vzorky v texte s chybovou fun-
kciou je O(m + n).

vzorka pomocou
odtla£kov

Metódu odtla£kov vieme vyuºi´ v (asymptoticky) neefektívnej²ej verzii determinis-
tického algoritmu� vzorku Y budeme postupne priklada´ na jednotlivé pozície v X,
porovnanie príslu²ných podre´azcov v²ak spravíme cez ich odtla£ky získané funkciou
Op. Opä´ vyuºijeme po£ítanie modulo prvo£íslo p.

Pre jednoduchos´ predpokladáme, ºe Σ = {0, 1}. Potom re´azec d¨ºky m môºme
vníma´ ako binárny zápis £ísla a jeho odtla£kom bude zvy²ok po delení prvo£íslom
p. Nech X(j) ozna£uje £íslo, ktorého binárny zápis je podre´azec d¨ºky m re´azca
X, ktorý za£ína na pozícii j; analogicky Y .
Vezmime prvo£íslo p ≤ τ náhodne, Op(X) = X mod p. Ak by sme rovnos´

odtla£kov povaºovali za de�nitívne ur£enie pozície, na ktorej sa Y v X nachádza,
chyba algoritmu by bola

n−m+1∑

j=1

Pr[Op(Y ) = Op(X(j))]

Ke¤ºe pre binárne £íslo d¨ºky m máme nanajvý² m − 1 "zlých" prvo£ísel, môºme
písa´

n−m+1∑

j=1

Pr[Op(Y ) = Op(X(j)) | Y 6= X(j)] <
nm

Prim(τ)
= O

(
nm log τ

τ

)
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To pri vo©be τ = f(n,m) = n2m log n2m dáva pravdepodobnos´ chyby MC algorit-
mu s jednosmernou chybou

nm log(n2m log n2m)
n2m log n2m

≤ log(n2m)2

log n2mn
=

2 log n2m

n log n2m
=

2
n

resp. O(1/n).

Algoritmus 46 String(f(n,m))
. f ur£uje ve©kos´ pouºitých prvo£ísel

1: náhodne vyber p ∈ PRIM(f(n,m))
2: Op(Y ) ← Y mod p
3: Op(X(0)) ← Num(x1 . . . xm−1) mod p
4: k ← 1
5: while k<n-m+1 do
6: Op(X(k)) ← (2[Op(X(k − 1))− xk−12m−1 mod p] + xk+m−1) mod p

. Op(X) ← X(k) mod p; x0 = 0
7: if Op(Y ) = Op(X(k)) then
8: if Y = X(k) then return "Y sa vyskytuje od pozície k"

. z pravdepodobnostného algoritmu robíme deterministický
9: else k ← k + 1

10: return "Y sa v X nevyskytuje"

Ak v²ak rovnos´ odtla£kov pouºijeme len ako indikáciu potenciálneho výskytu Y v X
a skuto£nos´ overíme "priloºením" Y na príslu²nú pozíciu, dostaneme algoritmus
Las Vegas, ktorého kaºdá odpove¤ je korektná. V tomto prípade má zmysel sa
pýta´, aká je jeho o£akávaná £asová zloºitos´.

Pri realizácii algoritmu vyuºívame efektívne po£ítanie X(j) mod p, ktoré vychádza
z rovnosti

X(j + 1) = 2[X(j)− 2m−1xj ] + xj+m

£asAnalyzujme Las Vegas verziu (Algoritmus 46). O£akávaná zloºitos´ je

O


 (n + m)

(
1− 1

n

)

︸ ︷︷ ︸
ºiaden potenciálny výskyt

+ mn

(
1
n

)

︸ ︷︷ ︸
overovanie na kaºdej pozícii


 = O(n + m)

modi�kácia Las
Vegas

Upravme algoritmus tak, ºe po falo²nej zhode vygenerujeme prvo£íslo p náhodne.
Potom pravdepodobnos´ toho, ºe spravíme viac ako t re²tartov, je nanajvý² 1

nt
.

Úloha: Porovnajte £as Las Vegas verzie a deterministického algoritmu s chybovou
funkciou.

7.2.4 Interaktívne dôkazy*
Poslednou (na²ou) aplikáciou metódy odtla£kov sú tzv. interaktívne dôkazy. Pred-
pokladajme, ºe niekto tvrdí, ºe pozná dôkaz. Na²ou úlohou je sa presved£i´, ºe
ho pozná bez toho, aby nám ho celý ukázal. Môºme vidie´ iba "odtla£ok" tohto
dôkazu, pri£om odtla£kom sú odpovede na otázky, ktoré budeme klás´. Kvalita
dôkazov, ktoré takýmto spôsobom dokáºeme overi´, zrejme závisí od kvantity od-
povedí a kvality otázok. Ukáºeme jeden ilustra£ný príklad�problém izomor�zmu
a neizomor�zmu grafov.3

3Grafy G1 = (V, E1), G2 = (V, E2) sú izomorfné, ak existuje permutácia π taká, ºe (i, j) ∈
E1 ⇔ (π(i), π(j)) ∈ E2
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Problém izomor�zmu grafov(GI): dvojicu vstupných grafov (G1, G2) akceptu-
jeme, ak sú izomorfné. �ahko vidno, ºe tento problém patrí do NP: uhádneme
izomor�zmus τ a overíme rovnos´ τ(G1) = G2.

Problém neizomor�zmu grafov(GNI) dvojicu vstupných grafov (G1, G2) ak-
ceptujeme, ak nie sú izomorfné. Tento problém je z co−NP. Nemáme krátke
dôkazy, asi je to ´aº²ie....

Na dokazovanie pouºijeme systém dvoch hrá£ov/algoritmov.
IP interaktívny
dôkaz V-veri�er je pravdepodobnostný polynomiálny algoritmus, ktorý sa snaºí overi´,

ºe grafy G1, G2 nie sú izomorfné. Môºe pritom klás´ otázky dôkazu P

P-proover je algoritmus, ktorému neohrani£ujeme výpo£tovú silu. Zakáºeme mu
jediné a to prístup k náhodným bitom algoritmu V

výpo£et je komunikácia medzi nimi, pri£om posledné slovo má V. Vyºadujeme
� ak G1, G2 nie sú izomorfné, potom P má ²ancu presved£i´ V
� ak G1, G2 sú izomorfné, potom akáko©vek snaha P vedie k akceptovaniu
na strane V s pravdepodobnos´ou nanajvý² 1/2

Takémuto komunika£nému algoritmu hovoríme interaktívny dôkaz. Kon²trukcia
komunika£ného protokolu (IP) pre V a P na rie²enie problému neizomor�zmu grafov
GNI je jednoduchá.

IP pre GNI
V pracuje takto

� uhádne i ∈ {1, 2} a permutáciu τ

� vypo£íta H = τ(Gi)

� po²le H do P a spýta sa na index i

P po²le V index j

V porovná si indexy i, j. Ak i = j, akceptuje, ºe G1, G2 sú neizomorfné; inak
zamieta

Veta 7.18 Ak G1, G2 nie sú izomorfné, £estný P presved£í V. Inak je pravdepodob-
nos´ toho, ºe (hoci aj ne£estný) P presved£í V, nanajvý² 1/2.

Dôkaz: Analyzujeme pod©a reálnej situácie
G1 � G2 Ak grafy nie sú izomorfné, výpo£tovo neohrani£ene silný P dokáºe nájs´ aj korektný

index i aj permutáciu τ , ktorou vzniklo H = τ(Gi). V tomto prípade V odpovedá
korektne.

G1 ∼ G2 Ak sú grafy izomorfné, potom G1 ∼ H ∼ G2. Akoko©vek silný P bez prístupu k
náhodným bitom V nedokáºe zisti´ index, ktorý po ¬om V chce. P si preto tipne,
£o vedie k pravdepodobnosti chyby nanajvý² 1/2. 2

Len pre zaujímavos´. Ozna£me IP vy²²ie popísaný systém (V, P). Dá sa (nie jedno-
ducho) ukáza´, ºe IP=PSPACE.
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7.3 Zvy²ovanie úspe²nosti opakovaním a náhodná
vzorka

Tieto dve metódy sú nato©ko podobné, ºe niekedy ´aºko rozlí²i´, o ktorú z nich ide.
Navy²e, ich vhodná kombinácia dáva dobré výsledky.

opakovanieDoteraz sme k zniºovaniu chyby pod ºelanú hranicu vyuºívali nezávislé opakovanie
celých výpo£tov. Metódu teraz potiahneme ¤alej

� opakovanie nie celých výpo£tov, ale len vybraných £astí
� opakovanie rôznych £astí výpo£tu rôzny po£et krát: £astej²ie budeme opako-

va´ tie £asti, v ktorých je pravdepodobnos´ výskytu chyby vy²²ia.

náhodná vzorkaPri h©adaní objektu danej vlastnosti postupujeme tak, ºe náhodne vyberáme kandi-
dátske objekty o ktorých následne overujeme, £i sp¨¬ajú alebo nesp¨¬ajú poºadované
vlastnosti. Ak je pravdepodobnos´ toho, ºe objektov s danou vlatnos´ou je dos´,
ve©ká, poskytuje táto metóda "rozumné" rie²enie pre viaceré problémy, pre ktoré
rozumné/efektívne deterministické algoritmy nepoznáme.

7.3.1 Zlep²ovanie úspe²nosti opakovaním kritických £astí
Vplyv premysleného opakovania pravdepodobnostného algoritmu na £as a kvalitu
získaného algoritmu budeme prezentova´ na probléme minimálneho rezu - Min-Cut:

vstup: multigraf4 G = (V,E, c) c : E → N− {0} ur£uje násobnos´ hrán
Prípustné rie²enia: M(G) = {(V1, V2) | V1 ∪ V2 = V, V1 ∩ V2 = ∅}

je to mnoºina hranových rezov
cena: cena((V1, V2), G) =

∑
`∈S(V1,V2)

c(`)
S(V1, V2) = {(x, y) ∈ E | x ∈ V1, y ∈ V2}

cie©: minimalizácia ceny

Najlep²í známy deterministický algoritmus je zloºitosti O(|V | · |E| · log |V |2
|E| ), £o je

v najhor²om prípade O(n3).

kontrakcia hránPravdepodobnostný algoritmus je zaloºený na kontrakcii hrán. Neformálne je kon-
trakcia hrany vlastne realizáciou rozhodnutia, ºe dva susediace (pseudo) vrcholy
x, y budú v budúcnosti oba patri´ do rovnakej £asti rozkladu vrcholov V1 alebo V2.
Dôsledky tohto rozhodnutia sa prejavia úpravou grafu: hranu nahradí pseudovrchol
a hrany pôvodne smerujúce do x, resp. y budú smerova´ do tohto vzniknutého
pseudovrchola.

Kvôli jednoduchosti budeme v prípade potreby kaºdý vrchol v ∈ V povaºova´ za
jednoprvkovú mnoºinu. Nech (x, y) je hrana; jej kontrakciou rozumieme

contract(G,(x,y)):
• zlú£enie vrcholov x, y do jedného (pseudo) vrchola: formálne vznikne vrchol

x ∪ y

• odstránenie vrcholov x, y a ich nahradenie pseudovrcholom x ∪ y;
V ← V − {x, y}+ x ∪ y

• odstránenie hrany (x, y) a hrán smerujúcich do jedného z (pseudo) vrcholov
x, y a ich presmerovanie do pseudovrchola x ∪ y:
E ← E−{(u, v) ∈ E |u ∈ {x, y}, v ∈ V }+{(u, x∪y) | (u, x) ∈ E∨(u, y) ∈ E}

Takto vzniknutý graf ozna£íme G/(x, y). Nech F = {(x1, y1), . . . , (xk, yk)} ⊆ E+.
Graf, ktorý vznikne postupným kontrahovaním hrán (x1, y1), . . . , (xk, yk) ozna£íme
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G/F . V²imnime si, ºe na poradí odstra¬ovania hrán nezáleºí.

Algoritmus na výpo£et minimálneho rezu je jednoduchý - náhodne zvolíme hranu,
spravíme kontrakciu a opakujeme, kým graf neobsahuje dva (pseudo)vrcholy. Ako
výsledok vezmeme mnoºinu hrán medzi týmito vrcholmi (Algoritmus 47)

Algoritmus 47 Contraction
1: label(v) ← v
2: while G má viac ako 2 vrcholy do
3: náhodne vyber hranu e = (x, y) ∈ E(G)
4: G ← contract(G, e)
5: label(z) ← label(x) ∪ label(y), kde z je kontrakciou novovzniknutý vrchol
6: nech G = ({u, v}, E(G)): return((label(u), label(v)), |E(G)|)

Veta 7.19 Algoritmus 47 je polytime pravdepodobnostný algoritmus, ktorý optimál-
ne rie²i problém Min-Cut s pravdepodobnos´ou aspo¬ 2

n(n−1) , kde n je po£et vrcholov
vstupného grafu G.

Dôkaz: Za£neme analýzou £asovej zloºitosti algoritmu 47.
£as

• jedna kontrakcia je úmerná prezretiu hrán prislúchajúcich k dvom vrcholom;
ke¤ºe násobné hrany reprezentujeme pomocou funkcie c, stojí nás táto úprava
£as O(n)

• po£et opakovaní kontrahovania hrán je daný po£tom vrcholov pôvodného grafu
- s kontrakciami skon£íme, ke¤ kontrahovaný graf má 2 vrcholy. Po£et iterácií
je teda n− 2

︸ ︷︷ ︸
O(n·(n−2))=O(n2)

korektnos´ Analýzu úspe²nosti/chyby spravíme spo£ítaním pravdepodobnosti, ºe hrany z �xo-
vaného minimálneho rezu Cmin ostanú neskontrahované. Uvedomme si, ºe sústre-
denie sa na jeden konkrétny minimálny rez pravdepodobnos´ chyby nezniºuje. Nech
cena(Cmin) = k. Pri argumentácii vyuºijeme nasledujúce-zjavné-fakty

• Ke¤ºe kaºdá hrana má dva konce, po£et hrán v grafe je rovný polovici sú£tu
stup¬ov jednotlivých vrcholov.

• Ak k je cena minimálneho hranového rezu, potom kaºdý vrchol v G má stupe¬
aspo¬ k. Preto je po£et hrán v grafe aspo¬ nk

2

• Algoritmus 47 po£íta Cmin ⇐⇒ ºiadna hrana z E(Cmin) nebola kontrahovaná

Ozna£me

Ei = {výpo£ty, ktoré v i-tej iterácii nevybrali na kontrakciu hranu z E(Cmin)}
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Zaujíma nás pravdepodobnos´ udalosti
⋂n−2

i=1 Ei

Pr

[
n−2⋂

i=1

Ei

]
= Pr [E1] · Pr [E2|E1] · Pr [E3|E1 ∩ E2] · · ·Pr

[
En−2|

n−3⋂

i=1

Ei

]

Postupne:

Pr [E1] =
|E| − |E(Cmin)|

|E| = 1− k

|E| ≥ 1− k
kn
2

= 1− 2
n

Po i − 1 iteráciách�náhodných kontrakciách�máme graf G/Fi−1 s (n − i + 1)
vrcholmi, pri£om kaºdý z nich stále musí ma´ stupe¬ aspo¬ k. Ostalo nám teda
aspo¬ k(n−i+1)

2 hrán, z ktorých vyberáme, pri£om |E(Cmin)| z nich je "zlých"

Pr
[
Ei|

⋂i−1
j=1 Ej

]
≥ |E(G/Fi−1)−E(Cmin)|

|E(G/Fi−1))| ≥ 1− k
|E(G/Fi−1)|

≥ 1− k
k(n−i+1)

2

= 1− 2
n− i + 1

Pr
[⋂n−2

i=1 Ei

]
≥ ∏n−2

i=1

(
1− 2

n−i+1

)
=

∏3
`=n

`−2
`

=
n− 2

n
· n− 3
n− 1

· n− 4
n− 2

· · · 3
5
· 2
4
· 1
3

= 2
n(n−1) =

1(
n
2

)

2

Máme teda v O(n2) garantovanú úspe²nos´ 2
n(n−1) > 2

n2 , resp. pravdepodobnos´
chyby nanajvý² 1 − 2

n2 . To znamená, ºe ak zopakujeme n2/2 nezávislých behov
tohto algoritmu a ako výsledok vezmeme najlep²ie z rie²ení, chyba bude s pravde-
podobnos´ou nanajvý²5 (

1− 2
n2

)n2/2

<
1
e

Lenºe £as je O(n4)....

po£et iterácií
riadený `(n)

Uvedený prístup je "naivný" v tom, ºe sme opakovali celé výpo£ty. Vidíme pritom,
ºe pravdepodobnos´ chyby so zvä£²ujúcim sa po£tom iterácií rastie, kedºe po£et
hrán, z ktorých vyberáme, klesá. Zdá sa preto rozumné proces kontrahovania pri
vhodnej ve©kosti ukon£i´ a minimálny rez dopo£íta´ ( deterministicky ) presne. Za-
myslime sa nad tým, dokedy má zmysel robi´ kontrakciu, kedy je uº graf dostato£ne
malý. Uvaºujme funkciu `(n), ktorá ur£uje ukon£enie procesu kontrakcie�po£et
vrcholov grafu, pri ktorom zvy²ok dopo£ítame deterministicky. Vyºadujeme, aby
1 < `(n) < n, ` bola monotónna

Algoritmus 48 DetRan(`)
1: aplikuj Algoritmus Contraction( 47) na G dovtedy, kým nemá `(n) vrcholov;

výsledkom je graf G/F
2: aplikuj na G/F s `(n) vrcholmi najlep²í deterministický algoritmus D
3: return (D(G/F ))

£asAnalyzujme £asovú zloºitos´ Algoritmu 48.
O((n− `(n)) · n) = O(n2), príspevok Algoritmu 47
O((`(n))3), príspevok algoritmu D

}
O(n2 + (`(n))3)

úspe²nos´5limx→∞
`
1 + 1

x

´x
= e, limx→∞

`
1− 1

x

´x
= e−1
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Chyba Algoritmu 48 závisí len od prvej £asti, v ktorej realizujeme kontrakcie, potom
uº je algoritmus deterministický.

Pr
[⋂n−`(n)

i=1 Ei

]
≥ ∏n−`(n)

i=1

(
1− 2

n−i+1

)
=

=

n−2∏

i=1

(
1− 2

n− i + 1

)

n−2∏

j=n−`(n)+1

(
1− 2

n− j + 1

) =

1

(n
2)
1

(`(n)
2 )

=

(
`(n)
2

)
(
n
2

)

Dokázali sme nasledujúce tvrdenie

Lema 7.20 Ak 1 < `(n) < n je monotónna funkcia, tak Algoritmus DetRan 48 je
polynomiálny pravdepodobnostný algoritmus, ktorý nájde minimálny rez s pravde-

podobnos´ou aspo¬
(
`(n)
2

)
(
n
2

)

vo©ba `(n) Ostáva vhodne zvoli´ `(n). Pod©a predchádzajúcej lemy 7.20 je pravdepodobnos´
úspechu algoritmu DetRan aspo¬

(
`(n)
2

)
(
n
2

) ≤ `2(n)
n2

Ak teda spravíme n2

`2(n) nezávislých opakovaní algoritmu DetRan(`), dosiahneme v
£ase

£as
O

(
(n2 + `3(n)) · n2

`2(n)

)
= O

(
n4

`2(n)
+ n2`(n)

)

pravdepodobnos´ úspechu aspo¬
úspe²nos´

1−
(

1−
(
`(n)
2

)
(
n
2

)
) n2

`2(n)

≥ 1−
(

1− `2(n)
n2

) n2

`2(n)

= 1− 1
e

Z h©adiska £asovej zloºitosti je najlep²ia vo©ba pre funkciu `(n) taká6, ke¤

n4

`2(n)
= n2`(n) =⇒ `(n) =

⌊
n2/3

⌋

Zhrnutím týchto úvah máme

Veta 7.21 Algoritmus Detran(n2/3) opakovaný n2

`2(n) = n4/3 krát vypo£íta v £ase
O

(
n4

`2(n)

)
= O(n8/3) minimálny rez s pravdepodobnos´ou úspechu aspo¬ 1− 1

e .

Získaný algoritmus7 je lep²í ako najlep²í známy deterministický. Skúsme vytvori´
e²te lep²í algoritmus.

Vrá´me sa k základnému algoritmu 47 a v²imnime si, ako sa pri postupnosti kon-
trakcií pravdepodobnos´ chyby mení.

2
n

,
2

n− 1
,

2
n− 2

, . . . ,
2
3

Pravdepodobnos´ chyby v priebehu opakovania kontrakcií rastie, preto budeme al-
goritmus £astej²ie opakova´ ku koncu. Predstavme si, ºe jednotlivé opakované behy

6O(a + b) = O(max{a, b})
7Kde je random sampling?
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Algoritmu 47 robíme paralelne (obr. 7.1 v©avo). Vtedy si £as moºno predstavi´ ako
plochu. Ak by sme behy vytvárali postupne (obr. 7.1 vpravo)�za£neme s dvomi, po
nejakom £ase výpo£tu kaºdý proces pri náhodnej vo©be rozdelíme na dva,..., bude
£as odpoveda´ sú£tu d¨ºok ciest z kore¬a do listov. Aj "opticky" to vyzerá lep²ie.
Ukáºeme, ºe pri vhodnej vo©be deliacich bodov tomu tak naozaj je.

Obrázok 7.1: Opakovania Algoritmu Contract: v©avo n2 kompletných behov, vpravo
O(n2) behov, ktoré vznikajú postupným "delením"

Po£et behov zdvojnásobíme, ke¤ sa po£et vrcholov kontrakciami zredukoval na
1/
√

2-tinu. Ke¤ºe po£et kontrakcií je n − 2, je po£et behov, ktoré realizujeme,
2log√2 n−2 = O(n2).

Algoritmus 49 RepTree(G)
1: ak n ≤ 6 vypo£ítaj minimálny rez deterministicky
2: h ←

⌈
1 + n√

2

⌉

3: realizuj paralelne výpo£et na dvoch behoch dovtedy, kým kontrakciami nevznik-
nú grafy G/F1, G/F2 ve©kosti h

4: RepTree(G/F1)
5: RepTree(G/F2)
6: return lep²í minimálny rez

Veta 7.22 �asová zloºitos´ Algoritmu RepTree je O(n2 log n), pravdepodobnos´ úspe-
chu aspo¬ 1

Ω(log n) .

Dôkaz: Za£nime analýzou £asu.
£as• Ve©kos´ multigrafu klesá o (multiplikatívny) faktor 1/

√
2, preto je h¨bka vno-

renia rekurzie nanajvý² log√2 n = O(log n).
• �asová zloºitos´ Algoritmu Contract, ke¤ ²tartoval na n vrcholoch, je O(n2).

Prechod od m vrcholov k
⌈
1 + m√

2

⌉
teda môºme zhora ohrani£i´ O(m2).

• �asovú zloºitos´ moºno vyjadri´ rekurentnou nerovnicou

T (n) ≤
{

O(1), n ≤ 6
2T (

⌈
1 + n√

2

⌉
) + O(n2) inak

ktorej rie²ením je O(n2 log n)
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úspe²nos´Pripome¬me si, ºe máme �xovaný minimálny rez Cmin s cenou |E(Cmin)| = k

• ozna£me p` pravdepodobnos´ toho, ºe graf G/Fi ve©kosti
⌈
1 + n√

2

⌉
obsahuje

Cmin, ak ho obsahoval graf G ve©kosti ` pred rozdelením na G/F1, G/F2.

p` ≥
(l1+ √̀

2

m

2

)
(

`
2

) =

⌈
1 + √̀

2

⌉ (⌈
1 + √̀

2

⌉
− 1

)

`(`− 1)
≥ (

√
2 + `)`

2`(`− 1)
≥ 1

2

• ozna£me Pr(n) pravdepodobnos´ toho, ºe algoritmus RepTree nájde mini-
málny rez Cmin. Potom p`Pr

(⌈
1 +

`√
2

⌉)
je dolným odhadom na pravde-

podobnos´ toho, ºe z G/F vypo£ítame Cmin redukciou na G/Fi, ak G/F ho
obsahovalo

• pravdepodobnos´ toho, ºe rekurziou nevypo£ítame Cmin je nanajvý²
(

1− p`Pr

(⌈
1 +

`√
2

⌉))2

• Pr(2) = 1

Pr(`) ≥ 1−
(
1− p`Pr

(⌈
1 + √̀

2

⌉))2

≥ 1−
(
1− 1/2Pr

(⌈
1 + √̀

2

⌉))2

Teraz ukáºeme, ºe rie²ením je Θ( 1
log l ). Nech k = Θ(log l) je h¨bka rekurzie. Po-

tom dolný odhad na pravdepodobnos´ úspechu P (k) = Pr(2k) získame rie²ením
rekurentnej rovnice

P (k) =





1, k=0

P (k − 1)− P (k−1)2

4 , k > 0

Ozna£me q(k) = 4/P (k)− 1. Potom P (k) = 4
q(k)+1

4
q(k+1)+1 = 4

q(k)+1 −
(

4
q(k)+1

)2

/4
1

q(k+1)+1 = q(k)
(q(k)+1)2

Úpravou dostávame q(k + 1) = q(k) + 1 + 1
q(k) a následne:

q(k) = q(k + 1) + 1 + 1
q(k−1)

= q(k − 2) + 1 + 1
q(k−2) + 1 + 1

q(k−1)

= q(0) + k +
∑k−1

i=0
1

q(i) = 83 + k +
∑k−1

i=0
1

q(i)

k < q(k) < k + 3 +
k−1∑

i=0

1
i

= k + 3 + Hk−1

Teda q(k) = k + Θlog k, P (k) = 4
q(k)+1 = 4

k+Θlog k = Θ( 1
k ) a teda Pr(l) = Θ( 1

log l )

2

Na základe analýzy algoritmu RepTree je jasné, ºe log n nezávislých opakovaní toh-
to algoritmu sta£í, aby sme s kon²tantnou pravdepodobnos´ou dosiahli optimálne
rie²enie problému Min-Cut. Pri O(log2 n) opakovaniach ide pravdepodobnos´ neús-
pechu rýchlo k nule. Pritom £as v tomto prípade je O(n2 log3 n).
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7.3.2 Opakovaná náhodná vzorka a 3-splnite©nos´
V tejto £asti ukáºeme, ako vhodné skombinovanie viacerých metód

� opakovanie
� náhodná vzorka
� lokálne preh©adávanie

vedie k "rozumnému" rie²eniu NPÚ problému 3SAT. Doteraz nie je známy polytime
pravdepodobnostný algoritmus na rie²enie NPÚ problému s ohrani£enou chybou,
skôr sa predpokladá, ºe NP-´aºké sú ´aºké aj pre polytime pravdepodobnostné. �o
ale môºme dosiahnu´ je rozumný exponenciálny £as.

f(n) 10 50 100 300
n! ≈ 3.6 · 106 65 digits 158 digits 625 digits
2n 1024 16 digits 31 digits 91 digits

2n/2 32 ≈ 33 · 106 16 digits 46 digits
(1.2)n ≈6.19 9100 ≈ 8.2 · 107 24 digits

10 · 2
√

n ≈30 ≈1345 10240 ≈ 1.64 · 106

n2 · 2
√

n 895 ≈ 336158 1.024 · 107 ≈ 1.48 · 1011

n6 106 1.54 · 1010 1012 ≈ 7.29 · 1014

Smerujeme k 1MC algoritmu pre 3KNF-splnite©nos´, ktorého £asová zloºitos´ bude
O(|F | ·n3/2 · ( 4

3 )n). Základná idea spo£íva v nieko©konásobnom preh©adaní vhodné-
ho okolia náhodne vybraného vektora: cie©om je nájs´ vektor, ktorý sp¨¬a vstupnú
formulu.

Algoritmus pracuje v kolách, ich po£et je ur£ený kon²tantou S. Jej vo©ba bude
zrejmá po analýze pravdepodobnosti chyby jedného kola. Po£et kôl je volený tak,
aby sme sa s pravdepodobnos´ou chyby dostali pod kon²tantu e−1. V jednom
kole vygeneruje náhodný vektor hodnôt α. Ak F (α) 6= 1, spraví nanajvý² M = 3n
náhodných krokov/pokusov v okolí vektora α. Krok spo£íva vo vygenerovaní nového
testovacieho vektora α, ktorý vznikne �ipom jednej z premenných; túto premennú
ur£íme tak, ºe náhodne zvolíme nesplnenú klauzulu v F (α) a premennú v nej.

Algoritmus 50 Schöning
1: N ← 0 . po£et prezeraných vzoriek
2: S ← d2 · √3πn

(
4
3

)ne . odhad po£tu v tejto iterácii prezretých vzoriek
3: Found ← False
4: while N < S and not Found do
5: N ← N + 1
6: náhodne zvo© α ∈ {0, 1}n

7: if F (α) = 1 then Found ← True

8: M ← 0
9: while M < 3n and not Found do

10: M ← M + 1
11: nájdi v F (α) nesplnenú klauzulu C a náhodne zme¬ niektorý z bitov
12: v tejto klauzule, £ím vznikne nová hodnota α
13: if F (α) = 1 then Found ← True

14: if Found = True then return (splnite©ná, α)
15: else return (nesplnite©ná)
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Veta 7.23 Algoritmus Schöning je 1MC pre problém splnite©nosti 3KNF formuly.
Jeho £asová zloºitos´ je O

(|F | · n3/2 · (4/3)n
)

Dôkaz: Za£neme £asom.
£as • pri pouºití opakovaného umoc¬ovania vypo£ítame hodnotu S na riadku 2 v

£ase O(n2 log n)
• celkovo robíme S krát náhodnú vzorku s lokálnym vyh©adávaním

O(|F | · n1/2 · (4/3)n

︸ ︷︷ ︸
S

· n︸︷︷︸
M

) = O(|F | · n3/2 · (4/3)n)

korektnos´ Ak vstupná formula nie je splnite©ná, algoritmus korektne odpovie, ºe je nesplnite©-
ná. Chybu môºe algoritmus spravi´ len vtedy, ak sa mu nepodarí nájs´ sp¨¬ajúce
priradenie, hoci formula splnite©ná je. Spo£ítame, aká je pravdepodobnos´, ºe v
prípade splnite©nej formuly nájdeme jedno �xované priradenie α∗.
Ozna£me

• p pravdepodobnos´ toho, ºe jednou vzorkou a lokálnym preh©adávaním toto
priradenie α∗ nájdeme( riadky 6-13).

• Dist(α, β) - po£et bitov, v ktorých sa vektory α, β lí²ia
• Class(j) = {β ∈ {0, 1}n | Dist(α∗, β) = j}; zrejme

Class(0) = {α∗}
|Class(j)| = (

n
j

)

Pozrime sa na lokálne preh©adávanie ako na putovanie medzi jednotlivými trieda-
mi (obr.7.2)

Obrázok 7.2: Proces lokálneho preh©adávania moºno vníma´ ako putovanie po grafe.
Cie©om je sa z náhodného vrchola dosta´ do vrchola 0.

• Pravdepodobnos´ toho, ºe sa z j posunieme v jednom lokálnom kroku/jedným
�ipom do (j − 1) je aspo¬ 1/3. Analogicky, presun z j do (j + 1) je s pravde-
podobnos´ou nanajvý² 2/3.

• Ozna£me qj,i pravdepodobnos´, ºe ke¤ za£neme v triede Class(j), skon£íme
v α∗, pri£om prejdeme presne (j + i) krokov smerom ku α∗ a i smerom od α∗.
Zrejme i, j ≤ n

• Popis lokálneho preh©adávania moºno znázorni´ re´azcom {+,−}j+2i, pri£om
j + 2i ≤ 3n, + znázor¬uje posun smerom ku α∗, znak - zas posun od α∗. Nie
kaºdý takýto re´azec je korektným popisom lokálneho preh©adávania. Ten
korektný má v kaºdom su�xe aspo¬ to©ko znakov + ako -. Dá sa ukáza´, ºe
takýchto re´azcov je

(
j + 2i− 1

i

)
−

(
j + 2i− 1

i− 1

)
=

(
j + 2i

i

)
1

j + 2i
(7.1)

Ozna£me mnoºinu týchto re´azcov B.
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• kaºdé w ∈ B de�nuje mnoºinu výpo£tov Event(w)

Pr[Event(w)] ≥
(

1
3

)j+i (
2
3

)i

Preto
qj,i ≥ 1

j + 2i

(
j + 2i

i

)

︸ ︷︷ ︸
#w

(
1
3

)j+i (
2
3

)i

︸ ︷︷ ︸
ºe je to pod©a w

• qj ozna£uje pravdepodobnos´, ºe sa z Class(j) dostaneme v rámci 3n krokov
lokálneho preh©adávania do α∗

qj ≥
j∑

i=0

qj,i 0 ≤ i ≤ j ≤ n, j + 2i ≤ 3n

qo = 1

qj ≥ ∑j
i=0

[
1

j+2i

(
j+2i

i

) (
1
3

)j+i (
2
3

)i
]

> j · 1
3j

(
3j
j

) (
1
3

)j+i (
2
3

)i = 1
3

(
3j
j

) (
1
3

)j+i (
2
3

)i
//i = j je dolný odhad

= 1
3 · (3j)!

j!(2j)! ·
(

1
3

)2j (
2
3

)j ≈ 1
3

√
2π3j(3j/e)3j

√
2πj(j/e)j

√
2π2j(2j/e)2j

(
1
3

)2j (
2
3

)j
//r! ≈ √

2πr
(

r
e

)r

= 1
2
√

3πj
· ( 1

2

)j

Na za£iatku sme zvolili vektor náhodne, preto pravdepodobnos´ pj , ºe za£neme v
Class(j), je

p(j) =

(
n
j

)

2n

A teraz uº p = Pr[Schöning nájde po max 3n krokoch] ≥ ∑n
j=0 pjqj

p >

n∑

j=0

[(
1
2

)n

·
(

n

j

)
· 1
2
√

3πj
·
(

1
2

)j
]
· 1n−j =

n∑

j=0

1
2
√

3πj

(
1
2

)n (
1 +

1
2

)n

≥

≥ 1
2
√

3πn

(
1
2

)n (
1 +

1
2

)n

=
1

2
√

3πn

(
3
4

)n

= p̃

Chyba jedného kola je nanajvý² (1 − p̃), preto pri t = 1/p̃ opakovaniach bude
pravdepodobnos´ chyby nanajvý²

(1− p̃)t ≤ e−ept = e−1

Ak zrealizujeme 10t kôl, bude Erorr(F ) ≤ e−10 ≤ 10−5. Teraz by uº malo by´
zrejmé, pre£o sme volili

S = d2 ·
√

3πn

(
4
3

)n

e = 10/p̃

pár slov k (7.1)Ostáva e²te ukáza´ platnos´ (7.1). Nech W (i, j) ozna£uje po£et "korektných" re-
´azcov d¨ºky i + 2j, v ktorých je i núl(smerom od α∗) a j + i jednotiek(smerom ku
α∗). Indukciou argumentujeme, ºe

W (i, j) =
(

j + 2i

i

)
j

j + 2i
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n ≤ 3Pre i = 0 je W (0, j) = 1, pre n = 1, 2 je i = 0 a pre n = 3 je alebo i = j = 0 alebo
i = 0, j = 3. X

n > 3Pre r + 2l < n IP platí. Pre i + 2j = n rozlí²ime situáciu pod©a prvého symbolu

prvý symbol je





1, W (i, j − 1) =
(
j−1+2i

i

)
j−1

j−1+2i

0, W (i− 1, j + 1) =
(
j−1+2i

i−1

)
j+1

j−1+2i

a dopo£ítame zvlá²´ pre j = 1, j > 1

2
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7.4 Metóda svedkov
Pre pouºitie metódy svedkov je k©ú£ovým momentom dostatok svedkov. To úzko
súvisí aj s odpove¤ou na otázku, £i pravdepodobnostné algoritmy môºu by´ efek-
tívnej²ie ako deterministické. Ak máme efektívny pravdepodobnostný algoritmus
zaloºený na metóde svedkov a svedkov vieme efektívne generova´, máme vlastne aj
efektívny deterministický algoritmus. Ak sú v²ak svedkovia rozmiestnení náhod-
ne,...

Pár slov na úvod
• Pre pouºitie metódy svedkov potrebujeme dostatok svedkov, £ím vä£²inou roz-

umieme to, ºe pomer kandidátov a svedkov je kon²tanta.
• Samotné aplikovanie metódy potom spo£íva v náhodnom výbere kandidáta a

overení, £i je alebo nie je tento kandidát svedkom. Ak je v mnoºine kandidátov
dostato£ne ve©a svedkov, je pravdepodobnos´ toho, ºe vybratý kandidát je
svedok, dostato£ná.

V tejto súvislosti sa budeme venova´ prvo£íselnosti, a to konkrétne
� testovaniu prvo£íselnosti
� generovaniu náhodných prvo£ísel

Za£neme opakovaním znenia 9 niektorých známych viet, ktoré budeme v argumen-
tácii vyuºíva´.

Veta 7.24 (Malá Fermátová) p ∈ PRIM , a ∈ Z∗p = {d ∈ Zp|gcd(a, p) = 1}.
Potom

a(p−1) mod p ≡ 1

Veta 7.25 (O £ínskych zvy²koch, II. verzia) Nech n = p × q, gcd(p, q) = 1.
Nech ¯p,q,⊕p,q sú operácie nad Zp × Zq.

(a1, a2)⊕p,q (b1, b2) = ((a1 ⊕p,q b1) mod p, (a2 ⊕p,q b2) mod q)
(a1, a2)¯p,q (b1, b2) = ((a1 ¯p,q b1) mod p, (a2 ¯p,q b2) mod q)

Potom (Zn,⊕ mod p,¯ mod q) a (Zp × Zq,⊕p,q,¯p,q) sú izomorfné.

Veta 7.26 (O £ínskych zvy²koch, I. verzia) Nech m = m1 × m2 × . . . × mk,
kde k ∈ N − {0}, gcd(mi,mj) = 1 pre i 6= j. Potom pre kaºdú postupnos´ r1 ∈
Zm1 , . . . , rk ∈ Zmk

existuje jediné £íslo r ∈ Zm : r ≡ ri( mod m1)

Veta 7.27 (Lagrange) Pre kaºdú podgrupu (H, ◦) kone£nej grupy (A, ◦) platí

|A| = IndexH(A) · |H|

Tu
- H ◦ b = {h ◦ b|h ∈ H}
- IndexH(A) = |{H ◦ b|b ∈ H}|

7.4.1 H©adanie svedkov pre test prvo£íselnosti
V tejto £asti sa budeme venova´ testu prvo£íselnosti: pre vstupné n chceme vedie´,
£i je to prvo£íslo alebo zloºené £íslo. Zaujíma nás pravdepodobnostný algoritmus,
ktorého £asová zloºitos´ je O((log n)c) pre nízku kon²tantu c. Ve©kos´ kon²tanty c
je dôleºitá, kedºe pre potreby kódovania sú prvo£ísla dlhé stovky ci�er.

Jednotlivé algoritmy vychádzajú z vhodnej de�nície svedka.
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naivný prístupZa naivný prístup moºno povaºova´ test, ktorý vychádza zo základnej de�nície
prvo£ísla ako £ísla, ktoré je delite©né iba jednotkou a samým sebou. Algoritmus je
jednoduchý�testujeme postupne delite©nos´ n kandidátom a od 1 po n − 1, resp.√

n. Zloºitos´ je O(2(log n/2), £o je vzh©adom na ve©kos´ vstupu log n exponenciálne.

poºiadavky na
svedka i. prvok a je svedkom pre zloºené £íslo, ak poskytuje efektívne overenie tohto

faktu
ii. ©ahko rozlí²ime, £i kandidát je svedok elebo nie
iii. mnoºina kandidátov obsahuje dostato£ne ve©a svedkov

delite© Pre identi�káciu zloºeného £ísla vieme triviálne vyuºi´ delite©nos´: prvok a je sve-
dok, ºe n /∈ PRIM10 ⇔ a delí n
Takáto de�nícia sp¨¬a vlastnosti (i,ii), problém v²ak môºe by´ s vlastnos´ou (iii),
ktorá nie je vºdy splnená�v prípade n = pq, kde p, q sú prvo£ísla, je pravdepodob-
nos´, ºe náhodne zvolené £íslo a je svedkom pre n iba 2/(n− 2).

Fermátova veta Na základe malej Fermátovej vety máme nasledujúce kritérium� £íslo a je svedok11 pre n /∈
PRIM⇔ a

n−1
2 mod n 6= 1.

(ii) Efektívny výpo£et ap−1 mod p je zaloºený na iterovanom umoc¬ovaní
• a2 mod p = a · a mod p

a2k

mod p = [(a2k−1
mod p) · (a2k−1

mod p)] mod p

• nech b =
∑k

i=1 bi2i−1; potom

ab = ab12
0 · ab22

1 · . . . · abk−1
k

ab mod p vypo£ítame:
� ai = a2i−1

mod p

�
∏k

i=1,bi=1 ai mod p

Výpo£et realizujeme O(log n) násobeniami nad Zp, £o znamená O((log n)3) bitových
operácií. Takýto výpo£et je teda efektívny, existuje v²ak nekone£ná mnoºina tzv.
Carmichaelových £ísel, pre ktoré je tento test nevhodný. Carmichael £íslo je také,
ºe ∀a ∈ {1, . . . , n− 1} platí a(n−1) mod n = 1, ale n NIE JE prvo£íslo.

�al²í test vychádza z novej "de�nície" prvo£ísla

alternatívna de-
�nícia

Veta 7.28 Nech p > 2 je nepárne. Potom

p je prvo£íslo ⇔ a
(p−1)

2 mod p ∈ {1, p− 1} ∀a ∈ Zp − {0}
⇒ Dôkaz: Nech p je nepárne prvo£íslo, p = 2p′+1. Z Malej Fermatovej vety dostávame

ap−1 ≡ 1( mod p)∀a ∈ Zp − {0}
ap−1 = a2p′ = (ap′ − 1)(ap′ + 1) + 1

}
(ap′ − 1)(ap′ + 1) ≡ 0( mod p)

Preto a
(p−1)

2 mod p ∈ {1, p− 1}
⇐ Nech a

(p−1)
2 ∈ {1, p− 1}∀a ∈ Zp − {0}. Kvôli sporu predpokladajme, ºe p = ab.

a
p−1
2 mod p ∈ {1, p− 1}

a
p−1
2 mod p ∈ {1, p− 1}

}
(ab)

p−1
2 mod p = a

p−1
2 · b p−1

2 mod p ∈ {1,−1}

Ke¤ºe ab = p,
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0 = p mod p = p
p−1
2 mod p = (ab)

p−1
2 mod p ∈ {1,−1} SPOR 2

MV F Na základe tejto vety môºme de�nova´ nasledujúce kritérium pre svedka. Nech n ≥
3 je nepárne. �íslo a ∈ {1, . . . , n− 1} je svedok, ºe n /∈ PRIM ⇔ a

n−1
2 /∈ {1, n− 1}.

Kritérium je vhodné pre nepárne n také, ºe n ≡ 3( mod 4)

Veta 7.29 Pre kaºdé n, n ≡ 3( mod 4), platí
(a.) ak n je prvo£íslo, potom a(n−1)/2 mod n ∈ {1, n− 1} ∀a ∈ {1, . . . , n− 1}
(b.) ak n je zloºené, potom a(n−1)/2 mod n /∈ {1, n− 1} pre aspo¬ polovicu prvkov
z {1, . . . , n− 1}︸ ︷︷ ︸

A(n−1)

Dôkaz: Potrebujeme argumentova´ (b). Vezmime teda zloºené n, n ≡ 3( mod 4).
Rozde©me A(n− 1) na mnoºinu svedkov a nesvedkov:

Witn = {a ∈ A(n− 1) | a(n−1)/2 mod n /∈ {1, n− 1}}
Euler = {a ∈ A(n− 1) | a(n−1)/2 mod n ∈ {1, n− 1}}

Ukáºeme, ºe existuje injektívne zobrazenie z Euler do Wit n, £o implikuje |Euler| ≤
|Witn|.

de�nícia hbPredpokladajme, ºe máme b ∈Witn, pri£om b−1 existuje (ur£íme neskôr). Pomocou
b de�nujme spomínané zobrazenie

hb(a) = ab mod n

Ukáºeme, ºe hb je zobrazenie Euler −→Witn, je injektívne a napokon ur£íme b a b−1.

hb(a) ∈WitnNech a ∈ Euler, hb(a) = ab mod n. Potom
(a · b)(n−1)/2 mod n = (a(n−1)/2 mod n) · (a(n−1)/2 mod n) = ±b(n−1)/2 mod n
Ke¤ºe b ∈Witn, b(n−1)/2 mod n /∈ {1, n− 1} a teda hb(a) ∈Witn.

injekciaNech a1, a2 ∈ Euler, a1 6= a2 a nech hb(a1) = hb(a2), resp. a1b ≡ a2b ( mod n).
Potom

a1 ≡ a1bb
−1 mod n ≡ a2bb

−1( mod n) = a2

existencia b, b−1Vyuºime, ºe n je zloºené12, n = pq, gcd(p, q) = 1. Potom (a mod p, a mod q)
jednozna£ne reprezentuje a ∈ {1, . . . , n − 1}. �íslo a ur£íme jeho reprezentáciou.
Kvôli tomu si v²imnime, £o platí o reprezentácii £ísel z Euler. Pod©a de�nície pre
a ∈ Euler je a(n−1)/2 mod pq ∈ {1, n− 1}

� ak a(n−1)/2 = kpx +1, potom a(n−1)/2 mod p ≡ a(n−1)/2 mod q ≡ 1; repre-
zentácia a(n−1)/2 je v tomto prípade (1, 1)

� ak a(n−1)/2 = kpx + n− 1, potom
a(n−1)/2 mod p = (n− 1) mod p = (pq − 1) mod p = p− 1
a(n−1)/2 mod q = (n− 1) mod q = (pq − 1) mod q = q − 1

V tomto prípade je a(n−1)/2 reprezentované (p− 1, q − 1)

b ∈ WitnHodnotu b ur£íme reprezentáciou (1, q − 1). Overme, ºe b ∈ Witn:
(b(n−1)/2 mod p, b(n−1)/2 mod q) = (1(n−1)/2 mod p, (−1)(n−1)/2 mod q) = (1,−1).
�íslo b /∈ Euler, preto b ∈ Witn.

b−1 = bInverzný prvok k b je b:
b · b = (1, q − 1)¯ (1, q − 1) = (1 mod p, (q − 1)(q − 1) mod q) = (1, 1) 2

Na základe predchádzajúcich úvah dostávame, ºe pre zloºené n je pravdepodobnos´
toho, ºe výstupom algoritmu SSSA je korektná odpove¤ n /∈ PRIM, aspo¬ polovica.

9V tejto predná²ke sú vety nástrojom, dôkazy preto vynechávame.
10PRIM ozna£uje mnoºinu prvo£ísel
12Dorie²te pre n = pi
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Algoritmus 51 SSSA - zjednodu²ený Solovay-Strassen
1: zvo© náhodne a ∈ {1, . . . , n− 1}
2: A ← a(n−1)/2 mod n
3: if A ∈ {1,−1} then return(n ∈ PRIM)
4: else return(n /∈ PRIM)

Veta 7.30 Pre n = 4k + 3 je algoritmus SSSA polytime 1MC pre zloºené £ísla.

7.4.2 Algoritmus Solovay-Strassen pre testovanie prvo£ísel-
nosti

V tejto £asti sa zemeriame na odstránenie podmienky n ≡ 3( mod 4). Pridáme
¤al²ie kritérium, ktoré pomáha identi�kova´ zloºené £ísla � gcd 6= 1.

De�nícia 7.3 a ∈ {1, . . . , n− 1} je svedok, ºe nepárne n /∈ PRIM, ak
� gcd(a, n) > 1 alebo
� gcd(a, n) = 1 a a(n−1)/2 mod n /∈ {1,−1}

Kritérium vieme efektívne overi´, ke¤ºe gcd(a, n) vieme efektívne po£íta´ pomocou
Euclidovho algoritmu.

Algoritmus 52 Euclid(a,b)
1: if b = 0 then return(a)
2: else return(Euclid(b, a mod b))

Rekurzívne volanie zniºuje aspo¬ jeden z parametrov na polovicu, preto je h¨bka
rekurzie O(log b), pri "²kolskom" algoritme delenia je celková zloºitos´ O((log a +
b)3).
Hoci je podmienka z de�nície 7.3 vhodná pre n 6= 3( mod 4), pre Carmichaelove
£ísla vhodná nie je. Platí ale

Fakt 7.31 Nech n je zloºené, nie Carmichaelovo. Potom aspo¬ polovica zo Zn−{0}
potvrdzuje n /∈ PRIM pod©a podmienky z de�nície 7.3

Pokra£ujeme vo vylep²ovaní de�nície svedka.

De�nícia 7.4 Nech p > 2 je prvo£íslo, a kladné, gcd(a, p) = 1. Legendrov symbol
pre a a p je

Leg

[
a

p

]{
1, a je kvadratický zvy²ok modulo p

−1, a je kvadratický nezvy²ok modulo p

Pre prvo£íslo p a a s gcd(a, p) = 1 platí

Leg

[
a

p

]
= a(p−1)/2 mod p

Na základe tohto faktu vieme Leg
[

a
p

]
efektívne po£íta´.

De�nícia 7.5 Nech n = pk1
1 pk2

2 . . . pk`

` je faktorizácia nepárneho n ≥ 3, pri£om kj

sú kladné. Ak gcd(a, n) = 1, potom Jacobiho symbol pre a, n je

Jac
[a

n

]
=

∏̀

i=1

(
Leg

[
a

pi

])ki

=
∏̀

i−1

(
a(pi−1)/2 mod pi

)ki
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Fakt 7.32 Pre kaºdé a, n sp¨¬ajúce podmienku de�nície Jacobiána

Jac
[a

n

]
∈ {−1, 1}

Jacobián chceme vyuºi´ na de�níciu svedka, faktorizáciu ale nemáme. Na základe
vlastností z nasledujúcej lemy 7.33 ho budeme vedie´ efektívne vypo£íta´.

Lema 7.33 Majme nepárne n ≥ 3, a, b : gcd(a, n) = gcd(b, n) = 1. Platí
1. Jac

[
ab
n

]
= Jac

[
a
n

] · Jac
[

b
n

]

2. Jac
[

a
n

]
= Jac

[
b
n

]
pre a ≡ b( mod n)

3. Jac
[

a
n

]
= −1

(a−1)
2

(n−1)
2 Jac

[
n
a

]
pre n nepárne

4. Jac
[

1
n

]
= 1, Jac

[
n−1

n

]
= (−1)(n−1)/2

5. Jac
[

2
n

]
=

{ −1, pre n mod 8 ∈ {3, 5}
1, pre n mod n ∈ {1, 7}

Dôkaz: Ukáºeme prvé dve vlastnostnosti, ostatné ako cvi£enie.
1

Jac
[

ab
n

]
=

∏`
i=1

(
(ab)(pi−1)/2 mod pi

)ki =
=

∏`
i=1

(
a(pi−1)/2 mod pi

)ki
(
b(pi−1)/2 mod pi

)ki =
=

∏`
i=1

(
a(pi−1)/2 mod pi

)ki ∏`
i=1

(
b(pi−1)/2 mod pi

)ki

= Jac
[

a
n

]
Jac

[
b
n

]

2Sta£í, ak ukáºeme, ºe
(a ≡ b( mod p))&(gcd(a, b) = 1) ⇒ Leg

[
a
p

]
= Leg

[
b
p

]

a ≡ b mod p ⇒ a = pr + z
b = ps + z

Leg
[

a
p

]
= a(p−1)/2 mod p = (pr + z)(p−1)/2 mod p =

=
∑(p−1)/2

i=0

(
(p−1)/2

i

)
(pr)

p−1
2 −izi mod p = z(p−1)/2 mod p

Analogicky Leg
[

b
p

]
= z(p−1)/2 mod p 2

A teraz uº spomínaný algoritmus na výpo£et Jacobiána. Kaºdé rekurzívne volanie

Algoritmus 53 Jacobian(a,n)
. vstupom sú nepárne n ≥ 3 a a, pri£om gcd(a, n) = 1

case
a = 1 : Jac

[
1
n

] ← 1
a = 2&n mod 8 ∈ {1, 7} : Jac

[
2
n

] ← 1
a = 2&n mod 8 ∈ {3, 5} : Jac

[
2
n

] ← −1
a nepárne : Jac

[
a
n

] ← Jac
[

2
n

]
Jac

[
a/2
n

]

a > n : Jac
[

a
n

] ← Jac
[

a mod n
n

]

inak : Jac
[

a
n

] ← (−1)
a−1
2

n−1
2 Jac

[
n mod a

a

]

zníºi aspo¬ jeden z parametrov aspo¬ na polovicu, Preto je h¨bka rekurzie O(log n).
Manipulácia s parametrami je O(1) aritmetických, resp. O((log a + n)2) bitových
operácií. �as výpo£tu Jac

[
a
n

]
je O((log(a + n))3) binárnych operácií.

A teraz sme uº pripravení de�nova´ novú charakterizáciu svedka.
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Jac-svedokDe�nícia 7.6 Nech n ≥ 3 je nepárne. Hovoríme, ºe a ∈ {1, . . . , n − 1} je Jac-
svedok pre n /∈ PRIM, ak

� gcd(a, n) 6= 1, alebo
� gcd(a, n) = 1 a Jac

[
a
n

] 6= a(n−1)/2 mod n

O korektnosti pravdepodobnostného algoritmu zaloºeného na Jac-svedkoch hovorí
nasledujúca veta.

Veta 7.34 Pre kaºdé nepárne n ≥ 3 platí
1. ak n je prvo£íslo, potom Jac

[
a
n

]
= Leg

[
a
n

]
= a(n−1)/2 mod n pre v²etky

a ∈ {1, 2, . . . , n− 1}
2. ak n je zloºené £íslo, potom Jac

[
a
n

] 6= a(n−1)/2 mod n pre aspo¬ polovicu z
tých a ∈ {1, 2, . . . , n− 1}, pre ktoré gcd(a, n) = 1

Dôkaz: Dokazova´ potrebujeme vlastnos´ 2. Majme teda n ≥ 3 nepárne. Mnoºina
kandidátov je Zn − {0}. Opä´ uvaºujme dve mnoºiny

Witn = {a ∈ Z∗n | Jac
[

a
n

]
= a(n−1)/2 mod n}

Witn = Z∗n −Witn

Ukáºeme, ºe |Witn| ≤ |Z∗n|/2, z £oho potom dostaneme |{1, 2, . . . , n− 1} −Witn| ≥
|Witn|. Pri argumentácii si pomôºe vlastnos´ami grúp a podgrúp. Za£neme tým,
ºe ukáºeme, ºe

(
Witn,¯modn

)
je vlastná podgrupa (Z∗n,¯modn)�Witn je grupa a

existuje prvok zo Zn −Witn.

grupa Nech a, b ∈Witn. Potom
Jac

[
ab
n

]
= Jac

[
a
n

]
Jac

[
b
n

]
=

(
a

n−1
2 mod n

) (
b

n−1
2 mod n

)

= (ab)
n−1

2 mod n

}
⇒ ab ∈Witn

vlastná podgrupa Potrebujeme ukáza´ existenciu prvku a zo Zn−Witn. Nech n = pi1
1︸︷︷︸
q

pi2
2 . . . pik

k︸ ︷︷ ︸
m

, ≥ 1,

je faktorizácia n. Prvok a nebudme h©ada´ priamo v Z∗n, ale v Zq × Zm. Nech g je
generátor cyklickej grupy (Z∗q ,¯modq). Prvok a zvolíme tak, ºe

a ≡ g(mod q)
a ≡ 1(mod m)

}
a

def
= (g, 1) ∈ Zq × Zm

Ak m = 1, ako a vezmeme g.

a ∈ Z∗n Fakt, ºe gcd(a, n) = 1 ⇔ ºiadne z prvo£ísel p1, . . . , pk nedelí a.

Ak by p1 delilo a, tak a = 0 mod p1 sú£asne s g ≡ a( mod p1) je v spore s tým,
ºe g je generátor.

Ak pr delí a, potom

a = prb)
a = mx + 1

}
prb = mx + 1 = pr

(
m

pr

)
x + 1

Dostali sme, ºe pr delí 1, pri£om pr > 1.

a /∈Witn Dôkaz tejto £asti rozdelíme na dve £asti pod©a hodnoty i1 (1,≥ 2). Vypo£ítame
Jac

[
a
n

]
, a(n−1)/2 mod n a porovnáme.
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i1 = 1,n = p1m,gcd(p1,m) = 1

Jac
[

a
n

]
= Jac

[
a
p1

]∏k
j=2

(
Jac

[
a
pj

])ij

a≡1 mod m= Jac
[

a
p1

]∏k
j=2


Jac

[
1
pj

]

︸ ︷︷ ︸
=1




ij

= Jac
[

a
p1

]
= Jac

[
g
p1

]
= Leg

[
g
p1

]

= −1 //generátor nemôºe by´ kvadratický zvy²ok

Teraz hodnota a(n−1)/2 mod n, n = p1m

a(n−1)/2 mod m = (a mod m)(n−1)/2 mod m = 1(n−1)/2 mod m = 1

Preto a(n−1)/2 mod n = 1 a −1 = Jac
[

a
n

] 6= a(n−1)/2 mod n pre i1 = 1

i1 ≥ 2
Nech by a ∈ Witn, £o by znamenalo a(n−1)/2 mod n = Jac

[
a
n

] ∈ {1,−1}. Preto
a(n−1) ≡ 1( mod n). Ke¤ºe g ≡ a( mod q), n = pi1

1 m = qm

1 = an−1 mod n = an−1 mod q = (a mod q)n−1 mod q = gn−1 mod q

g je generátor cyklickej grupy, jeho rád je |Z∗q |, preto |Z∗q | delí n− 1

Z∗q = {x ∈ Zq|p1 nedelí x}.

|Z∗q | = |Zq| − |Zq|
p1︸︷︷︸

delite©né p1

= p1(pi1−1
1 − pi2−1

1 )

Máme teda
p1 delí |Z∗q |, |Z∗q | delí n− 1
p1 delí n = pi1

1 m

}
=⇒ p1 delí n, n− 1 2

Algoritmus 54 SSA- Solovay-Strassen
. vstupom je nepárne n ≥ 3

1: vygeneruj náhodne a ∈ {1, 2, . . . , n− 1}
2: vypo£ítaj gcd(a, n) . O((log n)3)
3: if gcd(a, n) 6= 1 then return(n /∈ PRIM)
4: J ← Jac

[
a
n

]
; A ← a(n−1)/2 mod n . O((log n)3)

5: if J = A then return(n ∈ PRIM)
6: elsereturn(n /∈ PRIM)

Veta 7.35 Algoritmus Solovay-Strassen je polytime 1MC algoritmus pre rozpozná-
vanie zloºených £ísel.

Dôkaz: Korektnos´ dôkazu vyplýva z predchádzajúcich úvah.
£asMáme a < n, teda na reprezentáciu a, n sta£í blog nc+ 1 bitov.

2 na výpo£et gcd pouºijeme Euclidov algoritmus, ktorý zbehne v £ase O((log n)3)
(bitové operácie)
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4 na výpo£et hodnôt J,A sta£í O((log n)3) bitových operácií

5 porovnanie realizujeme v O(log n)

úspech
n ∈ PRIM nenájdeme svedka, ktorý by potvrdil, ºe n je zloºené

n /∈ PRIM pravdepodobnos´, ºe svedka nájdeme, je pod©a vety 7.34 aspo¬ 1/2.

2

7.4.3 Generovanie náhodných prvo£ísel
V tejto £asti sa budeme zaobera´ generovaním prvo£ísel; na²ou úlohu je pre danú
d¨ºku` vygenerova´ náhodné prvo£íslo d¨ºky `. Stratégia je zrejmá � vygenerujeme
náhodné £íslo n príslu²nej d¨ºky a overíme, £i je prvo£íslo. Pre zvý²enie pravde-
podobnosti úspechu spravíme nieko©ko (2`2) generovaní n a nieko©ko (k) testov
prvo£íselnosti pre príslu²né n. Na testovanie prvo£íselnosti pouºívame algoritmus
Solovay-Strassen.

Algoritmus 55 PrimGen(`, k)
. vstupom je d¨ºka prvo£ísla ell a po£et opakovaní testov k

1: Founde ← False, I ← 0
2: while notFound and I < 2`2 do
3: vygeneruj náhodnú postupnos´ a1, a2, . . . , a`−2bitov

4: n ← 2`−1 +
∑`−2

i=1 ai2i + 1
5: sprav k nezávislých testov Solovay-Strassenovým algoritmom
6: if niektorý dokázal n /∈ PRIM then I ← I + 1
7: elseFound ← True, return(n)
8: if I = 2`2 then return(nena²iel)

Veta 7.36 Algoritmus PrimGen je algoritmus s ohrani£enou chybou, ktorý v £ase
polynomiálnom od d¨ºky (výstupu) ` vygeneruje prvo£íslo.

Dôkaz: Ke¤ºe v prípade úspechu je d¨ºka výstupu exponenciálna od d¨ºky vstupu,
meriame zloºitos´ algoritmu vzh©adom na ve©kos´ výstupu.

£as 2`2 opakovaní while-cyklu, k opakovaní SSA testu, ktorý trvá O(`3) dáva celkovú
zloºitos´ bitových operácií O(`5k), resp. pre k = ` O(`6).

úspe²nos´ Algoritmus je neúspe²ný z dvoch dôvodov

I ak sa mu nepodarilo vygenerova´ prvo£íslo (resp. £íslo, o ktorom by dokázal,
ºe je zloºené)

II na výstup dal ako prvo£íslo £íslo, ktoré je v skuto£nosti zloºené

I Aby sme na výstup nedali ºiadne £íslo, musel kaºdý test, ktorý sme robili, dopadnú´
"zle": n /∈ PRIM

• pravdepodobnos´, ºe náhodne zvolené £íslo n d¨ºky `

JE prvo£íslo, je aspo¬ 1
ln n > 1

2`

NIE JE prvo£íslo je nanajvý² (1− 1
2` )
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• pravdepodobnos´, ºe ` behov Solovay-Strassenovho algoritmu uspeje v dôkaze,
ºe zloºené n /∈ PRIM je w` ≥ 1− 1/2`

• Prob[PrimGen(`, `) = "nena²iel"] <
((

1− 1
2`

)
w`

)2`2

<
(
1− 1

2`

)2`2

< e−`

Pre ` ≥ 100 je e−` ¿ 10−40

IIOzna£me pi pravdepodobnos´ toho, ºe v i-tom behu, i ∈ 1, . . . , 2`2, dáme na výstup
ako prvo£íslo £íslo, ktoré je v skuto£nosti zloºené. To znamená, ºe (i− 1) predchá-
dzajúcich behov vygenerovalo zloºené £íslo a úspe²ne to aj overilo, ale v poslednom
behu vygenerované £íslo sa nepodarilo dokáza´.

• p1 <
(
1− 1

2`

) · 1
2`

• pi ≤
[(

1− 1
2`

)
w`

]i−1 (
1− 1

2`

) · 1
2` =

(
1− 1

2`

)i
w`

1
2`

Pr[chyba(`, `)] ≤ p1 +
2`2∑

j=2

pj ≤
(

1− 1
2`

)
· 1
2`

+
2`2∑

j=2

(
1− 1

2`

)i

w`
1
2`
≤

≤
(

1− 1
2`

)
· 1
2`




2`2−1∑

j=1

(
1− 1

2`

)j

w` + 1




≤
(

1− 1
2`

)
· 1
2`




2`2−1∑

j=1

(
1− 1

2`

)j

+ 1
︸ ︷︷ ︸

<2




<

(
1− 1

2`

)
· 1
2`

2`2 ≤ `2

2`−1

Pre ` ≥ 100 je `2

2`−1 ≤ 1.58 · 10−26

2



156 KAPITOLA 7. METÓDY TVORBY RA

7.5 Optimaliza£né úlohy a náhodné zaokrúh©ovanie
Uºito£ným nástrojom pri rie²ení optimaliza£ných úloh je lineárne programovanie(LP).
Zopakujme si � problém lineárneho programovania je de�novaný nasledovne:

vstup matica A = [aij ], i = 1, . . . , m; j = 1, . . . , n
vektor b ∈ Rm

c ∈ Rn

ohrani£enia M(A, b, c) = {X ∈ (R0,+)n | AX = b}
cena cost(X, (A, b, c)) = cT X =

∑n
i=1 cixi

cie© minimalizácia

Resp. ohrani£enia s rovnos´ou nahradíme ohrani£eniami s nerovnos´ami:
ohrani£enia

∑n
i=1 ajixi = bj , j ∈ I1∑n
i=1 ajixi ≥ bs, s ∈ I2∑n
i=1 ajixi ≤ br, r ∈ {1, . . . , m} − (I1 ∪ I2)

O úlohe lineárneho programovania vieme, ºe efektívnos´ jej rie²enia závisí od oboru
hodnôt rie²enia X.

• pre X ∈ R existuje algoritmus plynomiálnej zloºitosti

• pri X ∈ Z, tzv. ILP, resp. X ∈ {0, 1}n, tzv. 0-1LP algoritmus polynomiálnej
zloºitosti nepoznáme

Vzh©adom k tejto rôznej zloºitosti vyuºívame LP pri návrhu aproxima£ných algo-
ritmov. Základná schéma vyuºitia je nasledovná:

1. formulácia pôvodného problému ako úlohy ILP, resp. 0-1LP; ILP (I)

2. relaxácia na úlohu lineárneho programovania LP; Rel − LP (I)

3. transformácia optimálneho rie²enia relaxovaného problému na prípustné rie²e-
nie pôvodného problému. Výsledná kvalita získaného algoritmu zrejme záleºí
od tejto transformácie. Jednou z vhodných metód je metóda náhodného za-
okrúh©ovania.

Spravme relaxáciu ILP (I) Ã Rel − LP (I). Nech
α je optimálne rie²enie pre Rel − LP (I)
OptU (I) je optimálne rie²enie ILP (I).

Potom (pre£o?)

cost(α) = Opt(Rel − LP (I))
{ ≤ OptU (I), pre minimaliza£ný problém
≥ OptU (I), pre maximaliza£ný problém

Pri návrate od optimálneho α k prípustnému β sa snaºíme pokazi´ kvalitu α £o
najmenej. Toto je tá £as´, ktorá súvisí s NP-´aºkos´ou pôvodného problému ILP.
Na príklade Min-VC ukáºeme formuláciu optimaliza£ných úloh ako úloh LP.

Min-VC Príklad 7.4 Uvaºujme problém minimálneho vrcholového pokrytia, v ktorom h©a-
dáme minimálnu mnoºinu vrcholov U , ktorá pokrýva v²etky hrany. Prípustným rie-
²ením je teda vektor (x1, . . . , xn) ∈ {0, 1}n taký, ºe xi = 1 ⇔ vi ∈ U . Formulujme
ako úlohu LP:

minimalizova´ ∑n
i=1 xi



7.5. NÁHODNÉ ZAOKRÚH�OVANIE 157

podmienky xi + xj ≥ 1 ∀(vi, vj) ∈ E
xi ∈ {0, 1}

relaxácia podmienku xi ∈ {0, 1} nahrádzame dvomi podmienkami xi ≥ 0 a xi ≤ 1

Majme optimálne rie²enie α = (α1, . . . , αn) ∈ [0, 1]n relaxovaného problému. K
nemu zostrojíme prípustné rie²enie β pôvodného problému zaokrúhlením takto

βi = 1 ⇔ αi ≥ 1/2

Ukáºeme, ºe sme získali 2-aproxima£ný algoritmus.
prípustné rie²e-
nie

• V optimálnom rie²ení relaxovanej úlohy α platí αi + αj ≥ 1 pre kaºdú hranu
(vi, vj) ∈ E. To ale znamená, ºe aspo¬ pre jedno αt, t ∈ {i, j} platí αt ≥ 1/2.
Následne do vrcholového pokrytia zaradíme vrchol vt. Kaºdá hrana je teda
pokrytá.

kvalita• Ke¤ºe βi ≤ 2αi pre kaºdé i, o cene získaného prípustného rie²enia β platí

cost(β) =
n∑

i=1

βi ≤ 2
n∑

i=1

αi = 2cost(α)

Aproxima£ný pomer je cost(β)
cost(α)

≤ 2cost(α)
cost(α)

= 2

¦

7.5.1 Náhodné zaokrúh©ovanie a problém MaxSAT
Vrá´me sa opä´ k rie²eniu problému MaxSat. V £asti 6.2.1 sme ukázali, ºe ná-
hodne vygenerované pripradenie hodnôt premenným vedie v o£akávanom prípade
k splneniu polovice klauzúl. V tejto £asti ukáºeme efektívny pravdepodobnostný
algoritmus, ktorý je výsledkom kombinácie metódy relaxácie k LP a náhodného
zaokrúh©ovania.
Majme teda

F (x1, . . . , xn) = F1 ∧ F2 ∧ . . . ∧ Fm, kde Fi je elementárna disjunkcia

Ozna£me

Set+(Fi) mnoºina premenných zo Set(Fi), ktoré sa v Fi vyskytujú bez negácie
Set−(Fi) mnoºina premenných zo Set(Fi), ktoré sa v Fi vyskytujú s negáciou
In+(Fi) indexy premenných z Set+(Fi)
In−(Fi) indexy premenných z Set−(Fi)

Rie²ime úlohu
formulácia

maximalizova´ ∑m
j=1 Zj

lineárne ohrani£enia ∑
i∈IN+(Fj)

yi +
∑

i∈IN−(Fj)
(1− yi) ≥ Zj , j = 1, . . . ,m

n+m nelineárnych ohrani£ení
yi ∈ {0, 1} i = 1, . . . , n
Zj ∈ {0, 1} j = 1, . . . ,m

relaxácia
1 ≥ yi, yi ≥ 0
1 ≥ Zj , Zj ≥ 0
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Algoritmus 56 RRR - random rounding
1: vstupom je úloha 0/1 LP(F)
2: relaxácia 0/1-LP(F) Ã Rel-LP(F)
3: nech (α(y1), . . . , α(yn), α(Z1), . . . , α(Zm)) je optimálne rie²enie Rel-LP(F)
4: vygeneruj náhodne γ1, . . . , γn ∈ [0, 1]n

5: if γi ∈ [0, α(yi)] then βi ← 1
6: else βi ← 0
7: return (β1, . . . , βn)

Ozna£me α(u), u ∈ {y1, . . . , yn, Z1, . . . , Zm} hodnotu u v optimálnom rie²ení rela-
xovaného problému. �ahko vidno, ºe

∑m
j=1 α(Zj) je horný odhad na po£et klauzúl,

ktoré môºu by´ splnené (pre£o?). K©ú£ovým pre kvalitné prípustné rie²enie je za-
okrúh©ovanie; spravíme ho náhodne:
Uvedomme si, ºe takto de�novaná α(yi) je vlastne pravdepodobnos´ toho, ºe βi =
113

Lema 7.37 Nech k ∈ N, Fj je klauzula s k literálmi, (α(y1), . . . , α(yn), α(Z1), . . . , α(Zm))
je optimálne rie²enie Rel-LP(F). Potom pravdepodobnos´, ºe β = RRR(F ) sp¨¬a
Fj, je aspo¬ (

1−
(

1− 1
k

)k
)

α(Zj)

Dôkaz: Ke¤ºe sa na ostatné klauzuly formuly nepozeráme, môºme predpoklada´,
ºe Fj = x1 ∨ . . . ∨ xk. Z podmienok LP vyplýva, ºe

x1 + x2 + . . . + xk ≥ Zj

Klauzula Fj bude nesplnená práve vtedy ak kaºdé βi ← 0, i = 1, . . . , k. To nastane
s pravdepodobnos´ou

∏k
i=1(1− α(yi)). Fj bude splnená s pravdepodobnos´ou

1−
k∏

i=1

(1− α(yi))

£o nadobúda minimum pre α(yi) = α(Zj)
k . Dostávame teda

Pr[Fj(β) = 1] ≥ 1−
k∏

i=1

(
1− α(Zj)

k

)

£o je vlastne funkcia jednej premennej�α(Zj). Vyuºijeme nasledujúci fakt, ktorého
platnos´ ukon£uje dôkaz.

Fakt 7.38 Nech k ∈ N . Potom

fk(r) = 1−
(
1− r

k

)k

≥
(

1−
(

1− 1
k

)k
)

r = gk(r) ∀r ∈ [0, 1]

K dôkazu faktu 7.38 si sta£í uvedomi´, ºe
• funkcia gr je lineárna
• funkcia fk je konkávna
• fk(0) = 0 = gk(0)

13na rozdiel od 1/2 v prípade náhodného generovania pravdivostných hodnôt
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• fk(1) = 1− (
1− 1

k

)k = gk(1)

2

Teraz uº ©ahko zanalyzujeme Algoritmus 56.

Veta 7.39 Algoritmus RRR je polynomiálny

1. pravdepodobnostný E
[

e
e−1

]
-aproxima£ný pre problém MaxSAT

2. pravdepodobnostný E
[

kk

kk−(k−1)k

]
-aproxima£ný pre problém Max-EkSAT14

Dôkaz: Za£nime s analýzou £asu. Redukcia 0/1-LP na Rel-LP je v lineárnom £ase,
£asoptimálne rie²enie Rel-LP vypo£ítame v polynomiálnom £ase a získanie prípustného

rie²enia pre 0/1-LP z optimálneho pre Rel-LP spravíme v lineárnom £ase.

chybaZopakuje si � algoritmus A je E[∆]-aproxima£ný, ak E
[

Opt(U)
A()

]
≤ ∆, resp. ekviva-

lentne E[A] ≥ Opt/∆. Sta£í teda ukáza´, ºe o£akávaný po£et splnených klauzúl je
aspo¬ e−1

e

∑m
j=1 α(Zj), resp. kk−(k−1)k

kk

∑m
j=1 α(Zj).

Nech δ ∈ {0, 1}n je potenciálne rie²enie. Potom

Prob[δ = (δ1, . . . , δn)] =
n∏

i=1

qi, qi =
{

α(yi), ak δi = 1
(1− α(yi)), ak δi = 0

Uvaºujme indika£nú premennú Zj

Zj(δ) =
{

1, ak δ sp¨¬a Fj

0, ak δ Fj nesp¨¬a

Potom E[Zj ] je pravdepodobnos´ toho, ºe RRR(F) sp¨¬a Fj .

E[Zj ] ≥
(

1−
(

1− 1
k

)k
)

α(Zj)

Nás zaujíma E[Z] pre Z =
∑m

j=1 Zj

E[Z] =
m∑

j=1

E[Zj ] ≥
m∑

j=1

(
1−

(
1− 1

k

)k
)

α(Zj) =

(
1−

(
1− 1

k

)k
)

m∑

j=1

α(Zj)

EkSAT
E[Ratio− EkSAT ] ≤ OptEkSAT (F )

E[Z]
≤

∑m
j=1 α(Zj)(

1− (
1− 1

k

)k
) ∑m

j=1 α(Zj)

=
1(

1− (k−1)k

kk

) =
kk

kk − (k − 1)k

SATKe¤ºe
(
1− 1

k

)k ≤ e−1, je 1− (
1− 1

k

)k ≥ 1− e−1 =
(
1− 1

e

)
. Preto

E[Z] ≥
(

1− 1
e

) m∑

j=1

α(Zj)

14Problém Max-EkSAT je MaxSAT obmedzený na vstupy, v ktorých kaºdá klauzula má presne
k literálov.
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E[Ratio− SAT ] =
OptMaxSAT (F )

E[Z]
≤ 1

(1− 1
e )

=
e

e− 1

Pri vylep²ovaní opakovaním opakujeme len £as´ od vygenerovania náhodného vek-
tora γ. 2

7.5.2 Náhodná vzorka s náhodným zaokrúh©ovaním
Prezentovali sme dva algoritmy pre rie²enie problému MaxSAT � RSAM s pome-
rom 2 a RRR s pmerom e

e−1 . Hoci 2 > e
e−1 , 2k

2k−1
< kk

kk−(k−1)k a teda pre dlhé
klauzuly je naivný RSAM lep²í. V skuto£nosti sa dá ukáza´ (zamyslite sa), ºe
existujú také vstupy I, I ′, I ′′ ºe

• E[RSAM(I)] > E[RRR(I)] //MAxSAT
• E[RRR(I ′)] > E[RSAM(I ′)] //MAxSAT
• E[Ratio−RRR(I ′′)] < E[Ratio−RSAM(I ′′)] //MAx-EkSAT

Ke¤ºe majú rôzne správanie, je rozumné pokúsi´ sa ich skombinova´. Spustíme oba
algoritmy nezávisle a výsledkom bude lep²í zo získaných výsledkov: Po¤me analy-

Algoritmus 57 COMB-MAxSAT
1: β ← RSAM(F )
2: γ ← RRR(F )
3: if β sp¨¬a viac klauzúl ako γ then return β
4: else return γ

zova´ tento algoritmus. Ke¤ºe oba algoritmy su polynomiálne, je polynomiálny aj
£as COMB-MaxSAT.

aproxima£ný po-
mer

Na vstupe máme formulu F (x1, . . . , xn) = F1 ∧ . . . ∧ Fm.

(SRSAM , P robS) 2n moºných výpo£tov
(SRRR, P robR) priestor ur£uje optimálne rie²enie α pre Rel-LP(F)
(SRSAM × SRRR, P rob) pri£om Prob[C, D]

def.
= ProbS [C]× ProbR[D]

Majme beh algoritmu COMB-MaxSAT, ktorý vypo£ítal optimálne priradenia β, γ.
Ozna£me

Y [β, γ] po£et splnených klauzúl v F (β)
Z[β, γ] po£et splnených klauzúl v F (γ)
U [β, γ] = max{Y [β, γ], Z[β, γ]}. Ke¤ºe maximum nie je men²ie ako aritmetic-

ký priemer

E[U ] ≥ E[Y ] + E[Z]
2

Kvôli podrobnej²ej analýze si klauzuly rozdelíme do triedy pod©a po£tu literálov;
Ck budú tie klazuly, ktoré majú presne k literálov.

Algoritmus RRR vypo£íta priradenie, ktoré sp¨¬a nanajvý²
∑m

j=1 α(Zj) klauzúl.
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E[Z] ≥
∑

k≥1

∑

Fj∈C(k)

(
1−

(
1− 1

k

)k
)

α(Zj)

E[Y ] =
∑

k≥1

∑

Fj∈C(k)

(
1− 1

2k

)
≥

∑

k≥1

∑

Fj∈C(k)

(
1− 1

2k

)
α(Zj)

E[U ] ≥ E[Z] + E[Y ]
2

≥ 1
2

∑

k≥1

∑

Fj∈C(k)

[(
1− 1

2k

)
+

(
1−

(
1− 1

k

)k
)]

α(Zj)

≥ 1
2
· 3
2

∑

k≥1

∑

Fj∈C(k)

α(Zj) =
3
4

m∑

j=1

α(Zj)

Dokázali sme teda nasledovnú vetu:

Veta 7.40 Algoritmus COMB-MAxSAT je polynomiálny pravdepodobnostný E[4/3]-
aproxima£ný algoritmus pre problém MaxSAT.


