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Predslov

Tieto skripta pokryvaju material z vybranych prednasok predmetu Metédy v bioinforma-
tike, ktoré na Fakulte matematiky, fyziky a informatiky Univerzity Komenského v Bra-
tislave v 8kolskych rokoch 2010/11 a 2011/12 prednésali Brona Brejova a Tom4s Vinaf.
Cielom predmetu je oboznamit Studentov magisterského studia z biologickych aj infor-
matickych odborov s principmi zédkladnych bioinformatickych technik. Prednésky, ktoré
sit spolo¢né pre biologov a informatikov, zavedd modely a vypoctové problémy pouzi-
vané v jednotlivych oblastiach a nac¢rtni myslienky vypoctovych metod, ktorymi sa tieto
problémy rieSia. Doraz je tiez kladeny na pochopenie obmedzeni, ktoré jednotlivé met6édy
maju. Prednagky su doplnené cviceniami, ktoré su ponikané v dvoch verziach. Cielom
cviCeni pre informatikov je prebrat zakladné pojmy molekuldrnej bioldgie potrebné pre
pochopenie predmetu, ako aj hlbsie detaily informatickych metdéd spomenutych na pred-
naskach a dalsi dopliujici materidl. Ciefom cvi¢eni pre biologov je doplnit chybajice
znalosti z informatiky a matematiky potrebné pre pochopenie prednasok a precvicit po-
uzitie preberanych metod na redlne data.

V budticnosti planujeme skripta rozsirit o cvicenia a dalsie prednasky. Citatel viak
uz dnes moze najst materidly k cviteniam a prednaskam na stranke predmetu http:
//compbio.fmph.uniba.sk/vyuka/mbi/.


http://compbio.fmph.uniba.sk/vyuka/mbi/
http://compbio.fmph.uniba.sk/vyuka/mbi/




Kapitola 1

Sekvenovanie a zostavovanie genoémov

DNA sekvencie organizmov st jednym z najdolezitejsich zdrojov informacii, ktorymi sa
bioinformatika zaoberd. V tejto kapitole sa zoznamime s problematikou sekvenovania,
teda procesom ziskavania DNA sekvencii. Technolégie sekvenovania st o to zaujimavej-
Sie, ze sa v nich spajaji experimentalne metody so zlozitou vypoctovou analyzou (tzv.
zostavovanie genému) a obe tieto zlozky st nevyhnutné pre tspesné ziskanie DNA sek-
vencie zivého organizmu.

Historiu sekvenovania v kratkosti sumarizuje tabulka[I.I] Za¢ina sa v roku 1976, ked
bol osekvenovany prvy genéom jednoduchého RNA virusu. Doteraz pravdepodobne naj-
VACSIm uspechom v tejto oblasti bolo v roku 2001 osekvenovanie Tudského genému. Tento
velkolepy projekt nastartovany v roku 1988 postupne prerastol do Sirokej medzinarodne;j
spoluprace verejnych institicii. Projekt inSpiroval vyvoj sekvenovacich technol6gii, ako aj
alternativne pristupy k sekvenovaniu, ¢o vyustilo v roku 1998, ked sukromna spolo¢nost
Celera Genomics ohlésila, ze svoju verziu Tudského genomu vytvori do roku 2001. Na-
koniec boli obe verzie publikované simultanne v roku 2001 v ¢asopisoch Nature (verejny
projekt) a Science (sikromny projekt).

Sekvencia [udského genomu obsahuje priblizne 3.2 miliardy baz a z informatického
hTadiska ju mozeme jednoducho reprezentovat niekol’kymi retazcami zlozenymi zo znakov
A, C,GaT, pricom kazdy takyto refazec reprezentuje jeden l'udsky chromozom. Na ziskanie
tejto reprezentéacie T'udského gendému boli vynaloZené vySe 3 miliardy americkych dolarov.
Inovacie technologii vSak dnes umoziiuju osekvenovat podobne velky geném s radovo
niz8§imi nakladmi (desiatky tisic dolarov). Aj preto sme v sucasnosti svedkami velkého
mnozstva sekvenovacich projektov a stile aktivneho vyvoja relevantnych algoritmov.

V tejto kapitole si ukdZzeme zakladné principy sekvenovania a niekolko algoritmov,
ktoré sa pouzivaji na nésledné zostavovanie genémov. V zavere si ukdzeme, ako nové
sekvenovacie technoldgie rozsiruji nase moznosti analyzy genémov, pricom z informatic-
kého hladiska prinasaji nové zaujimavé problémy.

1.1 Sangerovo sekvenovanie

Sekvenovanie, tak isto ako vela dalsich technologii molekularnej biologie, je zaloZené na
kreativnom vyuziti enzymov a biologickych procesov, ktoré bezne prebiehaji v bunke.
Na obrazku je zobrazeny sposob, akym prebieha Sangerovo sekvenovanie — tradi¢na
metdda pouzita aj na sekvenovanie Tudského gendému.
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Tabulka 1.1: Historia sekvenovania (podla Roberts| (2001)))

1976 MS2 (RNA virus) 40 kB

1988 projekt sekvenovania Tudského genomu (15 rokov)
1995 baktéria H. influenzae 2 MB, shotgun (TIGR)

1996 S. cerevisiae 10 MB, BAC-by-BAC (Belgicko, Brit4nia)
1998 C. elegans 100 MB, BAC-by-BAC (Wellcome Trust)
1998 Celera: Tudsky geném do troch rokov!

2000 D. melanogaster 180 MB, shotgun (Celera, Berkeley)
2001 2x Tudsky genom 3 GB (NIH, Celera)

po 2001 Mys, potkan, kura, Simpanz, pes, makak,. ..

2007 Watsonov a Venterov genom (454)

coskoro 1000 Tudskych genomov, 22 cicavcov

TCAGGATCGA

AGTCCTAGC TCAGGATCGA
AGTCCT
TCAGGATCGA
AGTCCTAGCT
TCAGGATCGA et
AGTCCTA
AGTCCT
TCAGGATCGA AGTCCT
AGTCC TCAGGATCGA
AGTCCT
AGTCCTA :
TCAGGATCGA AgTCC
AGTC AGTC

Obr. 1.1: Schéma Sangerovho sekvenovania. Sekvenujeme DNA sekvenciu AGCTAGGACT, ktort
zobrazujeme sprava dolava. PouZijeme primer AGT komplementérny ku koncu nasSej sekvencie.
Pri sekvenovacej reakcii nam vzniknt segmenty réznych dizok, kazdy ukonceny modifikovanym
a ofarbenym nukleotidom (vIavo). Na géli potom zoradime segmenty podla dlzky a laserovym
zariadenim od¢itame poradie farieb (modré, modra, ¢ervend, zelend, zlta, modra, ¢ervena), ktoré
premenime na poradie nukleotidov na komplementarnom vlakne, teda AGTCCTAGCT (prvé AGT je
primer).
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Obr. 1.2: Sekvenovaci profil (sequencing trace). Zdroj: wikipedia.org.

Dvojvlaknova DNA sa najprv zahreje, ¢im sa rozdeli na jednovlaknovi. V zivej bunke
je takito jednovlaknovit DNA mozné pouzit na vytvorenie novych kopii za predpokladu,
ze su k dispozicii prislusné enzymy a zasoba vhodnych stavebnych prvkov—nukleotidov.
Pri sekvenovacej reakcii tento proces zmodifikujeme tak, zZe pridame $pecialne nukleotidy,
ktoré st jednak zafarbené fosforeskujicou farbou (kazdy nukleotid inou) a jednak st zmo-
difikované takym sposobom, aby kopirovanie DNA nemohlo po pouziti modifikovanych
nukleotidov pokracovat.

V takejto modifikovanej reakcii sa ndm namiesto uplnych komplementarnych kopii
DNA vytvori mnozstvo segmentov roznych dizok, pricom kazdy segment bude vlastne
predcasne ukoncenou komplementarnou képiou nasej povodnej DNA. Kazdy takyto seg-
ment bude navySe ofarbeny farbou, ktora zodpoveda poslednému nukleotidu v danom
segmente. Pri vhodnej koncentracii modifikovanych nukleotidov budu vysledkom reakcie
vietky takéto segmenty, t.j. kazda pozicia v nasej DNA sekvencii bude zastipena nejakym
segmentom.

Segmenty je teraz mozné zoradit podla velkosti pomocou elektroforézneho gelu a
pomocou laserového zariadenia je mozné precitat postupnost jednotlivych farieb, ktora
nam vlastne dava poradie nukleotidov v sekvenovanej vzorke DNA.

Na obrazku [1.2]je zobrazeny typicky vysledok sekvenovania—sekvenovaci profil (sequ-
encing trace). Kazdy farebny vrchol zodpoveda jednému nukleotidu. Zo sekvenovacieho
profilu vsak nie je mozné vzdy urcit kazdy nukleotid jednoznac¢ne a spravne. Na urcenie
jednotlivych nukleotidov a odhad skére kvality sa u Sangerovho sekvenovania pouziva
tradi¢ne program PHRED. Vystupom programu je pre kazdu poziciu, kde je to mozné
urcit, baza A, C, G, alebo T a skore kvality ¢, kde pravdepodobnost, ze baza bola urcena
chybne je ohrani¢ena hodnotou 107919 bazy s kvalitou ¢ > 40 st teda uréené spravne na
99.99%, kym z baz s kvalitou ¢ = 20 je chybn4 priblizne kazd4 sta baza. Podobny systém
odhadu kvality baz je sticastou prakticky vsetkych sekvenovacich postupov.

Zial, tato technologiu nie je mozné aplikovat na T'ubovolne dlhé tseky DNA. V praxi
Sangerovo sekvenovanie dokaze osekvenovat s dostato¢nou spolahlivostou len cca. 500-
1000 baz z konca vzorky DNA. Preto pri sekvenovani genémov musime pouzit podstatne
zlozitejst postup (vid obrazok [1.3).

Viacero kopii DNA najskor rozsekame (napr. restrikénym enzymom alebo sonikaciou).
KedZe DNA sa roztrhne na nahodnych miestach, dostaneme mnozstvo mensich navza-
jom prekryvajucich sa fragmentov. Tieto fragmenty potom vlozime do umelo vytvoreného
malého cirkuldrneho chromozému, ktory nazyvame vektor. Vektory je potom mozné na-
mnozit vlozenim do baktérii a nasledne vyextrahovat. Takymto sposobom dostaneme tzv.
kniznicu mnozstva malych segmentov DNA, ktorych konce potom mozeme osekvenovat
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Obr. 1.3: Priprava kniZznice na sekvenovanie. Zdroj: wikipedia.org.




postupom uvedenym vyssie.

V praxi teda dostaneme mnozstvo kratkych sekvencii dzky cca. 500-1000 baz, ktoré
zaCinaji na nahodnych miestach v genéme. Ako z takychto malych kuskov dostaneme
uceleny obraz o celom genéme? Tymto problémom sa budeme zaoberat v d'alsej kapitole.

1.2 Zostavovanie gené6mov (sequence assembly)

Ziadna zo stcasnych sekvenovacich technologii nedokaze osekvenovat cely geném, na-
miesto toho je vysledkom spusta mengich fragmentov (sequencing reads), ktoré je potrebné
zostavit do suvislej sekvencie. Naro¢nost zostavovania genémov zavisi od niekolkych fak-
torov:

e dlzka jednotlivych fragmentov (¢im dlhsie, tym lepsie),
e dlzka zostavovanej sekvencie (¢im kratgia, tym lepSie),

e priemerna hibka pokrytia — kolko fragmentov v priemere prekryva konkrétnu poziciu
zostavovanej sekvencie (¢im viac, tym lepsie).

Ked7e zostavovanie genobmov nie je vobec jednoduchou tlohou, v pociatkoch sekveno-
vania sa na zvySenie uspesnosti pouzivala metéda BAC-by-BAC. Cely gen6m sa najskor
rozdeli na prekryvajice sa casti o velkosti cca. 100-200 tisic baz, ktoré sa tiez nazyvaju
BACy (bacterial artificial chromosome). Potom nasleduje naro¢ny proces mapovania, kde
sa experimentalnymi metédami uréi priblizna poloha kazdého BACu v gendéme a vyberie
sa skupina BACov, ktoré pokryvaji cely geném. Tieto sa potom jednotlivo sekvenuju.
Vyhodou takéhoto postupu je, Ze zostavujeme podstatne kratSie sekvencie. Nevyhodou
je zdlhavy a naro¢ny proces mapovania.

V stcasnosti sa najcastejsie pouziva tzv. shotgun pristup, kde sa jednoducho rovno
sekvenuje cely genéom s predpokladom, Ze bioinformatické metdédy budi vediet geném
poskladat aj za takychto stazenych okolnosti. Vynechanie mapovania v tomto pripade
vyrazne znizuje cenu a zvySuje rychlost sekvenovania, na druhej strane sa ¢asto stane, ze
genom nie je mozné poskladat az do tvaru celych chromozémov a sekvencia chromozému
tak zostane v tvare niekolkych nespojenych segmentov (tzv. kontigov).

V oboch pripadoch v8ak z informatického hladiska ide o tu istd tlohu: vstupom je
mnoZstvo kratkych prekryvajucich sa segmentov sekvenovanej DNA, naSim cielom je
zostavit povodni DNA sekvenciu. Dalej si ukdzeme niekolko spresneni tohto problému,
ako aj najcastejsie pouzivané riesenia.

1.2.1 Najkratsie spolo¢né nadslovo

Asi najjednoduchsou formulaciou problému zostavovania genémov je teoreticky problém
hl'adania nagkratsieho spolocného nadslova (shortest common superstring).

Definicia 1 (Problém najkratsieho spolo¢ného nadslova (shortest common superstring)).
Je danych niekolko retazcov (osekvenovanych fragmentov) a tlohou je najst najkratsi
mozny retazec, ktory obsahuje vSetky fragmenty ako sivislé podretazce.



Napriklad pre vstupné fragmenty AAA, AAC, ACA, ACC, CAA, CAC, CCA a CCC je najkratSie
mozné spolo¢né nadslovo AAACCCACAA.

Pojem najkratsieho nadslova je motivovany nasledovne. V ramci definicie problému
nestaci povedat, ze kazdy fragment musi byt podretazcom vyslednej sekvencie. To by
sme totiz mohli tlohu riesit trividlne: zrefazime v8etky fragmenty v Tubovolnom poradi.
To zjavne nie je zmysluplné rieSenie nagho biologického problému. Intuitivne, ciefom je
¢o najviac vyuzit prekryvy medzi jednotlivymi fragmentami: dva fragmenty, ktoré maju
substancialny prekryv sa pravdepodobne prekryvaji aj v sekvenovanej vzorke DNA. Po-
ziadavka, aby nadslovo bolo najkratsie mozné, je jednoduchy sposob, ako takéto prekryvy
zabezpecit a sicasne nam toto kritérium dava elegantny informaticky problém, ktory
mozno Studovat aj z teoretického hladiska.

Nanegtastie je tento problém NP-tazky, takze nepozname ziadny rychly algoritmus,
ktory vzdy najde najlepSie riesenie. Pre ilustraciu ukédzeme kontrapriklad pre jednoduchu
heuristiku, ktorad v kazdom kroku najde dva fragmenty, ktoré sa prekryvaju najviac a
zlici ich do jedného segmentu.

Ak vezmeme fragmenty CATATAT, TATATA a ATATATC, tak touto heuristikou najprv
spojime fragmenty CATATAT a ATATATC, a potom k nim pripojime fragment TATATA. Vy-
sledné nadslovo ma dlzku 14 (CATATATCTATATA), optimélne riesenie viak ma dizku 10
(CATATATATC).

O nasej jednoduchej heuristike je mozné dokézat, ze je to 3.5-aproximacny algorit-
mus: najdené riesenie bude mat vidy dizku nanajvys 3.5-nasobku optimalnej dizky. Je
otvorenym problémom, ¢i je tento algoritmus aj 2-aproximacny algoritmus; existuje vSak
iny 2.5-aproximacny algoritmus. V kazdom pripade ale aproximac¢né algoritmy nie st pre
tento problém prilis uzitoéné: aj keby sa nam podarilo najst 2-aproximad¢ny algoritmus,
nie je jasné, ¢i riesenie, ktoré je dvakrat také dlhé ako optimélne, by v sebe obsahovalo
informéaciu uzito¢ni pre biologov.

1.2.2 Overlap—Layout—Consensus

Aj ked je problém najkratsieho spoloného nadslova pomerne elegantnou formuléciou
problému zostavovania genémov, tento problém je prilis tazky, aby bolo jeho rieSenie
praktické pre velké genomy. NavySe existuje mnozstvo faktorov, ktoré této formulacia
neberie do tvahy:

e Pri sekvenovani sa vyskytuju chyby. Sangerovo sekvenovanie momentalne urobi cca.
1 chybu na 100 baz. V praxi teda dostavame na vstupe fragmenty, ktoré sa od
podslova pévodnej sekvencie moézu mierne liSit. Pri urcovani, ¢ ide o skutoc¢nu
odlisnost, alebo o sekvenovaciu chybu je navySe potrebné zohladnit skore kvality,
ktoré sme spominali vyssie.

e Ajvjedinom genome mozu byt niektoré pozicie polymorfné. Ludsky geném obsahuje
z kazdého chromozému (okrem X a Y) dve kopie, jednu zdedent od otca a druhu
od matky. Tieto chromozomy sa moézu navzajom od seba 1igit: v Tudskom gendme
nijdeme jednu polymorfni poziciu na priblizne 1000 baz. Pri sekvenovani vSak
vidime fragmenty, ktoré st zmesou z oboch chromozémov.



500bp znama vzdialenost 500bp kozmid 40 kB

Obr. 1.4: Sparované fragmenty (pair-end reads). U Sangerovho sekvenovania s bakterial-
nym klonovanim sa obvykle pouZivajiu segmenty dizky 2kbp (tzv. plazmidy) v kombinAcii s
dlhgimi kozmidmi (cca. 40kbp). Pri sekvenovani druhej generacie, kde st vysledné precitané
fragmenty kratsie, sa ¢asto pouziva kombinacia kniznic so segmentami dizok od 200bp do 100kbp.

e Fragmenty na vstupe mozu byt kontaminované cudzou sekvenciou. Casto napriklad
vidime sekvencie baktérii, ktoré sme pouzili na klonovanie. Typickou chybou sekve-
novania su tiez chimérické fragmenty, ktoré vznikli kombinciou dvoch nestvisiach
ktaskov genomu.

e Typicky gendém nie je jedna sekvencia, ale je organizovany do niekol'kych chromozo-
mov. Pokrytie gen6mu fragmentami moéze byt navySe nerovnomerné, v niektorych
Castiach moze sekvencia uplne chybat, ¢o moéze znemoznit uplné poskladanie ge-
nému.

e Castym tikazom v rdmci gend6mov vyssich organizmov je tzv. repetitivna sekvencia.
Sekvencie, ktoré si jednoduchym mnohonasobnym opakovanim niekolkych nukle-
otidov tvoria az 50% l'udského genomu. Takéto sekvencie je velmi narocné poskla-
dat.

Ak napriklad vidime 10 fragmentov TTAATA, 10 fragmentov ATATTA a 3 fragmenty
TTAGCT, tak najkratsie spolo¢né nadslovo je TTAATATTAGCT, ktorého pokrytie frag-
mentami je v8ak znac¢ne nerovnomerné. Ak vezmeme do tvahy aj nasobnost jed-
notlivych fragmentov, pravdepodobne by sme chceli uprednostnit dlhsie nadslovo
TTAATATTAATATTAATATTAATATTAGCT, alebo dokonca dvojchromozémova hypotézu
TTAATATTA a ATATTAGCT, kde je pokrytie fragmentami podstatne rovnomernejsie.

e Spdrované fragmenty (pair-end reads) robia sice formulaciu problému zloZitejsou,
no davaju ndm mnozstvo informécie, na zaklade ktorej mozno rozlisknut niektoré z
problémov uvedenych vyssie. Jedna sa o fragmenty, ktoré st osekvenované z dvoch
koncov toho istého segmentu so znamou dlzkou a st takymto sposobom oznadené
(vid obrazok [1.4]). Takéto pary, pokial si dostatoéne vzdialené, nam mozu pomoct
ur¢it spravnu dlzku repetitivnej sekvencie, ¢ pomoct pri spajani fragmentov v ob-
lastiach s nizkym pokrytim.

Sformulovat problém zostavovania genémov takym sposobom, aby zahinal vSetky fak-
tory, ktoré sme spomenuli na konci predchadzajicej kapitoly, je velmi tazké. Preto tvor-
covia softvéru pre zostavovanie genomov, ako napriklad ARACHNE, PHUSION, alebo
PCAP, pristupili k heuristickym rieSeniam. Typicky softvér na zostavovanie gen6ému fun-
guje v troch fazach, ktoré obvykle nazyvame overlap, layout a consensus.

Overlap. V tejto faze sa snazime identifikovat navzajom sa prekryvajice fragmenty,
ktoré potom zostavime do dlhsich sekvencii, ktoré nazyvame kontigy (contigs).

Uloha v8ak nie je taka jednoduch4, ako sa zda. Ak by sme totiz cheeli porovnaft kazdé
dva fragmenty, potrebovali by sme na to ¢as O(n?k), kde n je pocet fragmentov a O(k)



vyjadruje cas, ktory potrebujeme na porovnanie dvoch fragmentov. Nie je neobvyklé,
7e n je radovo niekolko miliénov: napriklad suc¢asna verzia genomu potkana je zalozena
na sekvenciach cca. 30 milibnov fragmentov. Pre takéto velké mnozstva fragmentov je
kvadraticky algoritmus prili§ pomaly.

Efektivnejsie algoritmy st zalozené na predpoklade, ze dva fragmenty, ktoré sa pre-
kryvaji a maja byt zostavené do toho istého kontigu, st si aj napriek moznym chybdm
sekvenovania velmi podobné. Preto mézeme predpokladat, Ze takéto dva fragmenty budu
obsahovat 100% zhodnt sekvenciu o dizke aspoii k (v praxi sa pouziva k ~ 24, ¢o pri
beznych dizkach genémov zaisti, Ze dva nestvisiace fragmenty by sme na zaklade tohto
kritéria spojili iba s velmi malou pravdepodobnostou) E] Vo vSeobecnosti je potom postup
hladania fragmentov patriacich do toho istého kontigu nasledovny:

1. Vybudujeme zoznam vSetkych k-tic zo vSetkych fragmentov. Pritom si pre kazdu
k-ticu zapaméatame identifikator fragmentu, z ktorého tato k-tica pochadza.

2. Zotriedime tento zoznam k-tic podla abecedy.

3. Skupiny vyrazne prekryvajicich sa fragmentov sa v takomto zozname budi vysky-
tovat pohromade; na zaklade informécie o prekryvoch potom moézeme zostavovat
kontigy.

Napriklad pre fragmenty 1: TAATAT, 2: GTCTGA, 3: TATAAA a k = 3 ziskame vySSieuve-
denym postupom nasledujiici zotriedeny zoznam trojic:

(AAA,3) (AAT,1) |(ATA,1) (ATA,3)|(CTG,2) (GTC,2)
(TAA,1) (TAA3)|[ (TAT,1) (TAT,3)] (TCT,2) (TGA,2)

Moézeme teda usudit, ze fragmenty 1 a 3 treba na zaklade prekryvov poskladat do kontigu,
kym fragment 2 sa neprekryva dostatocne s inymi fragmentami.

Presna implementécia takéhoto postupu sa u jednotlivych programov 1isi, na vytvo-
renie efektivneho algoritmu je potrebné navrhnat vhodné datové Struktdary a tspornt
reprezentaciu v operacnej paméti pocitaca, ako aj postup pri samotnom zostavovani kon-
tigov z jednotlivych fragmentov.

Navyse, nie vSetky fragmenty, ktoré takyto algoritmus oznaé¢i ako podobné, musia byt
jednoduchym spoésobom zostaviteIné do toho istého kontigu. Extrémnym prikladom su
opakujuce sa sekvencie, kde genom obsahuje tesne za sebou niekolko takmer totoZnych
sekvencii. V takom pripade medzi osekvenovanymi fragmentami nijdeme jednak také,
ktoré obsahuju koniec jednej kopie a zatiatok dalsej kopie toho istého tseku, ale aj také,
ktoré obsahuju koniec poslednej kopie a kiisok sekvencie, ktord nasleduje bezprostredne
za opakujicim sa usekom. Pri zostavovani kontigov tak budeme mat fragmenty, ktoré sa
velmi dobre zhoduju, ale len po ur¢ité miesto; za touto hranicou budua fragmenty zrazu
velmi odli$né a nebude sa z nich dat zostavit jeden kontig. Takéto problémy vyrieSime jed-
noducho tak, Zze kontig nebudeme rozsirovat dalej za taktto hranicu, zasadenie takéhoto
kontigu do kontextu zaistime v dalSom kroku.

!Podobny predpoklad sa pouziva pri rychlom zarovnavani sekvencii; o tomto probléme budeme viac
diskutovat v nasledujtcej kapitole, ktora sa zarovnévaniu venuje.
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Obr. 1.5: Stratégie fazy layout v programe ARACHNE. (vlavo) Informécia zo spéarova-
nych fragmentov urcuje relativnu polohu a vzdialenost kontigov. (vpravo) Sekvenovacie diery
a nejednoznatne zostavitelna opakujacu sa sekvenciu je mozné vyplnit za pomoci sparovanych
fragmentov, ak aspofi na jednej strane je spolahlivo zostaveny kontig. Zdroj: Batzoglou et al.
(2002)

Layout. Ulohou tejto fazy je uré¢it relativnu polohu a orientaciu jednotlivych kontigov,
ako aj ich priblizné vzdialenosti. Kontigy na seba nemusia uplne nadvézovat z viacerych
dovodov. Jednak niektoré c¢asti genému nemusia byt pokryté osekvenovanymi fragmen-
tami. Je jasné, ze v tychto miestach sekvenciu neziskame, no chceli by sme aspon okolité
kontigy spravne zoradit a odhadniat velkost takychto sekvenovacich dier (sequencing
gaps). V praxi potom sekvenovacie diery v ramci dlhSej sekvencie reprezentujeme dl-
hou postupnostou znakov N (neznamy nukleotid). Dalsou pri¢inou rozbitia sekvencie na
viacero kontigov mozu byt opakujice sa sekvencie a dalSie nejednoznacnosti, ktoré ne-
bolo mozné vyrieSit v prechadzajicej faze. Vysledné bloky kontigov sa potom nazyvaju
superkontigy.

V tejto faze vyuzijeme informéciu, ktord je obsiahnutd v sparovanych fragmentoch
(pair-end reads). Kedze sparované fragmenty su osekvenované z koncov toho istého seg-
mentu DNA priblizne znamej dizky, vieme ako d'aleko a v akej orientéacii by tieto frag-
menty mali byt vo vyslednej sekvencii ulozené. Sparované fragmenty tak vytvarajiu medzi
jednotlivymi kontigmi vézby, ktoré urcuji ich vzajomné vzdialenosti, ako aj orientéciu.
Takisto pomocou nich dokazeme vytvorit heuristiky, ktoré dokadzu aspon ¢iastocne zo-
stavit opakujice sa sekvencie. Obrazok demonstruje postupy, ktorymi mozno vyuzit
takdto informaciu na rozsirenie a spajanie kontigov.

Consensus. Kazdé pozicia v superkontigu je potencidlne pokryta niekolkymi osekve-
novanymi fragmentami, pri¢om na danej pozicii sa fragmenty moézu aj lisit, ¢i uz z dévodu
sekvenovacej chyby, alebo vyskytu polymorfizmu. V tejto faze vytvorime finalne sekven-
cie superkontigov, pricom v pripade nezhodujicich sa nukleotidov pouzijeme nejaky typ
vacsinového pravidla, bertc do ivahy aj kvalitu jednotlivych béz vo fragmentoch.

Pristup overlap-layout-consensus sa stal Standardom pri zostavovani sekvencii z dlhych
fragmentov (ako napriklad tych, ktoré ziskame pomocou Sangerovho sekvenovania). Kva-
lita vysledku v tomto pripade zavisi nielen od algoritmu na zostavovanie, ale aj od mnoz-
stva sekvencie, ktoré mame k dispozicii. Mnozstvo sekvencie spravidla meriame nasobkom
dlzky genému, resp. hibkou pokrytia; pri 5x pokryti bude kazdé miesto genému v prie-
mere pokryté piatimi fragmentami, no kedZe sekvenovanie je ndhodny proces, pokrytie
na konkrétnych miestach bude zna¢ne nerovnomerné a vysledok moze obsahovat velké
mnozstvo sekvenovacich dier. Tabulka[l.2] ukazuje uspesnost softvéru ARACHNE pri roz-



Tabulka 1.2: Uspesnost zostavovania genému v zavislosti od pokrytia. Z genému D.
melanogaster bolo simulaciou vytvorenych prislusné mnozstvo fragmentov. Tieto boli nésledne
zostavované pomocou programu ARACHNE a porovnavané s pévodnou sekvenciou. Podl'a [Bat-
zoglou et al.| (2002).

Potet Priem. dizka Chyb
10x pokrytie:
Kontigy 678 174 kB
Superkontigy | 65 1.8 MB 115
X pokrytie:
Kontigy 8774 13 kB
Superkontigy | 450 254 kB 175

nych pokrytiach genému vinnej musky D. melanogaster; ako vidime, celistvost zostavenia
genoému od hibky pokrytia znaéne zavisi. Pri Sangerovom sekvenovani sa za draft genému
povazuje 2x pokrytie (ktoré bude mat zna¢né mnozstvo sekvenovacich dier a velmi vela
kontigov), kym kvalitne osekvenovany geném bude mat pokrytie minimalne 7x.

1.3 De Bruijnove grafy

Ako sme naznacili v predchadzajucich kapitolach, zostavovanie genomov je vo vSeobec-
nosti velmi tazky problém, ktory mozno v praxi riesit iba heuristickymi metédami. Co i
len sformulovat problém tak, aby zahrnul vSetku informaciu obsiahnuta v datach je vel'mi
tazke.

Pristup, ktory si opiSeme v tejto kapitole, vychadza z toho, Ze pri sekvenovani je
obvykle dat velmi vela, a preto si mozeme dovolit ¢ast informécie v nich obsiahnutej
ignorovat. Odmenou bude jasne formulovany problém, ktory mozno dokonca Tahko a
efektivne rieSit. Samozrejme, nevyhodou je, Ze sa moze stat, ze vysledné rieSenie bude v
rozpore so vstupnymi datami, teda s tou ¢astou, ktort sme sa rozhodli nevyuzit.

Pre jednoduchost budeme v tejto kapitole predpokladat, ze vSetky fragmenty pri-
chadzaji z jedného vlakna (tzn. vSetky s orientované v jednom smere), ze sa snazime
zostavit jeden chromozom, ktory je navySe tplne pokryty fragmentami (ziadne sekveno-
vacie diery). Aj ked st tieto predpoklady nerealistické, na ilustraciu principu to postadi.

Prvym krokom algoritmu je vSetky fragmenty nasekat na e$te mensie prekryvajtce
sa fragmenty, kazdy presne dizky k (tieto nové fragmenty budeme nazyvaf k-tice). Ak
mé teda fragment povodne dizku 20 a k = 10, vytvorime z neho 11 k-tic, kazda dlzky
presne 10, pricom jednotlivé k-tice zac¢inaju na poziciach 1, 2, ..., 11. Z takychto k-tic
vytvorime tzv. de Bruijnov graf, ktory je definovany nasledovne:

e Vrcholmi de Bruijnovho grafu budu vsetky kusky dizky k& — 1, ktoré sa vyskytuji v
nasich datach.

e Jednotlivé k-tice budu reprezentované orientovanymi hranami de Bruijnovho grafu,
pricom k-tica s1Ss...S, spaja vrcholy s1Sg...Sp_1 & S2S3. .. Sg.
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Obr. 1.6: Priklad de Bruijnovho grafu. Fragmenty CCTGCC, GCCAAC, k = 3.

Priklad de Bruijnovho grafu je na obrazku V takomto grafe gendému zodpoveda
tah, ktory pouziva vSetky hrany de Bruijnovho grafu. Napriklad genému CCTGCCAAC v
nasom priklade zodpoveda tah (CC),(CT),(TG),(GC),(CC),(CA),(AA),(AC). Ak navySe predpo-
kladame, 7ze k je dostatocne velké, aby sa v gendéme nevyskytli dve k-tice, ktoré si tuplne
zhodné, tak kazda hrana bude pouzitd préve raz. Cesta v orientovanom grafe, ktora po-
uziva kazda hranu grafu prave raz sa nazyva Fulerovsky tah a znamy vysledok z teorie
grafov nam hovori, kedy graf takyto Eulerovsky tah obsahuje.

Veta 1. Orientovany graf méa Eulerovsky tah z vrcholu u do vrcholu v prave vtedy, ked
po pridani hrany (v,u) je graf silne suvisly a v kazdom vrchole sa pocet vchadzajtcich
hran rovné poc¢tu vychadzajicich hran.

NavySe, ak je tato podmienka splnend, Eulerovsky tah mo’no v grafe najst velmi
jednoducho v ¢ase O(n + m), kde n je pocet vrcholov a m je pocet hran.

Ak teda zostavime z naSich fragmentov de Bruijnov graf a zistime, Ze tento graf ma
Eulerovsky tah, zdalo by sa, ze geném mozeme zostavit vskutku jednoducho: sta¢i zobrat
sekvenciu zodpovedajicu prvému vrcholu v tomto tahu a pri kazdom prechode hrany
do nového vrcholu pridat nukleotid zodpovedajuci poslednému nukleotidu tohto nového
vrcholu. Samozrejme, problémom moze byt fakt, ze pri tvorbe de Bruijnovho grafu neuva-
zujeme niektoré zavislosti v povodnych fragmentoch. V nasom priklade mame napriklad
zarucené, zZe vo vyslednom genéme bude obsiahnutéa sekvencia GCC, avsak nemozeme ga-
rantovat, Ze v iom bude obsiahnuté aj sekvencia GCCA, kedZe pri tvorbe de Bruijnovho
grafu sme rozsekali péovodny fragment GCCAAC na trojice. Vysledny tah tak moze byt
nekonzistentny s povodnymi fragmentami.

V praxi samozrejme velmi ¢asto narazime na problém, ze vysledny de Bruijnov graf
nemd Eulerovsky tah, alebo naopak méa takych tahov viacero. Preto je potrebné tuto
metodu doplnit mnozstvom heuristik, ako napriklad:

e Odstranovanie vrcholov a hran, ktoré z roznych dovodov mozu zodpovedat sekve-
novacim chybam.

e Znéasobovanie hran, ak si myslime, Ze k-tica sa v genéme vyskytuje viackrat.

e Postupné vyclenovanie podciest zodpovedajiucich pévodne zadanym dlhsim frag-
mentom a ich nahradenie jedinou hranou.

e Pouzitie sparovanych fragmentov: ak v grafe existuje jedina cesta vhodnej dizky,
ktora spaja vrcholy zodpovedajice sparovanym fragmentom, zmenime ju na jedint
hranu.



Tabulka 1.3: Prehl'ad sekvenovacich technolégii druhej generacie

454 (Roche) Illumina (Solexa) SOLID (AB)

Cas/beh 10 h 2-5 dni 6 dni
Déta/beh 400 Mb 3000 Mb 4000 Mb
Dlzka fragmentu 400bp 35-100bp 35-50bp
Cena na beh $8500 $9 000 $17 500
Cena na Mb $85 $6 $6

Pre uspech celej metody je dolezity aj vyber vhodného k. Na jednej strane, prilis malé
k zavedie do grafu prili§ vela nejednoznac¢nosti vo forme opakujicich sa k-tic. Ak aj k
zvadsujeme, opakujucich sa k-tic sa obvykle uplne nezbavime, kedZze gendémy obsahuju
pomerne dlhé opakujice sa sekvencie. Navyse, prili§ velké & znamend velké naroky na
operacni pamit poéitaca, a samozrejme musime vyradif vietky fragmenty, ktorych dizka
je mensia ako k + 1.

De Bruijnove grafy predstavuji metodu, ktord zaznamenala tdspech najmé u malych
gendémov a taktiez pri aplikicii metod druhej generacie, ktoré produkuji vel'ké mnozZstvo
kratkych fragmentov. V takom pripade totiz volbou mensieho k nestracame prili§ mnoho
informacie, a obrovské mnozstva dat vyzaduja rychle spracovanie pomocou efektivnych
algoritmov.

1.4 Sekvenovacie technologie novej generacie

Postupny vyvoj Sangerovho sekvenovania priniesol spolahlivi technolégiu schopni pro-
dukovat fragmenty dlhé az 1000 bp. V oblasti sekvenovania v8ak nastal prudky rozvoj, ked
sa v roku 2005 objavili komer¢ne dostupné sekvenatory druhej generacie (high-throuput
second generation sequencers). Aj ked technologia sa u roznych platforiem lisi, sekvena-
tory druhej generacie maja niekol'ko spolo¢nych &ft:

e Sekvenovanie obrovského mnozstva fragmentov paralelne z tej istej vzorky.
e Rychlejsie a ovela lacnejsie sekvenovanie.
e Odburanie naroc¢ného procesu klonovania.

e Ovela kratsie fragmenty (od 35 do 400 baz podla pouzitej technologie).

Prehl'ad parametrov sekvenatorov druhej generacie je v tabulke Prichod novych
technologii a zniZenie ceny podnietil obrovskil expanziu sekvenovania. Kym pred pri-
chodom sekvenétorov druhej generacie sa sekvenovanie sistredovalo takmer vylu¢ne vo
velkych genomovych centrach, v sic¢asnosti si sekvenovacie technologie moze dovolit prak-
ticky kazdé vacsie vyskumné laboratorium.

Prichod dalsej generacie sekvenovania tieZ inSpiroval rozvoj v oblasti bioinformatiky.
Zostavovanie gen6mov sa stalo eSte naro¢nejsim, kedze nové technoldgie produkuji ovela
kratSie fragmenty, zato v ovela vicSich mnozstvach. Nové aplikicie sekvenovania, ktoré



by sa predtym javili ako prili§ finan¢ne narocné, priniesli nové bioinformatické problémy.
Mnozstvo dat v sucasnosti rastie podstatne rychlejsie ako Moorov zédkon, ¢o znamené
dalsie vyzvy v oblasti uchovavania, prenosu, aj spracovania déat.

Samozrejme, druhou generaciou vyvoj sekvenovania nekon¢i. Vyvoj novych platforiem
pokrac¢uje dvoma smermi: znizovanie mnozstva DNA, ktoré je potrebné na sekvenovanie
(a7 na troven jedinej molekuly) a sekvenovanie superdlhych fragmentov (umoziiujicich
odbirat mnoZstvo problémov so zostavovanim gendémov).

1.5 Dalsie aplikacie sekvenovania

Okrem sekvenovania novych organizmov s v sii¢asnosti sekvenovacie technologie vyuzi-
vané na mnozstvo dalSich ucelov.

Populaéna genetika. V tomto pripade sekvenujeme d'al§ich jedincov druhu, ktory sme
uz predtym osekvenovali a u ktorého uz mame zostaveny tzv. referenény geném. Obvykle
sekvenujeme mnozstvo kratkych fragmentov, ktoré potom mapujeme na referen¢ny ge-
nom, pricom sa zaujimame hlavne o rozdiely medzi referenénym genémom a sekvenciou
daného jedinca. Sekvenovanie tu nahradilo star§iu techniku genotypovania pomocou gé-
novych ¢ipov (genotyping microarrays). Technologia nadm umoziiuje zodpovedat otazky
o tom, ako jednoduché genetické rozdiely ovplyviuju fenotyp, ale aj otazky o populac-
nej Struktire a historii druhu. Pristupnost sekvenovania podnietila projekt sekvenovania
1000 Tudskych genomov a rozpradila avahy o moznostiach personalizovanej mediciny v
dohl'adnej budtcnosti.

Metagenomika. Metagenomika alebo environmentalne sekvenovanie sa snazi zodpo-
vedat na otazku, aké skupiny organizmov 7iju v roznych ekosystémoch (morska voda, ex-
trémne prostredia), v nasich telach (¢revna a zalido¢na flora, tstna dutina, koza) a pod.
Na rozdiel od bezného sekvenovania sa nesnazime izolovat jednotlivé organizmy, kedze
ide o velké mnoZstvo druhov Zijucich vo vzajomnej symbidze, o ktorych navySe nevieme
dost, aby sme ich vedeli kultivovat. Namiesto toho sekvenujeme jednoducho zmes DNA z
roznych organizmov, kazdy fragment tak méze pochadzat z iného organizmu. Vysledkom
byvaji kratke kontigy, na zaklade ktorych sa snazime pomocou Statistickych metod od-
hadnut parametre diverzity v metagenomickej vzorke, pripadne sa snazime objavit nové
gény a mutacie, ktoré sa nevyskytuju v dobre prestudovanych organizmoch.

Hl'adanie génov a meranie transkripcie. Namiesto toho, aby sme sekvenovali DNA,
mozeme sekvenovat aj RNA (technologia sa nazyva RNA-Seq). Zarovnanim osekvenova-
nych fragmentov RNA k referenénému genému ziskame obraz o tom, ktoré ¢asti gendému
sa v zivej bunke prepisuji, a tym aj predstavu o polohe jednotlivych génov. Navyse mo-
zeme porovnavat rozdiely v transkripcii za roznych podmienok, ¢o ndm poméha odhadnit
funkciu jednotlivych oblasti genému. Sekvenovanie v tomto pripade nahradza starsiu tech-
nologiu merania a porovnavanie transkripcie na zaklade génovych ¢ipov (microarrays).

Viazobné miesta transkrip¢nych faktorov. V Zivej bunke sa na DNA viazu rozne
proteiny, ¢im sa menia jej lokadlne vlastnosti a pomahaju alebo zabranuja transkripcii



urcitych ¢asti DNA do RNA. Pomocou tzv. imunoprecipitacie je mozné pre konkrétny
transkripény faktor vyselektovat len tie kisky gen6mu, na ktoré sa tento transkripény fak-
tor viaze. Nésledné osekvenovanie tychto kiskov a ich namapovanie na referen¢ny geném
nam umoznuje ziskat prehlad o vizobnych miestach tohto transkripéného faktoru. Téato
technologia (ChIP-seq) nahradila v sacasnosti podobnua technologiu zalozent na pouZiti
génovych ¢ipov (ChIP-chip). Podobnym sposobom mozno sledovat nielen transkripéné
faktory, ale aj iné $pecidlne miesta v DNA (napr. chromatinova $trukttra, lokalizacia v
blizkosti membran a pod.).

1.6 Zhrnutie

V tejto kapitole sme sa zaoberali sekvenovanim genémov a problémom zostavovania ge-
némov z kratsich fragmentov. Sekvenovanie gendémov je zlozity proces, v ramci ktorého
ziskame velké mnozstvo malych fragmentov DNA sekvencie. Tieto fragmenty je potom
potrebné bioinformatickymi metédami poskladat do dlhsich sekvencii na zaklade prekry-
vov. Zakladna metoda sa nazyva overlap—layout—consensus.

V sacasnosti st k dispozicii tzv. technologie novej generécie, ktoré za prijateIni cenu
vedia z jednej vzorky osekvenovat velké mnozstvo pomerne kratkych fragmentov. Velké
mnozstva dat, ako aj kratke fragmenty klada velké naroky na bioinformatické metody.
Pre tento typ dat sa na zostavovanie najcastejSie pouzivaji tzv. de Bruijnove grafy.

V ramci sekvenovania, ako aj pri zostavovani genému moéze dochadzat k réznym chy-
bam. Sekvenovacie chyby st ¢asto doprevadzané nizkym skore kvality. V kazdom pripade
sa ale v zostavenych sekvencidch vyskytuja chyby, sekvenovacie diery, v niektorych pri-
padoch moézu byt tdseky zostavenej sekvencie chybne usporiadané, pripadne sekvenciu
nemozno zostavit az na troveii chromozoémov, ale len tzv. superkontigov. S tymito chy-
bami je nutné ratat pri tvorbe zaverov a pri dizajnovani d'alsich experimentov.

Sekvenovanie sa v su¢asnosti pouziva aj na mnoZstvo dalich ucelov, ako napr. sek-
venovanie jedincov v populacnej genetike, metagenomika, RNA-Seq a ChIP-Seq. V bu-
dicnosti je pravdepodobné, ze DNA sekvencia konkrétneho ¢loveka bude stucastou jeho
zdravotnej dokumentacie a umozni lepsie cielenie liecby roéznych ochoreni.



Kapitola 2

Zarovnavanie sekvencii

V tejto kapitole sa budeme venovat jednému zo zakladnych problémov bioinformatiky,
a to hladaniu podobnosti medzi sekvenciami DNA alebo proteinov. Vdaka dostupnosti
sekvenovacich technolégii mame k dispozicii velké databazy sekvencii a mozeme hladat,
¢i sa niektoré sekvencie alebo ich ¢asti zhoduju alebo aspon podobaji. Podobnosti medzi
sekvenciami v databazach pochadzaju bud z toho, Ze sa viackrat sekvenovala té ista sek-
vencia, alebo Ze sa dve sekvencie vyvinuli mutaciami zo sekvencie v spolo¢nom predkovi.
Takéto sekvencie sa nazyvaji homologické a pod pojmom hladanie homoldgov (homology
search) sa mysli hladanie takych podobnosti medzi sekvenciami, ktoré s velkou pravde-
podobnostou vznikli prave zdielanou evolu¢nou historiou.

Néjdené podobnosti vi¢sinou zobrazujeme vo forme zarovnania (sequence alignment)
ako na obrazku 2.1} Kazdy riadok zarovnania je jedna zo sekvencii, pricom do sekvencii
pridame podla potreby pomlcky tak, aby boli oba riadky rovnako dlhé a aby v stipcoch
pod sebou boli ¢o najcastejSie rovnaké bazy. Skupinu susednych pomléiek v zarovnani
nazyvame medzera (gap). Dva zékladné problémy zarovnévania sekvencii s lokalne a
globalne zarovnanie. Pri globdlnom zarovnani dvoch sekvencii zarovnavame tieto sekven-
cie celé a pri lokdlnom zarovnani hTadame v sekvenciach ¢o najpodobnejSie oblasti a tie
zarovname (obr. . Ako uvidime nizsie, pomocou jednoduchého skérovania je mozné
obidva problémy formulovat ako presne definovany informaticky problém.

Sekvencia 1: Sekvencia 2:

acgcctccaccccccgecctactcgggecagtttaac tgatgccgaggatgtgttcgtcgagcatCCGGACGA
ccttgttgttcacttgcagacatcgtgaacacggcec GAAGTCCATCACCTACGTGGTCACCTACTATCACTA
cggCCCGACGAGAAGGCCATAATGACCTATGTGTCC ACTTTgcaaactcaagcaggagacggtgcagggcat
AGCTTCTACCATGCCTTTtcaggagcgcagaaggta aagcgtatcggtaaggtggtcggecattgecatggag
ccgagcagggccaggcaggccctcctcgecgceccacc aacgacaaaatggtccacgactacgagaacttcaca

Lokalne zarovnanie:
CCCGACGAGAAGGCCATAATGACCTATGTGTCCAGCTTCTACCA-TGCCTTT
CCGGACGAGAAGTCCAT---CACCTACGTGGTCACCTACTATCACTAACTTT

Obr. 2.1: Dve sekvencie a ich lokdlne zarovnanie. Zarovnand ¢ast sekvencii je zvyraznend farebne
a velkymi pismenami.
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2.1 Pouzitie zarovnavania

Ukazme si teraz niekol'ko prikladov situacii, v ktorych sa typicky pouZivaju programy na
zarovnavanie sekvencii. Najjednoduchsim prikladom je mapovanie: napriklad osekvenu-
jeme RNA extrahovant zo vzorky buniek a chceme vediet, kde v genéme sa nachadza
gén, ktorého transkripciou tato RNA vznikla. Zarovnavame teda sekvenciu RNA so sek-
venciou genéomu. Ocakavame bud presnd zhodu, alebo len maly pocet rozdielov, ktoré
zodpovedaji sekvenovacim chybam alebo polymorfizmom (rozdielom medzi jedincami).
Ako sme videli v kapitole [I, podobne na geném mapujeme aj segmenty osekvenované z
genomickej DNA, napriklad pri porovnavani genoémov roznych jedincov v rameci druhu.

Zaujimavejsi je v8ak pripad, ked pomocou zarovnani hladame homology, t.j. sekvencie,
ktoré sa vyvinuli mutaciami z toho istého predka. V takom pripade zarovnanie predstavuje
hypotézu o evoltcii tychto sekvencii, kde predpokladame, 7ze zarovnané bazy pochadzajua
z rovnakej bazy v spolo¢nom predkovi, pricom mohlo pripadne dojst k mutiaciam. Béazy
zarovnané s pomlc¢kami zodpovedaju oblastiam, ktoré boli bud vlozené v jednej zo za-
rovnanych sekvencii, alebo zmazané v druhej (len zo zarovnania dvoch sekvencii nevieme
navzajom odliSit inzercie a delécie). V tejto kapitole si ukazeme, ako pomocou $tatistic-
kych modelov odhadnit, ¢ zarovnanie dvoch sekvencii predstavuje skutoénti homologiu,
alebo ¢i ide o dve sekvencie, ktoré sa navzajom podobaju iba nadhodou. Ide vSak iba o
hypotézu, ktora nie je mozné priamo experimentalne overit, nakolko vi¢§inou neméame
ako zistit skuto¢ni histériu porovnavanych sekvencii.

Hladanie homologov je uZitoné aj na skumanie samotnej evolicie, ako uvidime v
kapitolach[3lafpl V zarovnanych sekvenciach mozeme napriklad skiimat, ako ¢asto sa meni
jedna béza na ind a ¢ sa frekvencie mutacii ligia napriklad medzi génmi a nekoédujicimi
oblastami. Ak pozname homologické sekvencie z viacerych biologickych druhov, mézeme
sa snazit odvodit ich evolu¢nu histériu vo forme evolu¢ného stromu. Na to vidéSinou
potrebujeme najskor vytvorit viacndsobné zarovnanie (multiple sequence alignment), v
ktorom méame viacero riadkov, kazdy zodpovedajtci jednej sekvencii (obr. . Stipce,
rovhako ako v zarovnani dvoch sekvencii, zodpovedaji pozicidm, ktoré pochadzaji z tej
istej bazy v sekvencii spolo¢ného predka.

Najdené homology tiez ¢asto pouzivame na usudzovanie o funkcii skimanych sekven-
cii. Ako sa pocas evoliucie postupne muticiami meni sekvencia, moéze dojst aj k mensim
zmenam v jej funkcii. Vdaka prirodnému vyberu vSak k vyraznym zmenam funkcie do-
chidza menej ¢asto, najmé pri génoch, ktoré st obzvlast dolezité pre prezitie. Takze ak
zistime, 7ze naSa skimand sekvencia sa podoba na nejaki sekvenciu z databézy, ktorej fun-
kcia je znadma, mozeme vyslovit hypotézu, 7e aj naSa funkcia ma ta isti alebo podobnu
funkciu. Tato hypotéza vSak nie je vidy spravna. Treba mat na paméti, Zze podobnost
sekvencii, homologia a podobnost funkcii s vztahy, ktoré sice spolu suvisia, ale nie su
totoZné.

Treba tiez vzdy dobre zvazit, ¢ pre dany problém chceme hladat lokdlne alebo glo-
balne zarovnanie. Ak méame hypotézu, ze skiimané sekvencie sit homologické v celej svojej
dlzke, mozeme ich zarovnavat globalne. To sa naj¢astejsie uplatni pri evoluéne pribuz-
nych proteinovych sekvenciach. Pri vyhladavani podobnosti medzi skiimanou sekvenciou
a velkou dabazou sekvencii sa moze stat, Ze iba urcita cast naSej sekvencie bude po-
dobné so znamou sekvenciou. Preto pri hladani v databazach va¢sinou hladame lokalne
zarovhania. Lokalne zarovnania sa tiez pouzivaji pri porovnavani celych gendémov, lebo v
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Obr. 2.2: Priklad dvoch zarovnani sekvencii CACTC a CGACT s roznym skore.

evolicii moze dojst k zmene poradia vacsich oblasti v rdmci chromozoémov alebo k presu-
nom medzi chromozémami, takze nie je mozné navzajom zarovnat do jedného zarovnania
celé chromozomy.

2.2 Definicia problému lokdlneho a globalneho zarov-
nania

Ak chceme vytvorit algoritmy a softvérové néstroje na zarovnavanie sekvencii, potrebu-
jeme presne definovat problém, ktory maja rieSit. Ak vezmeme dve sekvencie, existuje
vela sposobov, ako do nich méZeme povkladat pomlcky a musime definovat, ktoré z tychto
zarovnani je najlepsie. Pripominame, Ze nestaci stanovit len biologicky ciel (chceme dat
pomlcky tak, aby boli pod sebou homologické béazy), ale treba ho uplne presne matema-
ticky definovat.

Vytvorime teda jednoduchy skorovaci systém, v ktorom kazdému zarovnaniu vieme
urcéit skore a za najlepSie budeme povazovat zarovnanie s najvySsim skore. V naSom
systéme uréime skore pre kazdy stipec zarovnania a skore celého zarovnania bude stu¢tom
skore jednotlivych stlpcov. Ak stipec obsahuje dve rovnaké bazy, jeho skore bude +1, ak
obsahuje dve rozne bazy, jeho skore bude —1 a ak obsahuje poml¢ku a bazu jeho skore
bude tiez —1 (obr. 2.2)).

S vyuzitim takéhoto jednoduchého systému skorovania mozeme zadefinovat dve za-
kladné formy problému zarovnavania sekvencii.

Definicia 2 (Problém globalneho zarovnania (global alignment problem)). Vstupom si
dve sekvencie X = x125...2, a Y = y192...Ym. Vystupom je zarovnanie X a Y s
najvyssim skore.

Definicia 3 (Problém lokalneho zarovnania (local alignment problem)). Vstupom si
dve sekvencie X = x1x5...2, a Y = y1ys...Yn. Vystupom je zarovnanie nejakych
podretazcov ;... 2; a Yk ... Y¢ s najvyssim skore.

Toto st uz dobre definované informatické problémy. Nizsie si ukdZeme zname algo-
ritmy, ktoré rieSia tento problém, t.j. pre vstupné sekvencie najdu globélne alebo lokalne
zarovnanie s najvys$sim moznym skore. Toto zarovnanie bude predstavovat najlepsieho
kandiddta na potencidlnu homologickt sekvenciu.

2.3 Skoérovanie zarovnani

Definicia problému lokalneho a globalneho zarovnania vyzaduje, aby sme mali pevne
stanoveny systém na skorovanie zarovnani, pricom doteraz sme zhodam priradili skoére



. AR NDOCAQEGHTITL.
A 4-1-2-2 0-1-1 0-2-1-1
R-1 5 0-2-3 1 0-2 0-3-2
N-2 06 1-3 00 0 1-3-3
b-2-2 1 6-3 0 2-1-1-3-4
c 0-3-3-3 9-3-4-3-3-1-1
Q-1 1 0 0-3 5 2-2 0-3-2
E-1 0 0 2-4 2 65-2 0-3-3
G 0-2 0-1-3-2-2 6-2-4-4
H-2 0 1-1-3 0 0-2 8-3-3
I-1-3-3-3-1-3-3-4-3 4 2
rL-1-2-3-4-1-2-3-4-3 2 4

Obr. 2.3: Uryvok z matice BLOSUMG62 na skérovanie proteinovych zarovnani (Henikoff and
Henikoff, [1992). Cela matica ma 20 riadkov a 20 stipcov.

+1 a nezhodam a medzeram —1. Tieto hodnoty si v8ak mozeme zvolit aj inak, napriklad
zhodam mozeme priradit skore +2 a nezhody médzeme hodnotit inak ako medzery. Nasim
cielom je zaviest taky systém skorovania zarovnani, aby zarovnania, ktoré zodpovedaju
skutoénym evoluénym vztahom medzi homologickymi sekvenciami mali pokial moZno
vysoké skore a zarovnania medzi sekvenciami, ktoré nie si evolu¢ne pribuzné, mali nizke
skore. V tejto ¢asti si nieco povieme o zostavovani takychto skorovacich systémov.

2.3.1 Skorovacie matice

Nie vzdy musime vSetky zhody alebo vSetky nezhody skérovat rovnako, ale ich skore méze
zavisiet aj od toho, aké konkrétne bazy st v danom stlpci zarovnania. PouZijeme teda
skdrovaciu maticu, ktord urcuje skore pre kazdu moznu dvojicu béz alebo aminokyselin.
Takéto matice sa pouZivaju najmé pri zarovnévani proteinov, nakolko niektoré dvojice
aminokyselin majiu podobné chemické vlastnosti a preto by sme ich zdmenu chceli pe-
nalizovat menej ako zadmenu vyrazne odlisnych aminokyselin. Napriklad na obrazku
vidime tryvok z matice BLOSUMG62, ktora sa ¢asto pouziva na skorovanie proteinovych
zarovnani. Napriklad izoleucin (I) a leucin (L) st pomerne podobné hydrofébne amino-
kyseliny a zmena z jednej na druht méa kladné skore +2. Naopak zmena z leucinu na
hydrofilnta kyselinu asparagovi (D) mé zaporné skore —4.

Pre 20 roznych aminokyselin je tazké ru¢ne vymysliet sposob, ako skorovat vsetky
mozné dvojice, ktoré sa v zarovnani moézu vyskytnut. Preto si ukdzeme, ako skérovaciu
maticu odvodit systematicky pomocou pravdepodobnostnych modelov. Budeme na to
potrebovat sadu vzorovych zarovnani, ktoré zodpovedaju skutoénym evoluénym vztahom.
Takuto sadu zarovnani budeme nazyvat aj trénovacia mnozina (training set).

7 trénovacej mnoziny zarovnani vezmeme vietky stipce bez medzier a spocitame,
ako Casto sa medzi nimi vyskytuju jednotlivé kombinécie baz alebo aminokyselin. Nech
p(z,y) je frekvencia, s ktorou sa v zarovnaniach vyskytuje stipec obsahujtci bazy = a y.
Napriklad p(A,A) = 0.18 znamena, %e zo vietkych nagich trénovacich stipcov 18% tvoria
stipce obsahujice dve bazy A pod sebou.

7 tychto pravdepodobnosti pre jednotlivé stipce teraz mozeme vytvorit jednoduchy
pravdepodobnostny model H pre dlhSie zarovnania bez medzier. Tento model kazdému
zarovnaniu ur¢itej pevnej dlzky n priradi nejaka pravdepodobnost, pritom chceme, aby



zarovnania, ktoré sa viac podobaji na zarovnania z trénovacej mnoziny, mali vyssiu prav-
depodobnost a zarovnania, ktoré sa podobaji menej, nizsiu pravdepodobnost. Uvazujme
teda zarovnanie bez medzier dizky n obsahujuce sekvencie X =1 ...2, aY =41 ... Yn.
V i-tom stipci zarovnania buda béazy z; a v;, ktoré maji v nasej trénovacej mnozine
pravdepodobnost p(z;,y;). Budeme predpokladat, Ze jednotlivé stlpce zarovnania st na-
vzéjom nezavislé a teda tieto pravdepodobnosti jednotlivych stlpcov mozeme navzajom
vynasobit. Takze pravdepodobnost zarovnania X =z;...z,aY =y, ...y, v modeli H

Je
Pr(X,Y | H) = [ [ p(wi, v:)-
=1

Aby sme zadefinovali skérovaciu maticu, potrebujeme zaviest eSte jeden pravdepo-
dobnostny model, ktory budeme oznacovat R. Kym model H zodpovedal skutoénym
zarovnaniam, model R zodpoveda pripadu, ked spolu zarovndme tplne nestvisiace sek-
vencie X a Y rovnakej dl7ky. Aby sme model R definovali, potrebujeme si v sekvenciach z
trénovacej mnoziny spocitat, ako ¢asto sa vyskytuju jednotlivé bazy. Nech p(z) je frekven-
cia, s ktorou sa vyskytuje baza . Model R predpokladé, Ze sekvencie X a Y st navzajom
nezavislé a ze navyse kazda baza v oboch sekvenciach je nezavisla od inych baz. Zase teda
staci vynasobit hodnoty p(x;) a p(y;) pre vSetky pozicie i, ¢im dostaneme vzorec

PI(X.Y | R) = (pr) (Hp@»)

Ak vezmeme nejaké sekvencie X a Y dizky n a ich zarovnanie bez medzier, vieme
spocitat pravdepodobnost tohto zarovnania v modeloch H aj R. Ak st sekvencie X a Y
homolégy, o¢akavame, ze v modeli H zodpovedajicom skutoénym homol6gom bude mat
ich zarovnanie vysSiu pravdepodobnost ako v modeli R, ktory zodpoveda nestvisiacim
sekvenciam. Naopak, ak sekvencie X a Y spolu nesuvisia, o¢akiavame, 7Ze budi mat vac¢siu
pravdepodobnost v modeli R nez H. Ako skore zarovnania si zvolime logaritmus pomeru
tychto dvoch pravdepodonosti (log likelihood ratio alebo tiez log odds ratio)

Pr(X,Y | H)

log o™ 122)
®Pr(X,Y |R)

(2.1)

Pre homologické sekvencie by mal byt teda pomer pravdepodobnosti va¢si ako 1 a cel-
kové skore kladné. Naopak, pre nesuvisiace sekvencie ocakavame pomer pravdepodobnosti
mens$i ako 1 a celkové skére zaporné.

Aj ked to mozno nie je vidno na prvy pohlad, skére definované vyrazom [2.1] je mozné
rozpisat ako sucet ¢iastkovych skére pre jednotlivé stlpce zarovnania sekvencii X a Y

log Pr(X,Y | H) _ log [T, (i, ;) _ ilog p(iyi)
Pr(X,Y | R) (IT= p(@) QLo p(w) = p(@a)p(y:)
Skore pre stlpec obsahujiici bazu = a bazu y teda je log p?gﬁé;).

Vo vSeobecnosti st takto ziskané skore redlne ¢isla, byva vsak zvykom vsetky skore
prenasobit nejakou konsStantou, aby sa dostali do vhodného rozpitia hodnot a potom
zaokrihlit na celé &isla. Nasobenie (kladnou) konstantou nezmeni najdené zarovnania,



lebo skére kazdého zarovnania sa tiez len prenasobi tou istou konstantou a teda zarovnanie
s maximéalnym skore zostane to isté. Zaokruhlovanie na celé ¢sla zjednodusuje vypocet,
aj ked dochéadza k urditej strate presnosti.

Tymto postupom boli vytvorené aj matice BLOSUM (BLOcks of aminoacid SUbstitu-
tion Matrix, Henikoff and Henikoff| (1992)), ktoré sa ¢asto pouzivaju na zarovnavanie pro-
teinov (obr. . Ako trénovaciu mnozinu autori vybrali zarovnania proteinov z databazy
BLOCKS, pri¢om napriklad pri tvorbe matice BLOSUMG62 pouzili iba dvojice zarovnani
s najviac 62% zhodami. Matica BLOSUM45 sa tak hodi skor na hladanie zarovnani
vzdialenejsich homologov, kym matica BLOSUMG62 blizsich.

Problémom tohto pristupu je volba trénovacej mnoziny zarovnani. Ak na vytvorenie
tejto mnoziny vyuZijeme nejakd uZ existujucu skoérovaciu maticu, jej volba ovplyvni zis-
kané zarovnania a tym aj novi maticu. Jedna moznost je vybrat iba také Casti zarovnani,
ktoré st viac zachované a tym padom sa zarovnavaja rovnako pre SirSiu Skalu pouzitych
matic. Druh& moZnost je pouzit zarovnania, v ktorych napriklad dobre navzajom sihlasi
trojrozmernd Struktira zarovnanych proteinov.

Skorovaciu maticu vSak moézeme odvodit aj z ¢isto teoretickych modelov H a R,
ktoré neboli odpozorované zo ziadnych dat. Uvazujme napriklad model R, v ktorom su
vSetky Styri bazy rovnako pravdepodobné, t.j. p(A) = p(C) = p(G) = p(T) = 1/4. V
modeli H budeme mat vyskyt dvoch rovnakych béaz celkovi pravdepodobnost «a, pricom
kazda z dvojic AA, CC, GGa TT méa pravdepodobnost «/4. Podobne kazda z 12 réznych
dvojic AC, AG, ..., TGma pravdepodobnost (1 — «)/12. Potom skore dvojice rovnakych

béz (napr. AA) bude log f“/146 log 4. Podobne skére pre rozne bazy (napr. AC) bude

log 1171é12 log4(1 — «)/3. Napriklad pre sekvencie, ktoré sa 75% identické (o = 3/4)
dostavame nés stary znamy skoérovaci systém, ktory dava +1 za zhodu a —1 za nezhodu.

2.3.2 Afinne skérovanie medzier

Doteraz sme sa zaoberali skorovanim stlpcov bez medzier. V jednoduchom skérovani
sme za kazdu pomlcku dali rovnakd penaltu —1. Na skérovanie medzier sa vSak zvykne
pouzivat trochu zlozitejsi sposob, ktory berie do tivahy to, Ze pocas evolicie sa moze naraz
zmazat viacero susednych baz. Pri afinnom skdrovani medzier mame dve penalty: skdre
za zacatie medzery (gap opening cost) o a skdre za rozSirenie medzery (gap extension
cost) e. V zarovnani na obrazku je skupina troch pomlé¢iek vedla seba. Cena prvej z
tychto troch pomléiek bude o a cena kazdej daldej e, celkova cena medzery dlzky tri je
teda o+ 2e. Vo vieobecnosti ma medzera dizky g skore o+ (g — 1)e. Zvy€ajne pouzivame
o mengie ako e. Napriklad zakladné nastavenia programu BLAST pre DNA sekvencie st
zhoda 42, nezhoda —3, 0o = —5 a e = —3. Toto skorovanie zhdéd a nezhod zodpoveda
priblizne modelu H, v ktorom je 88% zarovnanych béaz identickych.

2.4 Algoritmy na hl'adanie zarovnani

Doteraz sme sa zaoberali tym, ako presne zadefinovat problém lokalneho a globalneho
zarovnania a ako skonstruovat systém skorovania. V tejto kapitole si ukdzeme algoritmy,
ako takto sformulovany problém naozaj riesit. Jedna moznost je prehladévanie vSetkych
moznosti: budeme postupne vytvarat vSetky mozné zarovnania, pre kazdé spocitame jeho
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Obr. 2.4: Priklad matice dynamického programovania pre problém globalneho zarovnania.
Vstupné sekvencie si X = CATGTCATA a Y = CAGTCCTAGA. VIavo si v matici iba hodnoty
Ali, j], vpravo aj spatné sipky a cesta zodpovedajtuca zarovnaniu s najvyssim skore. V Tavej
matici je zardmované policko A[2,3], ktoré zodpoveda zarovnaniu refazcov CA a CAG. Najlepsie
zarovnanie tychto retazcov bude obsahovavat dve zhody a jednu pomlcku, takze jeho skére bude
1, ¢o je skutoéne hodnota uloZené v tomto policku matice.

skore a zvolime to zarovnanie, ktoré malo skore najvyssie. Takyto algoritmus by vSak bol
velmi pomaly, lebo pocet roznych zarovnani exponencialne rastie s dlzkou zarovnavanych
sekvencii. Ukdzeme si v8ak, ako tento problém rieSit efektivne technikou dynamického
programovania. Pre dlhé sekvencie ani dynamické programovanie nie je dost rychle, preto
sa v praxi pouzivaji heuristické algoritmy, ktoré si tiez v kratkosti predstavime.

2.4.1 Dynamické programovanie

Najskor si ukdzeme algoritmus na spocitanie globalneho zarovania, ktory sa nazyva Needle-
manov a Wunschov algoritmus (Needleman and Wunsch, [1970)). Pri globalnom zarovnani
sa snazime zarovnat vSetky znaky sekvecnie X = xix5...x, a vSetky znaky sekvencie
Y =112 ... ym. Budeme pouzivat iba jednoduché skérovanie, ktoré da zhode 41, nezhode
—1 a pomlcke tiez —1.

Algoritmus postupne vyplia dvojrozmerni tabulku A, ktorej riadky zodpovedaji jed-
notlivym béazam sekvencie X a stlpce jednotlivym bazam sekvencie Y. Na policku Al j]
tejto tabulky bude skore najlepsSieho globéalneho zarovnania pre prvych i baz sekvencie
X a prvych j baz sekvencie Y (pozri priklad takejto matice na obrazku . Teda na-
miesto toho, aby sme problém globédlneho zarovnania riesili iba pre jednu dvojicu X a
Y, rieSime ho pre v8etky dvojice, ktoré z X a Y ziskame uvazovanim iba niekolkych baz
zo zaCiatku sekvencie. Ak v8ak pozname takéto hodnoty pre kratsie sekvencie, Tahko z
nich skombinujeme hodnotu pre trochu dlhsiu sekvenciu, takZe celkové vyplhanie tabulky
pojde pomerne rychlo.

Ako §pecialny okrajovy pripad budeme uvazovat aj hodnoty A[i, j], ked i alebo j je
nula, teda ak je jedna z dvoch sekvencii prazdna. Ak mame zarovnat sekvenciu xizs ... z;



s prazdnou sekvenciou, potrebujeme pod kazdu z ¢ baz vlozit pomlcku, za ktora dosta-
neme pokutu —1. Celkové skore teda bude A[i,0] = —i. Podobne A[0,j] = —j, lebo
zarovnavame prvych j baz z Y s pomlckami.

Touto uvahou teda vieme vyplnif nulty stipec a nulty riadok matice A. Ak chceme
spocitat nejaké policko Ali, j] vo vnitri matice, potrebujeme si uvedomit, ako moze vyze-
rat posledny stlpec najlepsicho zarovnania pre o125 ... 2; a y1ys . . . y;. St iba tri moznosti:
bud bude obsahovat z; aj y;, alebo x; zarovanané s pomlckou, alebo y; zarovnané s po-
ml¢kou. Ak posledny stipec tohto zarovnania obsahuje z; a y;, cenu tohto stipca vieme
spocitat: je to +1 ak z; = y; alebo —1 ak sa nerovnaji. Ak by sme tento posledny stipec
zmazali, dostali by sme zarovnanie pre sekvencie z;...x;—; a y;...y;—1. A nie hocijaké,
musi ist o najlepSie zarovnanie tychto dvoch sekvencii. Ak by sa totiz dalo skére tohto
zarovania vylepgit, po pridani stipca s z; a y; by sme zlepsili aj skore celého zarovnania,
ale predpokladame, Ze to je najlepSie mozné. Cena najlepSieho zarovnania pre xi...x;_
ays...yj—1je Ali—1,j—1] a teda cena najlepsieho zarovnania pre z122...2; a Y1y . .. y;
je Ali,jl = Ali — 1,7 — 1] + s(z;,y;), kde pre jednoduchost ako s(x,y) oznacime skore
stlpca obsahujtceho bazy x a y (+1 aleb —1).

Cela tato tvaha ale plati, len ak posledny stipec zarovnania obsahuje z; a y;. Ak
posledny stipec obsahuje z; zarovanané s pomlckou, skore tohto stipca bude —1 a po
jeho zmazani dostaneme zarovnanie 1 ...2;_; a y; ...y, so skore Afi — 1, j]. Skore celého
povodného zarovnania je teda Ali,j] = Ali — 1,j] — 1. Ak nastane posledny pripad,
t.j. posledny stipec obsahuje y; zarovnané s medzerou, skore zarovnania je Ali,j] =
Ali,g—1] -1

Mame teda tri vzorce na vypocet hodnoty A[i, j| z inych hodnot, ale nevieme, ktory z
nich pouzit, lebo nevieme, aky je posledny stipec najlepgieho zarovnania. Staéi vak zobrat
tt z tychto troch hodnot, ktord je najvyssia, lebo vsSetky tri zodpovedaji skutoénym
zarovnaniam a my hladdme zarovnanie s maximélnym skore. Dostavame teda nasledujuici
rekurentny vztah na vypocet Ali, j]:

A[Z — 1,] — 1} + 8(1‘2',?]]‘)
Ali,j] =max<{ A[li—1,5] -1
Ali,j—1] -1

Poli¢ko Ali, j] v matici teda vieme spocitat ako kombinaciu hodnot v polickach Afi —
1, j], ktoré je hned nad nim, A[i, j — 1], ktoré je nalavo od neho a Ali — 1, j — 1], ktoré je
sikmo vlavo hore. Celi maticu mozeme teda vypliat po riadkoch zhora nadol a kazdy
riadok zlava doprava (algoritmus . Ked mame maticu A celt vyplnent, pravé dolné
policko A[n, m| obsahuje skore najlepsieho zarovnania sekvencii X a Y. Nas vsak ¢asto
zaujima nielen skore, ale aj samotné zarovnanie. Aby sme ho spocitali, potrebujeme si
po¢as vyplhania matice A pre kazdé policko A[i, j] pamétat, ktora z hodnot Afi—1,j —1],
Ali — 1,4] a Ali,j — 1] dosiahla maximéalnu hodnotu. Na obrazku sme to vyznacili
spatnymi Sipkami, v algoritme [l| si ukladame tieto Sipky do matice B. Takito spatna
sipka ur¢uje, aky ma byt posledny stlpec zarovnania: ak ide ikmo hore, posledny stlpec
obsahuje dve bazy, ak ide hore, posledny stipec obsahuje bazu zo sekvencie X zarovnanu
s pomlckou a ak ide dolava, posledny stipec obsahuje bazu z Y zarovnant s pomlckou.
Mozeme teda prejst po sipkach z pravého dolného do I'avého horného rohu matice a stipec
po stipci od konca vypisovat zarovnanie.

Casova zlozitost algoritmu (1| je O(nm), lebo musime vyplnit nm poli¢ok a kazdé



// Vyplnenie nultého riadku a stipca matic A a B
foreach i € {0,...,n} do
Al0,i] « —i; Ali, 0] « —i;
B0, 1] < vlavo; B[i, 0] < hore;
end
// Vyplnenie matic A a B
foreach i € {1,...,n} do
foreach j € {1,...,m} do
A[Z>j] < IMax {A[Z - 17] - 1] + S(:Eiayj)vA[i B 17]] o 17A[Za] - 1] - 1}7
if Afi,j]=Ali—1,j — 1] + s(x;,y;) then Bli, j] + sikmo;
if Afi,j] = Ali —1,j] — 1 then Bli, j] < hore;
if A[i,j] = Ali,j7 — 1] — 1 then BJi, j] + dolava;
end
end
// Vypisovanie zarovnania, spdtny chod po Sipkach
14N ) < m;
while i > 0 or 7 > 0 do
if Bli, j] = Sikmo then
pridaj stlpec z;, y; na zaciatok zarovnania;
t—i—1;5<75—1;
end
if Bli, j] = hore then
pridaj stlpec z;, — na za¢iatok zarovnania;
i1 — 1
end
if Bli, j] = dolava then
pridaj stlpec —, y; na zaciatok zarovnania;
J—J—1
end
end
Algorithm 1: Needlemanov a Wunschov algoritmus.

spocitame v konstantom case. V zdkladnej verzii algoritmu potrebujeme tiez ukladat celu
maticu velkosti (n+1) x (m+1), ¢o moze byt pre vi¢sie sekvencie problém. Existuje v8ak
aj modifikacia tohto algoritmu, ktord ma zhruba dvojnasobny ¢as vypoctu, ale vyzaduje
iba paméit O(m + n) (Hirschberg, 1975).

Doteraz sme riesili problém globéalneho zarovnania, kde sa snazime zarovnat vstupné
sekvencie v celej ich dfzke. Pri lokalnom zarovnani hladame vo vstupnych sekvenciach len
nejaké podobné useky, ktoré mozu zacat aj skoncit na T'ubovolnom mieste v sekvencii.
Problém lokélneho zarovania mozeme riesit Smithovym a Watermanovym algoritmom
Smith and Waterman| (1981)), ktory sa od Needlman-Wunschovho algoritmu lisi len v
niekol’kych malych detailoch. Opét budeme vypliat maticu A, ktorej prvok A[i, j] bude
najvyssie skore lokalneho zarovnania medzi retazcami z;,...,2; a y1,...,y;, ktoré bud
obsahuje bazy x; aj y; (nie nutne zarovnané spolu), alebo je prazdne (obr. [2.5)). Vztah na
vypocet Ali, j] sa od algoritmu pre globalne zarovnania li$i iba v tom, ze na Tubovolnom
mieste uvazujeme aj prazdne zarovnanie so skore 0 (v matici teda nebudu ziadne zaporné
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Obr. 2.5: Priklad matice dynamického programovania pre problém lokalneho zarovnania. Vstupné
sekvencie st X = ATGTCTAT a Y = CAGTCCTAGA.

Cisla):
0
. Ali — 1,5 — 1] + s(xy, y;
Ali, j] = max A{i—l;]—l} (i, 5)
Ali,j—1] -1

Po vyplneni celej matice v nej najdeme najvic¢siu hodnotu. T4 predstavuje skore
najlepsieho lokdlneho zarovnania. Zarovnanie tiez vypisujeme pomocou spatnych Sipok
ulozenych v matici B, ale zacneme vypisovat z policka, v ktorom sme nasli najvac¢siu
hodnotu a skon¢ime, ked prideme na poli¢ko s hodnotou nula (ktoré predstavuje za¢iatok
zarovnania). Casové zloZitost je rovnako ako pri globalnom zarovnani O(mn).

Obidva algoritmy sme popisali pre jednoduché skorovanie, mézeme ich vSak pouzit aj
pre zlozZitejsie skorovacie matice, ako napriklad BLUSUMG62. Staci vo vyraze s(x, y) pouZit
prislusni hodnotu z matice pre nukleotidy alebo amino kyseliny x a y. Afinne skorovanie
medzier vyzaduje trochu va¢siu zmenu algoritmu, tiez vSak funguje v ¢ase O(mn).

Programy na lokilne zarovnavanie ¢asto najdu nielen jedno zarovnanie s najvyssim
skore, ale viacero zarovnani medzi roznymi ¢astami sekvencie. Preto po vypisani prvého
lokélneho zarovnania s najvac¢sim skore moézeme v inych ¢astiach matice hTadat dalSie
poli¢ka s vysokym skore a prechodom po spéatnych Sipkach vypisovat dalsie zarovnania.

2.4.2 Heuristické algoritmy na hl'adanie zarovnani

Aj ked algoritmy dynamického programovania pre lokdlne a globalne zarovnanie sekven-
cii pracuji v polynomialnom ¢ase, v praxi pre dlhsie sekvencie nie si dostatoc¢ne rychle.
Ako vidime v tabulke , na porovnanie dvoch sekvencii dlzky 100 miliénov baz by sme
na jednom poécitaci potrebovali 25 rokov. Pritom to je priblizne dizka jedného I'udského
chromozému a casto chceme porovnéavat ovela vicsie databazy sekvencii z viacerych orga-
nizmov, takZe ¢asové naroky by boli eSte ovela vicSie. Cas vypoctu mozeme o nieco znizit
pouzitim rychlejsieho pocitaca, rychlejsou implementaciou, alebo rozdelenim prace medzi
viacero po¢itadov. Nakolko vSak ¢as rastie kvadraticky s dlzkou sekvencie, zrychlenim
vypocétu Stvornasobne mozeme za urcity ¢as spracovat len dvojnasobne dlhé sekvencie.
V praxi sa namiesto dynamického programovania pouzivaji heuristické algoritmy, ktoré
nezarucCuju, ze najdu najlep§ie mozné zarovnanie, ale bezia ovela rychlejsie, takze je re-



Tabulka 2.1: Cas behu Smithovho a Watermanovho algoritmu na beZnom kancelarskom pocitaci
z roku 2006. Algoritmus bol implementovany v jazyku C+-+ priamodiarym sposobom a spis-
tany na dvoch rovnako dlhych ndhodne vygenerovanych DNA sekvencidch. Hodnoty oznadené
hviezdi¢kou boli extrapolované z hodnoét pre mensie hodnoty n.

Di7ka sekvencie Cas vypoctu

100  0.0008s
1,000 0.08s
10,000 8s

100,000 13 minat (*)
1,000,000 22 hodin (*)
10,000,000 3 mesiace (*
100,000,000 25 rokov (*)

)

alistické ich pouzivat aj na porovnévanie celych genémov, ¢i eSte vicsich databéaz. Ich
zakladnou ideou je na zéklade predspracovania vstupnych sekvencii vytipovat sTubné
casti matice dynamického programovania a vyplnia sa iba hodnoty v tychto castiach,
zvySok matice sa ignoruje.

Asi najznamejsim prikladom algoritmu tohto typu je nukleotidovy BLAST (Altschul
et al., 1990), ktory hlada lokalne zarovnania medzi dvomi DNA sekvenciami. Tento prog-
ram ma dolezity parameter velkost slova (word size) W. Typické nastavenie je napriklad
W = 11, ale pouzivatel ho méZze zmenit. Algoritmus postupuje v najsledujuicich krokoch
(ilustracia na obrazku [2.6).

e Krok 1: Najde vietky tseky dlzky W, ktoré sa zhoduji medzi X a Y. Tieto tseky
budeme nazyvat jadrd zarovnania.

e Krok 2: Kazdé jadro sa pokisi rozsirit pozdlz diagonaly do dlhsieho zarovnania
bez medzier.

e Krok 3: Zarovnania bez medier, ktoré st na nedalekych uhloprieckach spoji po-
mocou medzier do dlh§ieho zarovnania.

e Krok 4: Vyplni dynamickym programovanim oblast okolo kazdého najdeného za-
rovnania s cielom mierne vylepsit skore (tento krok je pripadne mozné vynechat).

e Krok 5: VypiSe zarovnania s dostatocne vysokym skore.

Aby bol algoritmus dostato¢ne rychly, musime vediet rychlo najst jadra zarovnani.
Algoritmus najskor vezme prvi sekvenciu X a zostavi slovnik vsetkych slov, t.j. tsekov
dlzky W, ktoré sa v nej nachadzaji. Pre kazdé slovo si pamiitame vSetky pozicie, kde sa
v X nachadza (obr. . Potom prechadzame cez vietky slova dlzky W v Y a hladame
kazdé vo vytvorenom slovniku. Ak ho tam najdeme, vieme aj kde v X sa nachéadza a
to nam dava jadra zarovnani: useky (slova) dizky W, ktoré sa vyskytuju v X aj Y. Na
rychle vytvaranie a vyhladavanie v slovniku existuji v informatike mnohé Standardné
datové struktary.

Ked7e jadra zarovnani vieme néajst pomerne rychlo, najviac nas spomalia dalSie kroky
algoritmu, ktoré sa pokusaji rozsirit najdené jadra do dlhsich zarovnani. Ak vSak zvolime
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Obr. 2.6: Hustracia algoritmu z programu BLAST pre W = 2 (v praxi sa pouZivaju vyssie
hodnoty W). V pozadi je cela matica Smithovho a Watermanovho algoritmu, réznymi farbami
st naznadené Gasti zarovnania najdené v roznych féazach algoritmu. Algoritmus vak nevytvara
v paméiti celd maticu, pracuje len s ndjdenymi jadrami a zarovnaniami.

Slovnik pre sekvenciu X = CAGTCCTAGA:

Slovo AG CA CC CT GA GT TA TC
Viskyty vX 2,8 1 5 6 9 3 7 4

HTadanie slov zo sekvencie Y = CATGTCATA v slovniku:
Slovo z Y 1:CA 2:AT 3:TG 4:GT 5:TC 6:CA T:AT &:TA
Néajdené vyskyty v X 1 - 3 4 1 - 7

Obr. 2.7: Priklad hl'adania jadier zarovnani v programe BLAST pre W = 2. Napriklad slovo GT
na pozicii 3 v X a na pozicii 4 v Y tvori jedno jadro.



malé W, ndjdeme vela jadier, ktoré su ¢isto ndhodnou zhodou a nepatria do Ziadneho
zarovnania s vyssim skore. Kazdé takéto jadro sa program pokisi rozsirit na vacsie zarov-
nanie, ale nakolko nenajde dost vysoké skore, ni¢ nevypiSe. Takéto nahodne sa vyskytu-
juce jadra nemaju teda vplyv na kvalitu vystupu, ale spomaluji program. Intuitivne, ¢im
men$iu hodnotu W pouzijeme, tym viac budeme mat ndhodne sa vyskytujicich jadier
mimo skuto¢né zarovnania a tym bude program pomalsi.

Naopak pri viac¢sich hodnotach W sa nadm nepodari najst zarovnania, ktoré nikde ne-
obsahuji W zhodnych baz vedla seba. Ak napriklad uvazujeme zarovnanie dizky 100, v
ktorom sa 80% béaz zhoduje, ale nezhodujtce sa bazy su rozmiestnené pomerne rovno-
merne, o¢akavame zhruba jednu nezhodu kazdych péat baz. Moze sa teda Tahko stat, ze
nikde v tomto zarovnani nebude 11 zhodujtcich sa baz za sebou a teda toto zarovnanie s
nastavenim W = 11 nendjdeme. Pojmom senzitivita algoritmu rozumieme aké percento
skuto¢nych zarovnani algoritmus najde. Intuitivne sme teda dospeli k zaveru, Ze so zni-
zujicim W bude BLAST senzitivnejsi, ale pomalsi a naopak so zvySujucim sa W bude
rychlejsi, ale ndjde menej zarovnani.

Na presnejsie odhady vplyvu zmeny velkosti slova na rychlost a senzitivitu méZzeme
opét pouzit jednoduché pravdepodobnostné modely. Ako sme uz pisali vyssie, rychlost
stivisi s po¢tom nahodne sa vyskytujicich jadier medzi nesivisiacimi ¢astami sekvencie.
Aby sme pocet takychto nahodnych jadier odhadli, budeme predpokladat, Ze zarovna-
vame nahodne generované DNA sekvencie dizok m a n. Pravdepodobnost, 7e sa dve bazy
z tychto sekvencii buda rovnat, je 1/4. Aby sme mali jadro, potrebujeme W takychto
zhodnych baz za sebou a teda pravdepodobnost, Ze na danej pozicii i v X a pozicii j vY
za¢ina jadro je (1/4)". Celkovo mame priblizne nm dvojic pozicii, kde jadro moze zacat
a kazd4 z nich ma rovnaka pravdepodobnost. Priemerny pocet vyskytov jadra v takychto
nahodnych sekvenciach je teda priblizne mn/4". (V skuto¢nosti je ich o trochu menej,
lebo sme zanedbali fakt, Ze tesne pri konci sekvencie sa uz vyskyt jadra nezmesti, takze
pocet vyskytob jadra je iba (m — W + 1)(n — W + 1)/4".) Zvyenim W o jedna teda
priemerny poc¢et ndhodnych jadier klesne zhruba Stvornasobne.

Na odhad senzivity pouzijeme model zarovnania, ktoré ma nejaka pevnt dizku L
a kazdy stlepc tohto zarovnania je zhoda s pravdepodobnostou p (napr. p = 0.7) a
nezhoda s pravdepodobnostou 1 — p (medzery pre jednoduchost neuvazujeme). Takéto
zarovnanie moze byt ndjdené programom BLAST, len ak obsahuje W zhod za sebou
a pravdepodobnost, Ze sa tak stane v ndhodnom zarovnani z tohto modelu bude teda
nas odhad senzitivity. Vypocet tejto pravdepodobnosti je o nie¢o komplikovanejsi ako v
pripade poc¢tu nahodnych jadier. Neuvadzame preto vzorec, ale na obr. st vykreslené
hodnoty pre rozne dlzky zarovnania a pre rézne hodnoty p. Ako vidime, pri zarovnaniach
so 60% a 70% zhod aj dlhé zarovnania maji pomerne mala Sancu, Ze ich BLAST objavi.

V tychto jednoduchych odhadoch senzitivity a po¢tu nadhodnych jadier sme zaned-
bali rozne javy, ktoré sa v biologickych sekvenciach exituji. Mozeme napriklad brat do
uvahy nerovnomerné frekvencie vyskytu nukleotidov, zavislosti medzi susednymi bazami
v sekvencii, ¢i oblasti zarovnani s vy$Sou a nizSou mierou mutacii. Tento posledny faktor
casto umozni BLASTu najst viac zarovnani, nez by sme oc¢akéavali v nasom jednoduchom
modeli, lebo homologické sekvencie ¢asto obsahuju silne zachované funkéné miesta s vela
zhodami pri sebe.

Hoci techniky popisané vyS$Sie sa daju pouzif aj na zarovnavanie proteinov, Casto
chceme zarovnavat proteiny s pomerne malym podielom zhodnych amino kyselin, kde by
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Obr. 2.8: Senzitivita BLASTu s nastavenim W = 11 pri ndhodnych zarovnaniach s pravdepo-
dobnostou zhody p a dlzkou L.

>ref |YP_003983317.1/|
hypothetical protein HMPREF0733_10425 [Rothia dentocariosa ATCC 17931]
Length=414

Score = 30.3 bits (64), Expect = 2.6
Identities = 8/11 (73%), Positives = 8/11 (73%), Gaps = 0/11 (0%)

Query 3 ITHWATERMAN 13
IT W TERM N
Sbjct 92 ITYWTTERMEN 102

Obr. 2.9: Zarovnanie s najvyssim skore medzi vysledkami vyhladévania retazca SMITHWATERMAN
v neredundantnej databaze proteinov nahttp://blast.ncbi.nlm.nih.gov/. Aj ked nas retazec
zjavne nie je biologického povodu, BLAST nasiel zarovnanie s 73% zhod. E-hodnota najdeného
zarovnania je v8ak az 2,6, takZe ho nemézeme povazovat za Statisticky vyznamneé.

sme dosiahli iba veImi malua sekzitivitu. Proteinovy BLAST na rozdiel od nukleotidového
BLASTu nevyzaduje ako jadro zarovnania presnti zhodu dizky W, ale vyzaduje v tseku
dlzky W dosiahnutie ur¢itého skore. Napriklad méze vyzadovat v tseku 3 aminokyselin
skore aspon 13 napriklad v matici BLOSUMG62. Ak sekvencia X obsahuje trojicu NIL a
sekvencia Y obsahuje trojicu NLR, ich BLOSUMG65 skore 6+2+5=13 a teda by tvorili
jadro pri pouziti tohto pravidla. Naopak trojica AIL netvori jadro ani v kombinécii sama
so sebou, lebo kazda z tychto aminokyselin méa pri zhode skore 4 a teda celkové skore je
iba 12.

2.5 Statistickd vyznamnost zarovnani

Zakladny Smithov a Watermanov algoritmus najde najlepsie lokélne zarovnanie pre ['u-
bovolné dve sekvencie, ktoré mu dame (obr. 2.9). Uzivatel sa v8ak musi rozhodnuf, ¢
najdené zarovnanie vyzera dostatoc¢ne vierohodne na to, aby predstavovalo skuto¢ni po-
dobnost sekvencii. Ako vodidko v tomto rozhodnuti sa pouzivaju indikatory Statistickej
vijznamnosti zarovnania: P-hodnota (P-value) alebo E-hodnota (E-value).

Uvazujme, 7ze sme nasli zarovnanie so skore s medzi sekvenciami (alebo databazami
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Obr. 2.10: P-hodnota lokélneho zarovnania so skére s = 25 medzi dvoma sekvenciami dizky
n = 100 alebo n = 200 (skorovanie +1 zhoda, —1 nezhoda alebo medzera). Rozdelenie hodnét
skore bolo ziskané zarovnavanim 100 000 parov ndhodnych sekvencii. Pri n = 100 je P-hodnota
priblizne 0.003 a zodpoveda malej ¢iernej ploche pod krivkou napravo od zvislej ¢iary pre s = 25.
Pri dlhsich sekvenciach zodpoveda P-hodnota 0.648 velkej sivej ploche napravo od zvislej ¢iary.
Pri takto dlhych sekvenciach teda ocakavame skore 25 a vyssie vo viac ako 60% pripadov &isto
nahodou a teda nejde o Statisticky vyznamné zarovnanie.

sekvencif) dlzky n a m. P-hodnota tohto zarovnania je pravdepodobnost, ze medzi na-
hodne generovanymi sekvenciami tej istej dlzky by sme nagli tie7 zarovnanie so skore s
alebo vys$sim. Predstavme si teda, Ze opakujeme nasledujici experiment: vygenerujeme
dve nahodné sekvencie dizky n a m, najdeme najlepsie lokalne zarovnanie medzi nimi
a poznacime si jeho skore. Po vela opakovaniach dostaneme pravdepodobnostné rozde-
lenie skore a pytame sa, kde v tomto rozdeleni lezi hodnota s, ktora reprezentuje skore
néjdeného zarovnania medzi skutoénymi sekvenciami (obr. [2.10]). P-hodnota je plocha
pod krivkou od s vyssie a hfadame zarovnania, kde je tato hodnota malé ¢islo (blizke k
nule). Ak je totiz hodnota s niekde v pravom chvoste zarovnania, tak len velmi zriedkavo
dostaneme v naSom nahodnom experimente také vysoké skore a naSe povodne najdené
zarovhanie modzeme povazovat za Statisticky vyznamné. Ak naopak pri experimente ¢asto
dostavame rovnako skore s alebo eSte vysSie hodnoty, najdené zarovnanie so skore s medzi
skuto¢nymi sekvenciami moéze byt len vysledkom nahodnej podobnosti bez biologického
vyznamu.

Treba si uvedomit, Ze P-hodnota zarovnania zavisi od dlzok sekvencii: ¢im dlhsie
sekvencie, tym vacsia pravdepodobnost, Ze sa v nich nie¢o najde ¢isto ndhodou. Ak vy-
hladavame jednu sekvenciu vo vicsej databéaze, uvazujeme ako m dlzku celej databazy,



Clovek ctccatagcaatgt-cagaga-tagggcag--agcggatgg
Gorila ctccatagcaatgt-cagaga-tagggcag--agtggatgg
Mys$ ttt--tgacaaca--tagagactgagatag--aaaat---a
Potkan ttt--tgataacg--tagagactgacttag--aaaat---g
Pes -tcccegetaatgtacaaaga-tggggeag---gaagaa--
Slon ttccaggacagtgt-cagaga-tggggaag--tgecgggaga
Valica atccatggaaacat-cagaag-tgggagaaatagaagatgg

Obr. 2.11: Viacnasobné zarovnanie DNA sekvencii z niekolkych cicavcov. Prva medzera v sekven-
cii ¢loveka pravdepodobne zodpoveda inzercii bézy A v sekvencii psa, lebo tato baza sa v inych
zobrazenych cicavcoch nevyskytuje. Naopak prva medzera v sekvencii mysi a potkana zrejme
zodpoved4 delécii v ich spoloénom predkovi. Posledné medzera v sekvencii ¢loveka méze rov-
nako dobre zodpovedat inzercii u vacice alebo delécii u spolo¢ného predka ostatnych zobrazenych
cicavcov.

nielen tej jednej sekvencie, v ktorej sa nakoniec naslo zarovnanie.

Nakol'ko P-hodnota zavisi od skore s, ako aj od dlzok oboch sekvencii, potrebovali by
sme ju v praxi pod¢itat po kazdom zarovnavani dvoch novych sekvencii. Bolo by v§ak vel'mi
¢asovo naro¢né robit to generovanim velkého mnozstva nahodnych sekvencii a hfadanim
zarovnani medzi nimi. Namiesto toho sa pouzivaji matematicky odvodené vzorce na
odhad tejto hodnoty (Karlin and Altschul, |1990; [Mitrophanov and Borodovsky, [2006).

Namiesto P-hodnoty sa pri hladani v databaze ¢asto pouziva E-hodnota, ktora vy-
jadruje priemerny pocet zarovnani so skore aspon s alebo vySsim medzi ndhodne genero-
vanymi sekvenciami dlzok n a m. Teda pri P-hodnote nas zaujima pravdepodobnost, Ze
nahodne vznikne aspon jedno zarovnanie so skore aspon s, ale uz nas nezaujima, kolko
ich bude. Pri E-hodnote ratame priemerny pocet takych zarovnani, takze na rozdiel od
P-hodnoty, E-hodnota moze byt aj viac ako jedna. Ak je E-hodnota vicSia ako jedna,
¢isto ndhodou by sme ocakavali aspon jedno také silné zarovnanie a teda zarovnania s
tak vysokou E-hodnotou rozhodne nebudeme povazovat za Statisticky vyznamné. V Sta-
tistike sa v roznych testoch Stadardne pouzivaju prahy na P-hodnotu 0.05 alebo 0.01, ale
pri zarovnavani sekvencii ¢asto pouzivame eSte opatrnejsi prah a uvazujeme len zarov-
nania s P-hodnotou mengou ako napriklad 1075, Pri malych hodnotéach blizkych nule si
E-hodnota a P-hodnota priblizne rovnako velké, teda taky isty prah moéZeme aplikovat
aj na E-hodnotu.

2.6 Viacnasobné zarovnania

Doteraz sme vzdy navzajom zarovnévali dve sekvencie, v bioinformatike sa vSak casto
pouzivaju aj viacnasobné zarovnania. Viacnisobné zarovnania sa pouzivaju na rekon-
Strukciu fylogenetickych stromov. Vieme z nich tiez v niektorych pripadoch usudzovat, ¢i
medzery v zarovnani zodpovedaji inzercidm alebo deléciam (obr. 2.11). Pomahaji nam
tiez urc¢it, ktoré casti sekvencie sa menia pomaly a teda mozno maja nejaka dolezita
funkciou v bunke.

Pri viacnésobnom zarovnani via¢Sinou pracujeme so sekvenciami, o ktorych sme uz vo-
pred urcili, Ze st pravdepodobne homologické a snazime sa ich zarovnat v ich celej dlzke,
t.j. globalne. Podobne ako pri zarovnavani dvoch sekvencii, aj teraz si musime najskor
zvolit nejaky konkrétny systém skoérovania zarovnani. Pri skérovani dvoch sekvencii sme
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Parové zarovnania:
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Obr. 2.12: Priklad skérovania viacnasobného zarovnania metddou s¢itavania skére parov sekven-
cii. Ak pre parové zarovnania skérujeme zhodu +1, nezhodu —1 a pomlcku —1, dostavame skore
parovych zarovnani 2, 1, 1 a teda celkové skore viacnédsobného zarovnania bude 4.

pouzili jednoduché pravdepodobnostné modely popisujice frekvencie réznych mutéacii.
Pri viacerych sekvenciach by sme ideédlne tiez chceli pouzit model evolucie, ktory by bral
do tvahy evolu¢né vztahy medzi sekvenciami, pravdepodobnosti vyskytu roznych mutacii
a podobne. O takychto modeloch sa viac dozvieme v kapitole |3, Na to, aby sme zarov-
nanie skorovali pomocou evolu¢ného modelu by sme ale potrebovali vediet fylogeneticky
strom zarovnavanych sekvencii. Stromy sa vSak zostavuju prave na zéklade viacndsobnych
zarovnani, ¢im sa dostavame do zacarovaného kruhu. Existuju metody, ktoré odhaduja
strom aj zarovnanie sicasne, aby ¢o najlepSie sedeli s evoluénym modelom. Takéto me-
tody vsak byvaji vic¢sinou pomerne pomalé.

Pouzivaju sa vSak aj metddy, ktoré priamociaro rozSiruja skorovanie z dvoch sekven-
cii na viacero. Ak vezmeme dva riadky viacnasobného zarovnania, dostaneme zarovnanie
dvoch sekvencii. Jedinym problémom si stipce, v ktorych maju obe sekvencie pomleky
a také stlpce budeme jednoducho ignorovat. Dostaneme teda zarovnanie dvoch sekven-
cii, ktorému mozeme priradit skore Tubovolnym systémom popisanym vyssie. Celkové
skore viacnasobného zarovnania dostaneme sc¢itanim skore zarovnani pre vSetky dvojice
sekvencii (sum of pairs), ako vidime v priklade na obrazku m

Dynamické programovanie na globalne zarovnavanie dvoch sekvencif je mozné rozsirit
aj na zarovnavanie viacerych sekvencii (pri sum of pairs skorovani), problém vsak je,
ze Cas aj potrebnd pamét rastd exponencidlne s poc¢tom sekvencii. Napriklad pre tri
sekvencie dynamické programovanie pouZiva trojrozmernu tabulku, ktorej prvok Afi, j, k|
obsahuje skore najlepSieho zarovnania pre prvych ¢ baz z prvej sekvencie, prvych 7 béz
z druhej sekvencie a prvych k baz z tretej sekvencie. NavySe pri pocitani hodnoty tohto
policka musime uvazovat sedem moznosti, kde moézu byt v poslednom stlpci zarovnania
umiestnené pomlcky (namiesto troch moznosti, ktoré sme mali pre dve sekvencie). Pre
vSeobecny pripad, ked zarovnavame k sekvencii, kazda dizky n, bude ¢asova zlozitost
O(2*n*). Takyto algoritmus moZeme pouZit iba pre velmy maly pocet pomerne kratkych
sekvencii.

To, ze dynamické programovanie nevieme efektivne zovseobecnit z dvoch sekvencii na
VACST poCet neznamend, ze to nemdze ist nejakym inym postupom. O probléme viacnasob-
ného zarovnania vsak, Zial, bolo dokazané, ze je NP-tazky, a teda nie je pravdepodobné,



ze ho budeme vediet rychlo a presne riesit (Elias, [2006). V praxi sa pouzivaji heuristiky,
ktoré nezarucCuju, ze ndjdu zarovnanie s najvyssim skore pri zvolenom systéme skorovania,
vedia vSak v rozumnom ¢ase zarovnat aj pomerne velké mnozstvo sekvencii.

Jednou z takych heuristik je progresivne zarovndvanie (progressive alignment), kde sa
zarovnanie buduje postupne od menSich skupin sekvencii k va¢sim. VacSinou sa tak deje
podla fylogenetického stromu zarovnavanych sekvencii. Zase tu narazame na zatarovany
kruh medzi stromami a zarovnanim, mozeme ho vSak vyrieSit tak, Zze pouzijeme iba
priblizny strom zostaveny jednoduchymi metoédami. Ked méame strom, postupujeme od
listov ku korefiu. V naSom priklade na obrazku by sme najprv zarovnali sekvencie
¢loveka a gorily, potom sekvencie mySi a potkana a potom by sme tieto dve zarovnania
zarovnali spolu do zarovnania Styroch sekvencii. Potom by sme k tomuto zarovnaniu
pridali sekvenciu psa, potom slona a nakoniec vacice. Vzdy ked spajame dve zarovnania
spolu, nemenime uz umiestnenie medzier vnutri existujucich zarovnani, ale iba vzajomné
umiestnenie ich stipcov.

2.7 Celogenémové zarovnania

Zarovnania sekvencii si vhodné na tGseky genému, ktoré sa zmenili hlavne lokadlnymi mu-
taciami: substiticiami jednej bazy za ind a krat$imi deléciami ¢i inzerciami. V procese
evolucie vSak dochadza aj k va¢sim zmenam, ked sa dlhy usek sekvencie moze premiestnit
alebo skopirovat na iné miesto alebo tplne zmazat z gendému. Celogendmové zarovnanie
(whole-genome alignment) je akousi mapou, ktora pre kazdy tsek jedného genému obsa-
huje zodpovedajuci tsek iného genomu (ak sa ho podarilo néjst). Casto takéto zarovnania
nie st symetrické: jeden geném zvolime ako referencny genom (napriklad genom ¢loveka)
a k nemu zarovnavame jeden alebo viacero gendémov informantov (napriklad gen6my
gorily, my8i a podobne).

Prvym krokom pri tvorbe celogenémového zarovnania je najdenie vSetkych lokélnych
zarovnani s dostato¢ne vysokym skoére medzi dvoma gendémami. Moze sa stat, ze niektoré
oblasti referen¢ného genému nebudu zarovnané vobec s ni¢im a naopak iné oblasti budu
zarovnané s viacerymi tsekmi genému informanta. Prvy jav mozZe nastat preto, Ze gendém
informanta skuto¢ne neobsahuje zodpovedajici tsek, alebo len v fiom nastalo tol'ko mu-
téacii, ze podobnost uz nie je lahko rozpoznatelna. Druhy pripad nastava vtedy, ked doglo
v minulosti k duplikécii (skopirovaniu) tohto tiseku na iné miesto v genéme. V takom pri-
pade chceme ur¢it, ktora z kopii v gendéme informanta najlepsie zodpoveda prislusnému
useku referenéného genoému, t.j. Ze pochadza z tej istej sekvencie v genéme najblizsieho
spoloéného predka. Takéto useky nazyvame ortoldgy (viac v kapitole [3).

Dolezitym voditkom pri zostavovani celogendémovych zarovnani z lokdlnych zarovnani
dvoch genémov je synténia. Je to zachovanie poradia génov alebo inych dsekov DNA
medzi dvoma gendmami. Casto vidime skupiny lokalnych zarovnani, ktoré idd v tom istom
poradi v oboch gendémoch, ale medzi nimi mozu byt tseky, ktoré bud nie st zarovnané
s ni¢im, alebo st zarovnané s inou ¢astou genému. V celogendémovych zarovnaniach z
UCSC prehliadaca gendémov sa nazyvaju takéto skupiny zarovnani s rovnakym poradim
retaze (chains) (Kent et al., 2003)). Zarovanie, ktoré je ¢astou dlhsej retaze, méa vicsiu
Sancu zodpovedat skuto¢nym ortologom, lebo je mala pravdepodobnost, ze to isté poradie
génov by v dvoch gendémoch vzniklo nezavisle od seba. K jednej ¢asti referen¢ného genému
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Obr. 2.13: Priklad retazi a sieti medzi genémom cloveka a mysi z UCSC prehliadaca genémov
(Kent et all [2002) na tseku z Tudského chromozoéomu 13. NajvrchnejSej arovni je modra retaz
zodpovedajica chromozému 14 z mysi. V medzere tohto zarovnania je niekolko prekryvajucich
sa retazi, z ktorych sa do druhej irovne pouzila cela zelena retaz a Casti z hnedej a dalSej zelenej
retaze.

stale eSte moze existovat niekolko prekryvajucich sa retazi. Preto UCSC prehliada¢ okrem
ratazi obsahuje aj siete (nets), ktoré obsahuji refaze s ¢o najvyssim skore skratené podla
potreby, aby sa navzijom neprekryvali a kazda baza referenéného genému bola pokryta
najviac jednym zarovnanim. Siet tvorf hierarchicka struktiru, kde vi¢sia medzera v retazi
na najvrchnejsej irovni moze byt vyplnena retazou alebo ¢astou refaze na nizsej irovni a
medzery v tejto retazi dalsimi retazami. Refaze na niz$ich urovniach zodpovedaju ¢astiam
genému, ktoré boli pocas evolicie premiestnené.

2.8 Priklady programov

Na zarovnavanie sekvencii existuje ve[ké mnozstvo programov. Mnohé st pristupné ako
sluzby na internete, ale aj na stiahnutie a na instalaciu na vlastnom pocitaci. Medzi naj-
populéarnejsie programy patri NCBI BLAST (Altschul et al.., 1990, 1997)), ktory umoziuje
hladat lokalne zarovnania medzi uzivatelovou sekvenciou a velkymi databazami verejne
dostupnych sekvencii. Je mozné zarovnavat DNA sekvencie (program blastn) alebo pro-
teiny (program blastp). Je vSak mozné zarovnat napriklad aj protein k DNA sekvenciam
(program tblastn), pricom DNA sa prelozi do sekvencie aminokyselin podla genetického
kodu a na vysledok sa pouzije program podobny blastp. Ako sme videli vyssie, BLAST
vyuZiva heuristické techniky na zrychlenie vyhladavania, takZze nemusi vZidy najst vsetky
zarovinania s vysokym skore. Okrem samotnych zarovnani a ich skore zobrazuje aj Statis-
tickt vyznamnost (E-hodnotu).

Zaujimavou obmenou Standardného proteinového BLASTu je program PSI-BLAST
(Altschul et al.; [1997), ktory ¢asto dokaZe najst aj vzdialenejSie homology neZ program
BLAST. Postupuje tak, ze k zadanej sekvencii najprv néjde blizke homology §tandardnym
programom blastp. Porovnavanim tychto homologov so zadanou sekvenciou zisti, ktoré
pozicie sekvencie mutuji viac a ktoré menej. Potom zmeni svoj systém skoérovania tak,
aby nezhoda na viac evolu¢ne zachovanej sekvencii mala horSie skore ako nezhoda na
pozicii, ktora sa medzi ndjdenymi homolégmi meni CastejSie. Tym sa pri vyhladavani
kladie vacsi doraz na najdolezitejSie Casti sekvencie a ¢asto je mozné tymto spésobom



najst homologické sekvencie s mensou podobnostou.

Sucastou UCSC prehliadaca genémov je program BLAT (Kent, [2002), ktory je urceny
predovSetkym na hladanie lokdlnych zarovnani medzi velmi podobnymi sekvenciami.
BLAT je zalozeny na heuristickych technikach, ktoré mézu vynechat mnohé zarovnania
medzi menej podobnymi sekvenciami, je v8ak velmi rychly. Pouziva sa napriklad na
mapovanie osekvenovanych mRNA sekvencii ku genému alebo porovnavanie velmi blizko
pribuznych genémov. Pri zarovnavani mRNA sekvencii sa BLAT snazi najst spravne
umiestnenie intrénov.

Na viacnasobné zarovnavanie je tieZz na vyber velky pocet programov. Na globalne
zarovnavanie niekol'kych celych sekvencii sa pouzivajia napriklad programy CLUSTAL-W
(Higgins et al., [1996) a MUSCLE (Edgar, 2004). Program TBA (Blanchette et al., [2004))
hlada viacnasobné celogen6mové zarovnania.

2.9 Zhrnutie

V tejto kapitole sme sa zaoberali hladanim podobnosti medzi sekvenciami DNA a pro-
teinov. Ide o dolezity problém, ktory potrebujeme riesit pri $tudiu evolicie, ale aj pri
urcovani funkcie a struktary novych sekvencii na zaklade podobnosti so znamymi sek-
venciami. Ukazali sme si, ako je mozné problém presne definovat pomocou skorovacieho
systému. Dve sekvencie vieme zarovnat v kvadratickom ¢ase pomocou dynamického prog-
ramovania. Na zrychlenie sa v8ak pouzivaji heuristické algoritmy. Tie sa pouZzivaju aj na
zarovnanie viacerych sekvencii, lebo ide o NP-tazky problém, ktory nevieme efektivne
riesit.

V tejto kapitole sme niekolkokrat pouzili pravdepodobnostné modely, priGom sme
uvazovali bud modely zarovnani, v ktorych si ndhodne rozmiestnené zhody a nezhody,
ale aj tplne ndhodné nesuvisiace sekvencie. Takéto modely sme pouzili na zostavova-
nie skorovacich matic, urcovanie Statistickej vyznamnosti nadjdenych zarovnani, ale aj na
Stadium vlastnosti heuristickych algoritmov.

Dalsie informécie o zarovnavani sekvencif mozno najst napriklad v kapitole 2 uc¢ebnice
Durbin et al.| (1998)).



Kapitola 3

Modely evoltucie a fylogenetické stromy

Porovnavanim homologickych sekvencii z viacerych organizmov moézeme usudzovat o ich
evolucnej historii. Zékladnou tlohou je zostavovanie fylogenetickych stromov pre skupinu
organizmov. Priklad takych stromov vidime na obrézku Na zaklade morfologickych
znakov a fosilnych nalezov vedci dlho verili, ze skuto¢nej evolu¢nej historii zodpoveda
strom nalavo, v ktorom sa najskor oddelila skupina obsahujica velryby a potom sa
oddelili skupina obsahujtuca tavy a kravy od skupiny obsahujicej diviaky a hrochy. Na
zaklade informacie z DNA sekvencii sa v8ak dnes veri, Ze spravny je strom napravo, v
ktorom najbliz§imi pribuznymi velryb st hrochy (O’Leary and Gatesy., |2008).

Pri zostavovani fylogenetického stromu vacsinou vychadzame z viacnasobného zarov-
nania niekol'kych sekvencii z réznych druhov a snazime sa najst strom, ktory by ¢o najlep-
Sie zodpovedal tymto sekvencidm. V tejto kapitole si postupne ukdzeme tri rozne kritéria,
ako takyto najlepsi strom zadefinovat, ako aj algoritmy na jeho hladanie.

3.1 Fylogenetické stromy

Na popis fylogenetického stromu (phylogenetic tree) sa pouZivaji terminy popisujice
stromy v informatike, ale aj odlisné terminy s povodom v biologii. Strom tak pozostava
z vrcholov (wvertices) alebo wuzlov (nodes) pospajanych hranami (edges) alebo wvetvami
(branches). Koren (root) stromu zodpoveda poslednému spolo¢nému predkovi organiz-
mov reprezentovanych v strome. Listy (leaves) st vrcholy, ktoré nemaju deti, ide z nich
iba jedna hrana do rodica. Listy vi¢§inou zodpovedaju zijicim biologickym druhom. Vnii-
torné vrcholy (internal vertices) maju va¢sinou dve deti, mozu ich v8ak mat aj viac. Tieto
vrcholy reprezentuji vyhynutych predkov dnesnych organizmov. Kazdy vnatorny vrchol

Diviak Vel'ryba
Hroch Hroch
Tava Krava
Krava Diviak
Vel'ryba Tava

Obr. 3.1: Dva moZné scenare evolu¢nej historie. Strom vlavo bol zostrojeny na zéklade morfo-
logickych znakov a fosilnych nalezov, strom vpravo na zaklade DNA sekvencii.
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a: Vel'ryba b: Vel'ryba

, b X X Hroch Hroch
Vel'ryba T
y ) ava Diviak Diviak
Tava Tava
Hroch Krava Diviak Krava Krava
Vel'ryba
Hroch
Vel'ryba Tava K'ra.va
Diviak
Tava
Hroch Krava Diviak Pes Pes

Obr. 3.2: Zakorenené a nezakorenené stromy. V hornom riadku je vlavo nezakoreneny strom. Ak
ho zakorenime na hrane oznatenej pismenom z, dostaneme strom na obrazku[3.I]vpravo. Mozeme
ho v8ak zakorenit na hociktorej inej hrane, dva priklady st uvedené na obrazku (zakorenenie
na hranich oznacenych pismenami a a b). V dolnom riadku je strom s pridanym listom pre psa
(outgroup), ktory ndm pomoze strom zakorenit ako vidime vpravo.

stromu reprezentuje specidciu (speciation), t.j. udalost, ked sa spolo¢né ancestralna po-
puléacia rozdelila na dve alebo viac casti, z ktorych sa neskoér vyvinuli rozne biologické
druhy. Jednotlivym hranam fylogenetického stromu ¢asto priradujeme ur¢ita dizku, ktora
zodpoveda evoluénému casu medzi dvoma specidciami, alebo mnozstvu mutacii, ktoré v
sekvencii na tejto hrane nastali.

Ani jedna z metod na zostavovanie stromov, ktoré budeme popisovat v tejto kapi-
tole, zial nevie urc¢it, kde v strome méa byt umiestneny koren. Namiesto zakorenenijch
stromov (rooted trees), ktoré prirodzene zodpovedajiu nagej predstave o evoltcii, tak do-
stavame nezakorenené stromy (unrooted trees). Nezakoreneny strom moZeme zakorenit
vela sposobmi: vezmeme Tubovolni hranu (vetvu) stromu a do jej stredu pridame novy
vrchol, ktory sa stane novym korefiom (obr. . Nakol'ko vSak len zo zarovnania nevieme
vacginou spolahlivo uré¢it, na ktorej vetve ma koren byt, poméhame si pridanim dalsej
sekvencie, o ktorej vieme, Ze nepatri do nami Studovanej skupiny (outgroup). Napriklad,
ked zostavujeme fylogeneticky strom viacerych cicavcov, moZzeme zvolit ako outgroup sek-
venciu nejakého vtéka. Potom miesto, kde sa tato sekvencia pripaja k stromu cicavcov,
bude korefiom stromu (pozri priklad na obrazku [3.2)).

Na pocitacové spracovanie sa fylogenetické stromy vicésinou ukladaju v takzvanom
Newickovom formate, ktory kazdy vnitorny vrchol zapise ako par zatvoriek, vnutri kto-
rého si jeho deti oddelené ¢iarkami. Ak je dieta list, uvedie sa jednoducho nézov druhu,
ak je to vnutrony vrchol uvedie sa dalgia zatvorka, v ktorej vnutri budia podla potreby
dalgie zatvorky a listy. Napriklad strom na obrazku vlavo by sme zapisali ako

(velryba, ((krava, tava), (hroch, diviak))).

Ked vykreslujeme fylogenetické stromy, deti kazdého vrcholu musime vykreslit v ur-
¢itom poradi, teda jedno dieta dame nalavo a jedno napravo (alebo hore a dole). Toto
poradie je vSak uplne Tubovolné a nemé vplyv na vyznam fylogenetického stromu. Ak
chceme zistit, ¢i st dva stromy rovnaké, musime skusit povymienat deti vntatornych listov
tak, aby listy boli v rovhakom poradi.
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Obr. 3.3: Priklad stromu s ancestralnymi sekvenciami. V listoch si zname sekvencie, vo vnut-
ronych vrcholoch st dopocitané ancestralne sekvencie. Celkovy pocet mutacii v celom strome je
5.

3.2 Metoda maximalnej tispornosti

Metoda mazimdlnej ispornosti (mazimum parsimony) sa pouziva hlavne na blizke druhy,
ktorych sekvencie sa len pomerne malo navzajom lisia. Jej cielom je najst evolu¢nu histo-
riu, ktord vysvetluje dnesné sekvencie s minimalnym poc¢tom mutacii. Na vstupe mame
viacnasobné zarovnanie sekvencii z niekolkych organizmov. Pre jednoduchost budeme
predpokladat, Ze zarovnanie neobsahuje pomlcky a teda vSetky vstupné sekvencie maju
rovnaki dizku n. Cielom je najst fylogeneticky strom, ktory bude mat dané organizmy
v listoch a tiez najst predpokladant ancestralnu sekvenciu dlzky n pre kazdy vnatorny
vrchol stromu. Zo vSetkych moznych stromov a ancestralnych sekvencii vyberieme takeé,
ktoré minimalizuja pocet mutécii v historii. Tento pocet vieme zratat velmi jednoducho:
prejdeme cez vSetky hrany stromu a spocitame pocet miest, na ktorych sa sekvencie na
koncoch hrany lisia. To je najmensi pofet mutécii, ktory sa na tejto hrane musel udiat
(obr. B.3).

Takto sme dostali dobre definovany informaticky problém, lebo méme jasne definovany
vztah medzi vstupom (zarovnané sekvencie) a vystupom (strom, ancestralne sekvencie).
Zial, tento problém nevieme efektivne riesit, lebo patri tie? medzi NP-fazké problémy.
Ako si v8ak ukadzeme niz§ie, vieme asponi pomerne rychlo spocitat dspornost urcitého
stromu.

3.2.1 Vypocet tispornosti stromu

V tomto jednoduchSom probléme mame na vstupe dany strom a zarovhané sekvencie
v listoch a chceme néajst ancestralne sekvencie tak, aby sucet mutacii na hranach bol
minimalny. Uk&4Zzeme si Sankoffov algoritmus zalozeny na dynamickom programovani. Al-
goritmus uvazuje kazdy stipec zarovnania zvlast, lebo volba ancestralnych sekvencii v
jednom stipci neovplyviiuje volbu pre iné stipce. Mame teda dany fylogeneticky strom
a bazu (alebo aminokyselinu) v kazdom liste a chceme vypocitat ancestralnu bazu vo
vnttornych vrcholoch. Podobne ako pri zarovnavani, budeme vyplitat tabulku A. Riadky
tabul'ky budi zodpovedat vrcholom (uzlom) stromu a stipce roznym bazam alebo amino-
kyselindm. Pre vrchol v a bazu x bude tabulka obsahovat hodnotu Afv, z], ktora vyjadruje
pocet mutacii v podstrome s korefiom vo vrchole v, ak vo vrchole v je baza x. Tak, ako
sme pri zarovnavani uvazovali prvych niekolko baz zo vstupnej sekvencie, v tomto algo-
ritme uvazujeme podstrom, t.j. ¢ast stromu, ktord by sme dostali, ak by sme odstrihli
vrchol v od jeho rodica a uvazovali iba tie vrcholy, ktoré st potomkami v.



Obr. 3.4: Oznacenie vrcholov a baz pre vzorec dynamického programovania.
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Obr. 3.5: Priklad vypoé¢tu tspornosti pre jeden stipec zarovnania Sankoffovym algoritmom.
Vlavo je strom s bazami v listoch a s oznadenim vnutornych vrcholov. Vpravo je tabulka dy-
namického programovania. V riadku pre koren a4 je najmensie &islo 2, ¢o urcuje celkovy pocet
mutécii.

Tabulku budeme vyplhat od mengich podstromov k vi&sim. Najskor vyplnime hod-
noty Afv, z| pre listy. Ak je v liste v naozaj baza =, N[v, z| bude nula, lebo cely podstrom
je tvoreny iba vrcholom v a nedoglo v iom teda k Ziadnej mutacii. Ak je v liste v nejaka
baza y lisiaca sa od x, Afv, x] méZeme nastavit na hodnotu nekone¢no, lebo nemozeme
v tomto vrchole mat naraz aj x aj y. Podme teraz spocitat Alv, z| pre vnutorny vrchol
v s dvoma detmi v; a ve. Nech z1 a x5 stt bazy pre tieto deti v optimalnom rieseni (obr
. Potom celkovy pocet mutacii v podstrome bude pozostavat z mutécii v podstrome
s korefiom vy (tych je Alvy,z1]), z mutéacii v podstrome s koreiom vy (tych je Afvg, 23])
a z mutacii na hranach od v k v; a v9. Ak sa napriklad z; rovna z, tak nemuselo dojst
k ziadnej mutacii, pre tito hranu teda pripoc¢itame hodnotu nula. Naopak, ak sa z; lisi
od z, pripoc¢itame jednu mutaciu. V skutoc¢nosti vSak nevieme, aké st v optimélnom
rieSeni bazy x1 a x5 (podobne ako pri zarovnavani sme nevedeli, aky je posledny stipec
zarovnania). Preto vyskuSame vSetky moznosti hodnot 21 a xo a zvolime tie, ktoré vedua k
najmensej celkovej hodnote Afv, x]. Dostavame tak nasledujici vztah pre vypocet Afv, z|:

Alv, x] = ( min  Alvy, zq] + m(ml,x)> + ( min  Alvy, xo] + m(xg,x))
21€{A,C,G,T} 22 €{A,C,G,T}

Ako m(z,y) sme oznacili pofet mutacii potrebny na hrane medzi bazou z a y, teda m(zx, y)
je 0, ak x =y a 1, ak = # y. VSimnite si, Ze mézeme zvlast néjst najlepsiu hodnotu pre
x1 a zvlast pre o (a vztah mozeme lahko rozsirit aj na pripad vrcholu s viac ako dvoma
detmi). Priklad tabulky dynamického programovania je na obrazku

Pomocou tohto vztahu teda vypoéitame hodnoty A[v, z] pre vSetky vnutorné vrcholy
v smerom od listov ku koreniu. V koreni r potom zvolime td bazu z, pre ktort je hodnota



Alr, x] najmensgia. Tato hodnota bude vyjadrovat najmensi po¢et mutacii potrebny na
vysvetlenie danych baz v listoch nasho stromu. Ak chceme dopocitat aj hodnoty ances-
tralnych baz v jednotlivych vnatornych vrcholoch, pamétame si aj hodnoty Blv, x], ktoré
udavaju kombinaciu baz x; a xs, ktord viedla pri vypocte Afv,z] k najmensiemu poc¢tu
mutécii. Tieto hodnoty ndm potom podobne ako spétné Sipky pri zarovnavani umoznia
spocitat ancestralne bazy vo vSetkych vrcholoch smerom od korena dolu.

Cas na vypocet jedného policka Afv,z] je O(0), kde o je pocet roznych baz, t.j. v
pripade DNA o = 4 a v pripade proteinov ¢ = 20. Ak mé strom m listov, ma m — 1
vnatornych vrcholov (pripadne aj menej, ak sa niektoré vrcholy stupiia viac ako 2).
Tabulka ma teda 2m — 1 riadkov a o stipcov, celkovy ¢as vypoctu je O(mo?). Ak celé
zarovnanie méa n stipcov, ¢as vypodtu uspornosti daného stromu je O(mna?).

3.2.2 Hrladanie najuaspornejSieho stromu

Povodne sme v8ak nechceli ratat dspornost nejakého daného stromu, ale najst najiaspor-
nejsi strom pre dané zarovnanie. Jedna moznost je vyskusat vsetky mozné stromy a pre
kazdy zratat jeho tuspornost. Pre m sekvencii existuje 1-3-5---(2m — 5) roznych ne-
zakorenenych fylogenetickych stromov (takyto sicin sa zvykne oznacovat aj symbolom
dvojitého faktorialu (2m—5)!). Pri po¢itani dspornosti stromu dostaneme rovnaki odpo-
ved pri vSetkych moznych polohéch korena v ramci nezakoreneného stromu a teda staci
vyskuasat jednu z nich. Ak m je malé ¢islo, ide o pomerne dobry sposob, ako najispornejsi
strom najst. Napriklad pre 5 sekvencii potrebujeme vyskusat iba 15 stromov. Tento po-
Cet v8ak exponencidlne rychlo rastie a uz pre 10 sekvencii musime skisat asi dva miliony
stromov a pre 20 sekvencii az 2 - 10%° stromov.

Nakolko ide o NP-tazky problém, pouZivaji sa pre vac¢si pocet sekvencii heuristiky,
ktoré za¢ni z nejakého stromu (napriklad zo stromu najdeného metédou spajania suse-
dov, ktort popiSeme nizgie) a spocitaji jeho tspornost Sankoffovym algoritmom. Potom
skiisia tento strom mierne zmenit a spocitaju, ¢i zmena viedla k zlepSeniu. Ak ano, po-
vodny strom sa nahradi zmenenym, ak nie, nechame si pévodny strom. Takto postupne
strom vylepSujeme, az kym nenajdeme strom, ktory sa uz neda zlepsit ziadnou jednot-
livou operaciou z mnoziny povolenych zmien, ktoré uvazujeme. Takéto algoritmy, ktoré
sa snazia drobnymi lok&dlnymi zmenami prist k ¢o najlepsiemu vysledku, sa v informatike
nazyvaju horolezecké algoritmy (hill climbing). Mnozinu vSetkych stromov si mozeme
predstavit ako pomyselny terén a ¢im je strom lepsi (t.j. ¢im menej potrebuje mutécii),
tym mé v nasom teréne vyssiu nadmorskid vysku. Cheeli by sme néjst bod s najvyssou
nadmorskou vygkou (teda strom s najmenej mutaciami). V nasom algoritme za¢neme z
urc¢itého bodu v naSom teréne a presunieme sa do susedného bodu len ak mé vys$Siu nad-
morskl vysku. Takto postupne doputujeme az na vrchol nejakého kopca v nasom teréne,
t.j. do bodu, okolo ktorého st len body s nizSou nadmorskou vyskou. Nemusi to vSak
vidy byt celkovo najvyssi bod — ak by sme prekonali nejaké tdolia, mozno by sme sa
dostali aj na vrchol vys§ieho kopca, to v8ak nas algoritmus neumoziuje. V horolezeckych
algoritmoch sa niekedy opakuje cely vypocet viackrat z roznych pociatoé¢nych bodov, aby
sa zvysila Sanca, ze aspon jeden zaciatok povedie k najvyssiemu vrcholu.

Zostava nam len urcit, ktoré fylogenetické stromy budu tvorit okolie prave skimaného
stromu v horolezeckom algoritme. Jedna moznost je pouzit stratégiu SPR (subtree pruning
and regraft). T4 funguje tak, Ze prerezeme jednu hranu péovodného stromu, ¢im sa nam



| Vrchol glum  hobit c¢lovek elf ork

glum 0 5 9 15 16

3 hobit 5 0 8 14 15

1 7 Clovek 9 8 0 16 17
3 ) 5 ]T_\z elf 15 14 16 0 3
glum hobit &lovek  elf ork ork 16 15 17 3 0

Obr. 3.6: Priklad stromu s dlzkami hran a aditivnej tabulky, ktora tomuto stromu zodpoveda.
Napriklad vzdialenost hobita a ¢loveka je 8, ¢o je sucet vzdialenosti 2 medzi hobitom a predkom
hobita a gluma, vzdialenosti 1 medzi tymto predkom a predkom hobita, gluma a ¢loveka a
vzdialenosti 5 medzi tymto predkom a ¢lovekom. Ak méame tabulku vpravo na vstupe, metéda
spajania susedov zrekon§truuje strom nalavo, aZ na to, Ze nebude vediet urcit polohu korefia.

rozpadne na dva podstromy. V jednom podstrome si opét zvolime jednu hranu, v jej
strede vyrobime novy vrchol a tam pripojime druhy podstrom. Pre strom s m listami
mame teda kvadraticky pocet stromov v jeho okoli, lebo dve hrany zicastiiujtce sa opracii
SPR si mozeme volit Tubovolne.

3.3 Metbdda spajania susedov

Na rozdiel od met6dy maximalnej uspornosti, metdda spdjania susedov (neighbor joining)
nedostava na vstupe celé viacndsobné zarovnanie m sekvencii, ale len tabulku vzdialenosti
m x m medzi jednotlivymi sekvenciami. Ttto tabulku si ozna¢me ako D, pricom D, ; je
vzdialenost sekvencii ¢ a j. ZjednoduSene si moZeme predstavit, Ze D, ; je pocet rozdielov
v zarovnani sekvencii i a j, aj ked neskor si ukdZeme, Ze na vypocet tabulky je lepgie
pouzit pravdepodobnostny model evolucie.

Ak nam niekto da strom, kde kazda hrana ma dlzku, vieme vel'mi jednoducho spocitat
vzdialenost medzi kazdymi dvoma listami — totiz, medzi kazdymi dvoma listami vedie
prave jedna cesta; staci spocitat dlzky hran na nej. Inymi slovami, pre dany strom 7T
vieme jednoducho spoéitat tabulku D(T') vzdialenosti medzi listami. Metoda spajania
susedov sa snazi o presny opak: pre dant tabulku vzdialenosti D najst strom T's dlzkami
hran tak, aby D(T) = D. Zrejme nie ku kazdej tabulke D existuje nejaky strom. Tabulky,
pre ktoré existuje, volame aditivne a metéda spajania susedov dokaze vyhovujici strom
vzdy najst (pozri priklad na obréazku [3.6)).

Predpokladajme teraz, Ze naga tabulka D je aditivna. Metoda spajania susedov po-
stupuje od listov smerom ku korefiu stromu, pricom v kazdom kroku spoji nejaké dva listy,
alebo uz vybudované mensie stromy. Spaja vzdy také listy, o ktorych na zéklade tabulky
D vieme s urcitostou povedat, Ze musia mat spolo¢ného otca. Ak sa v ur¢itom kroku
spojili listy i a j a vytvoril sa ich spoloény otec k, riadky a stipce pre i a j vyskrtneme
z tabulky a pridame novy riadok a stlpec pre vrchol k, s ktorym budeme pracovat, ako
keby to bol list. Potrebujeme dopocitat vzdialenosti Dy, od k ku kazdému dalSiemu listu
¢. To dosiahneme nasledujiicim vzorcom, ktorého grafické vysvetlenie najdete na obrazku
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Obr. 3.7: Po spojeni listov ¢ a j v metdde spajania susedov ich nahradime ich spolo¢nym predkom
k a musime spocitat vzdialenost Dy, ku kazdému inému listu £. Ak si vezmeme D; ¢+ D ¢, tak
hrany na ceste z k do £ (t.j. v tomto pripade hrany s dizkami ¢ a d) zapo¢itame dvakrat a hrany
medzi i a k a j a k iba raz. Ak teda odc¢iteme D; ;, dostavame, ze D; o+ D; o—D; j je dvojnésobok
Dy, ¢ (v nasom pripade (a +c+d) + (b+c+d) — (a +b) = 2(c+ d), €o je naozaj 2Dy, ¢).

C D

Obr. 3.8: Ak by sme pri spdjani listov spojili vzdy dva s najmensou vzdialenostou, mohli by sme
dostat zlu odpoved.

V jednom kroku nam tak pocet riadkov aj stlpcov tabulky klesne o jedna a po m — 1
krokoch pospajame vsetky pdvodné listy do jedného vysledného stromu.

Zostava nam urcit, ktoré dva listy ¢ a j je mozné spojit. Intuitivne by sa mohlo
zdat vhodné spajat vzdy dva najblizSie listy, t.j. najst v tabulke najmensiu hodnotu a
spojit listy zodpovedajice jej riadku a stipcu. Pre niektoré tabulky by sme tak vSak
dostali nespravny vysledok (pozri obrazok . Preto sa tabulka D najskor prepocita na
novi tabulku L a spojime takeé listy ¢ a j, pre ktoré je L, ; najmensie. Pre kazdy list i si
najskor spocitame sicet vzdialenosti r; do vSetkych ostatnych listov, teda r; = Zk# D; .
Hodnota L; ; potom bude

Li,j = (m — Z)Di,j —Tr; — Tj.

Hlavnou vyhodou metody spéajania susedov je jej rychlost. Na vytvorenie tabulky
D ani nepotrebujeme zostavovat viacnasobné zarovnanie, sta¢ia nidm parové zarovnania
medzi jednotlivymi dvojicami. Samotny aloritmus potom beZi v ¢ase O(m?), lebo robime
m—1 krokov a v kazdom kroku prepocitame tabulku L; ; v ¢ase O(m?). V praxi tabulka D
vacsinou nie je aditivna, metéda spajania susedov teda néjde strom, v ktorom vzdialenosti
nebudu sediet s D.

3.4 Pravdepodobnostné modely evolicie

V tejto Casti si ukdzeme jednoduché pravdepodobnostné modely evolicie, ktoré sa daju
pouzit na ziskanie presnejSej tabulky D pre metodu spajania susedov a tvoria aj zaklad



meto6dy maximalnej vierohodnosti, ktord si popiSeme nizsie. Opét budeme uvazovat iba
proces substiticie, t.j. zmeny jednej bazy na ind, a nie procesy inzercie a delécie, ktoré
ved k medzerdm v zarovnaniach sekvencii.

Predstavme si, 7e pozorujeme jednu bazu DNA v ¢ase. Povodne to mohla byt napriklad
baza T. V case t; sa zmeni napriklad na C a neskor v ¢ase t5 na A. Tento proces mutacif je
do zna¢nej miery ndhodny, takze nevieme vopred odhadnut kedy a na aka bazu bude dana
baza mutovat. Tento proces budeme modelovat pravdepodobnostnym modelom, ktory sa
snazi tuto nahodnost zachytit, aj ked samozrejme s ur¢itymi zjednoduSeniami.

Modely substiticii va¢sinou uvazuju, ze kazda baza sa meni nezavisle. Pouzivaji spo-
jity cas, takze ¢as medzi dvoma substiticiami tej istej bazy moze byt I'ubovolné kladné
realne ¢islo. Nech X, je baza na urcitej pozicii v sekvencii v ¢ase t. Model nam definuje
pravdepodobnosti typu Pr(X; n = C | X; = A), t.j., akd je Sanca, ze ak za¢neme v Case
t s bazou A, tak po uplynuti ¢asu A budeme mat na tej istej pozicii bazu C. Tato prav-
depodobnost zahiia pripad, ze A zmutuje na C niekedy medzi ¢asom t a t + A, ale aj
pripady, ked v tomto ¢asovom intervale dojde k viacerym mutaciam, napriklad z A na T
a potom na C.

Najjednoduchsi model substiticii je Jukes-Cantorov model, v ktorom vsetky substiti-
cie nastavaju rovnako rychlo, takze pravdepodobnost zmeny napriklad z A na G je rovnaka
ako z T na A. V tomto modeli dostdvame nasledujtci vztah pre pravdepodobnost zmeny
z bazy x na ind bazu y # x:

1
Pr(Xepa = | Xo=y)= ;(1- e 39,

V tomto vzorci je a rychlost substiticii, teda ¢im vyssSie o, tym viac substittcii nastane v
priemere za jednotku ¢asu. Ak za¢neme z bazy A, tak po ¢ase A budeme mat jednu z béz
A, C, G alebo T, takze sucet ich pravdepodobnosti musi byt jedna. Z toho vieme odvodit
pravdepodobnost Pr(X; A =z | X; = x):

1
Pr(Xpa=a| X, =2)=7(1+ 37308,

Tato pravdepodobnost zahifia pripad, 7Ze sa A vobec nezmenilo, alebo 7e prebehlo viacero
substiticii, pricom posledna z nich zmenila bézu spat na A. V tychto vzorcoch sa vyskytuje
¢len aA, ktory je sucinom rychlosti substiticii a a ¢asu A vyjadreného vo vhodnych
jednotkach. Kedze ¢as je tazké kalibrovat na redlne jednotky, zvolime vic¢Sinou a tak,
aby priemerny pocet substiticii jednej bazy za jednotku c¢asu bol jedna, ¢o v Jukes-
Cantorovom modeli zodpovedd a@ = 1 a teda meriame ¢as nie v redlnych fyzikalnych
jednotkach, ale v substitticiach na bazu.

V praxi sa ¢asto pouzivaji aj zlozitejsie modely substiticii, v ktorych uvazujeme
napriklad to, Ze rozne bazy alebo amino kyseliny sa vyskytuja s roznou frekvenciou, ze
rozne substiticie tiez nastavaju s roznou frekvenciu a ze rozne pozicie v sekvencii mozu
tiez mutovat rézne rychlo. Takéto modely uvidime v kapitole [5] ale zaujemcov o hlbgie
detaily odkazujeme najmé na kapitolu 13 v ucebnici Felsenstein| (2004)).

Vratme sa teraz k odhadovaniu vzdialenosti medzi sekvenciami v metdde spajania
susedov. Uvazujme dve sekvencie, nech f je percento baz, v ktorych sa navzajom lisia.
Pre kazda béazu, ktora sa liSi, musela nastat aspon jedna substiticia, v skuto¢nosti vsak
niektoré bazy mohli zmutovat aj viackrat a teda skuto¢ny pocet substiticii na bazu mohol
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Obr. 3.9: Priemern4 frekvencia pozorovanych zmien ako funkcia skuto¢nej evolu¢nej vzdialenosti
v Jukes-Cantorovom modeli.

byt vyssi ako f. Veli¢ina f teda nie je velmi dobrym odhadom evolu¢nej vzdialenosti
dvoch sevencii. Jukes-Cantorov model nam umoziuje spravit korekciu, ktoré viacnasobné
mutécie berie do ivahy. Pravdepodobnost, Ze na danej pozicii sekvencie budeme za cas
A pozorovat nejakt zmenu je jednoducho suc¢tom pravdepodobnosti, ze ak za¢neme z
nejakej bazy x, tak déjde k zmene na jednu z dalsich troch baz. Pri a = 1 dostavame
pravdepodobnost pozorovania zmeny

3
Pr(Xiya # Xi) = Z(l + 36_%A).

Na obrazku vidime, ako tato pravdepodobnost rastie s ¢asom A. V limite pre velmi
velky ¢as sa tato pravdepodobnost blizi k 3/4, lebo dve nestvisiace ndhodne zvolené
bazy sa rovnaju s pravdepodobnostou 1/4. My v skuto¢nosti vieme, Ze v nasich datach
je frekvencia zmeny f, ¢o zodpoveda y-ovej osi grafu. Chceme vyjadrit hodnotu A, ¢o
bude n4s odhad D, ; evolu¢nej vzdialenosti medzi sekvenciami 7 a j. Dostavame vztah
A = —%ln( — %f) Pre veImi malé hodnoty f sa A odhadnuté tymto vztahom prilis
neligi od f, lebo len zriedkavo nastanu viacnasobné mutéacie. Ak sa ale f blizi k 3/4,
odhad ¢asu rastie do nekonecna. Pre hodnoty vicsie f ako 3/4 tento vzorec na vypocet
vzdialenosti nie je moZzné pouZit.

3.5 Metoda maximalnej vierohodnosti

Met6da maximalnej vierohodnosti sa podobé& na metédu maximalnej tispornosti, ale na-
miesto toho, aby sme hladali strom, ktory vyZaduje ¢o najmenej mutacii, hfadame strom,
ktory sa bude zdat najvierohodnejsi vhladom na urc¢ity model evolicie. Berieme pritom
do uvahy aj dlzky hran, a teda ocakavame, Ze na dlhsich hranach nastalo viac mutaci
ako na kratgich.

Vstupom pre metodu maximalnej vierohodnosti je teda opat zarovnanie m sekvencii,
pricom neuvazujeme medzery. Vystupom je strom, ktory ma tieto sekvencie v listoch a
dlzky hran tohto stromu. Zo vietkych moznych stromov a vietkych moznych dizok vybe-
rieme tie, ktoré najlepsie zodpovedaji vstupnym sekvencidm v nasom modeli substiticii,
napriklad v Jukes-Cantorovom modeli. To, ako dobre strom zodpoveda sekvencidm, bu-
deme merat veli¢inou zvanou vierohodnost. Aby sme mohli vierohodnost formalne mate-
maticky zadefinovat, musime roz§irit nas model evolicie z pozorovania substiticii jednej
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Obr. 3.10: Fylogeneticky strom s dlzkami hran ¢1,...,ts, s ancestralnymi bazami Aq,..., A4 a
bazami v listoch G, H, C, E, O (ide o oznalenie neznamych, nie konkrétne hodnoty baz).

bazy v Case na evoliuciu viacerych dlhsich sekvencii. Potom si ukdzeme, ako spocitat vie-
rohodnost pre dany strom a dlzky hran a nakoniec si povieme nie¢o o tom, ako hladat
strom s najvysSou vierohodnostou.

3.5.1 Fylogeneticky strom ako pravdepodobnostny model

Doteraz sme uvazovali proces, v ktorom sme pozorovali uréitii bazu a ta sa mohla v ho-
ciktorom okamihu zmenit na nejaki ind. Ako sme videli, substituéné modely popisuji
tento proces a definuji pravdepodobnost Pr(X,a = y | X; = z), Ze po nejakom ¢aso-
vom tseku A na mieste, kde bola baza z, bude baza y. V tejto kapitole budeme tito
pravdepodobnost oznacovat skratenym oznacenim Pr(y | z, A).

Teraz si nas pravdepodobnostny model rozsirime o pevne dany fylogenticky strom so
znamymi dizkami hran. Proces evolicie jednej bazy sekvencie budeme modelovat nahod-
nym procesom, v ktorom sa najskor vygeneruje nahodna béza v koreni stromu. Na urcitej
hrane dizky ¢ sa tato baza nahodne meni procesom popisanym vyssie, t.j. ak vo vrchole
na hornom konci hrany mala hodnotu x, pravdepodobnost, Ze na spodnom konci hrany
bude mat hodnotu y je Pr(y | z,t). Vo vnitornom vrchole, ktory spravidla zodpoveda
specidcii, sa tato béaza skopiruje kazdému z dvoch vznikajtucich organizmov a v kazdom
sa odvtedy vyvija nezavisle.

Tento model kazdej kombinacii ancestralnych baz vo vnttornych vrcholoch a dne$nych
baz v listoch priradi ur¢iti pravdepodobnost, ktord bude si¢inom vygenerovania bazy v
koreni a pravdepodobnosti tvaru Pr(y | z,t) pre jednotlivé hrany stromu. Napriklad pre
strom na obrazku dostaneme pravdepodobnost

Pr(G,H,C,E,0,A;,..., A1) = Pr(Ai)-Pr(As | Ay t1) - Pr(Ay | Ay, )
: PI'(Ag | Ag,tg) : PI‘(C | AQ,t4) : PI‘(G | A37t5)
"Pr(H | As,te) - Pr(E | Ay ts) - Pr(O | Ay, ts)

Jednotlivé ¢leny tohto stcinu pocitame napriklad pomocou Jukes-Cantorovho modelu,
t.j.
1 —4y
(1 — k
Pr(x|y,t):{ 411( €ié)t ak v # vy
7(1+3e75") akax=y
Hodnotu Pr(A;) v koreni stromu mézeme nastavit napriklad na 1/4, t.j. kazda baza bude
rovhako pravdepodobna.



Pri hladani fylogenetického stromu pozname iba hodnoty baz v listoch, ale nepo-
zname ancestralne bazy. Zaujimalo by nés, aka pravdepodobnost tento model priklada
urc¢itej kombinacii baz v listoch, pricom do tejto pravdepobnosti zahrnieme vSetky mozné
kombinécie ancestralnych baz vo vnitornych vrcholoch. V nasom konkrétnom priklade
dostavame

Pr(G,H,C,E,0)= Y  Pr(G,HC,EO0,A,. .. A

Toto je teda pravdepodobnost, ktord na$ model priradi urcitej kombinacii baz, ktoré
mozu tvorit jeden stipec viacnasobného zarovnania. Ak mame zarovnanie s n stipcami,
povazujeme ich za nezavislé a teda pravdepodobnost celého zarovnania je sti¢inom prav-
depodobnosti pre jednotlivé stipce. Doteraz sme rozpravali o pravdepodobnosti, ¢o je
hodnota, pri ktorej uvazujeme pevne zvoleny strom a hrany a meniace sa hodnoty baz.
Pojem wvierohodnost (likelihood) sa vztahuje k tomu istému vzorcu, ale povazuje bazy za
pevné a naopak strom a jeho dizky hran za premenné. Vierohodnost stromu je teda rovna
pravdepodobnosti vstupnych dat (zarovnania) ak tento strom povazujeme za spravny.
Metoda maximéalnej vierohodnosti sa teda snazi najst strom a dlzky hran tak, aby prav-
depodobnost, ktord tento strom pripradi vstupnému zarovnaniu bola ¢o najvyssia.

3.5.2 Vypocet vierohodnosti stromu

Ako sme videli vysgie, pre dant kombinaciu baz v listoch a ancestralnych baz je vy-
pocet pravdepodobnosti jednoduchym stc¢inom, v ktorom jednotlivé ¢leny ziskame zo
substitu¢ného modelu. Ak vSak nepozname ancestralne bazy, potrebujeme scéitat takéto
pravdepodobnosti pre vSetky kombinécie ancestralnych béaz. Pri m listoch mame m — 1
vnitornych vrcholov a teda 4™ ! kombinécii baz, ktoré by sme museli jednu po druhe;
spocitat. Toto je opét algoritmus, ktorého ¢asova zlozitost rastie exponencialne a teda sa
neda pouzit pre vicsie pocty listov.

Namiesto toho mdzeme pravdepodobnost efektivne spocitat Felsensteinovym algo-
ritmom, ¢o je dynamické programovanie velmi podobné na vypocet tispornosti stromu.
Pre jeden stlpec tento algoritmus pracuje v ¢ase O(mo?) a pre zarovnanie dlzky n ho
opakujeme n krat, teda dostavame ¢as O(nmo?).

3.5.3 Hrladanie najvierohodnejSieho stromu

Pre dany strom a dlzky hran vieme zadefinovat a spocitat ich vierohodnost. Nas viak
zaujima predovSetkym hladanie najvierohodnej$ieho stromu pre dané vstupné zarovnanie
sekvencii. Opét, ako pri maximalnej aspornosti, sa ukazalo, ze ide o NP-fazky problém
(Chor and Tuller, 2005). Stale v8ak mo6zeme pouzit horolezecké algoritmy, kde zac¢iname
z ur¢itého stromu a postupne sa ho malymi zmenami snazime vylep$it. Na rozdiel od
maximalnej tspornosti potrebujeme nielen strom, ale aj dizky hran. Tie si na zaciatku
tiez nejako zvolime a postupne ich vylepSujeme technikami numerickej optimalizacie.



Tabulka 3.1: Prehl'ad uvadzanych algoritmov na rekonstrukciu fylogenetickych stromov.

Zlozitost Konzistentny  Vyuzitie dat

Uspornost (parsimony) NP-tazky nie celé sekvencie
Spajanie susedov (neighbor joining) — O(m?) ano iba vzdialenosti
Vierohodnost (likelihood) NP-tazky ano celé sekvencie

3.6 Zaverecné poznamky

3.6.1 Spravnost a kozistentnost algoritmov

V tabulke vidime prehlad algoritmov na konstrukciu fylogenetickych stromov, ktoré
sme videli v tejto kapitole. Jedna z vlastnosti, ktord mdzeme pri kazdom algoritme Studo-
vat, je jeho konzistentnost. Predpokladajme, Ze zarovnavané sekvencie boli vygenerované
podla uré¢itého stromu a modelu substitucii. Ak je zarovnanie kratke, nemusi obsahovat
dost dat na to, aby sme vedeli uréit spravny strom. Ako vSak dlzka sekvencie rastie,
ocakavali by sme, ze algoritmus najde spravny strom. Algoritmy, ktoré tito podmienku
spliaji, nazyvame konzistentné. Presnejsie, algoritmus je konzistentny, ak v pripade, Ze
dlzka sekvencii n rastie do nekone¢na, pravdepodobnost, Ze algoritmus najde spravny
strom sa blizi k jednej. Tato pravdepodobnost sa pocita cez vSetky zarovnania, ktoré
mohol model vygenerovat: aj zarovnania, pre ktoré algoritmus spocita nespravny strom,
maji nenulovi pravdepodobnost, celkova pravdepodobnost vSetkych takych zarovnani
vSak musi konvergovat k nule.

Z uvadzanych algoritmov maximalna dspornost nie je konzistentna, ak vSak pouzi-
jeme spravny substitu¢ny model, metoda spajania susedov aj maximélna vierohodnost
st konzistentné algoritmy.

Konzistentnost algoritmu je urcitym kritériom jeho spravnosti, v praxi nam vSak neza-
rucuje spravnost vyslednych stromov, lebo redlne data nie sii generované zo substitu¢ného
modelu (a nemusime ich mat dostatok). Na rozmiestnenie a typ mutécii vplyva mnoho
faktorov. Niektoré z nich sa daju zachytit zlozitej$imi modelmi, ale aj tak zostani niektoré
nepokryté.

Analyza konzistentnosti v8ak poukazuje na to, ze doélezitym faktorom ovplyviiujicim
spravnost rekonstruovanych stromov je dlzka zarovnani. Pri dlhgich sekvencidch maéme
viac informécie o spravnom strome. Jednoduchy sposob, ako overit, ¢i mame na rekon-
Strukciu dost dat, je pouzit techniku nazyvant bootstrap. Pri tejto technike nahodne
vyberieme niektoré stlpce zarovnania a zostavime strom len podla nich. Toto velakrat
opakujeme a dostaneme vela stromov, kazdy zaloZzeny na inom nahodnom vybere stip-
cov. Ak bolo dat dostatok, vi¢sina z tychto stromov by mala byt rovnakych ako strom
zostaveny zo vietkych dat. Ak vsak dat nie je dost, roznym vyberom stipcov budeme
dostavat rozne stromy. V stromoch sa zvykne uvadzat pri jednotlivych vetvach bootstrap
hodnota, ktora vyjadruje, v koIkych stromoch sa tato vetva vyskytuje. Vetvy s vysokou
boostrap hodnotou st hodnovernejsie ako tie s nizkou. Bootstrap nam vSak nepomoze
odhalit, ¢ pouzity model dobre zodpoveda vstupnym détam.

Spravnost rekonstrukcie evoluénych stromov zéavisi aj od dlzky hran. Pri velmi krat-
kych hranach potrebujeme velmi dlhé zarovnania, aby sme v nich nagli dost mutécii na
rozliSenie, o ktory strom ide. Pri velmi dlhych hranich uz mohlo nastat privela muta-



cii, ktoré uplne zamaskovali stopy spoloc¢nej historie zdielanej niektorymi druhmi. Bezny
problém pri rekonstrukcii stromov je long branch attraction, ¢o je fenomén, ked mame v
skuto¢nom strome niekolko dlhych hran. Met6da maximalnej dspornosti, ale do uréitej
miery aj ostatné algoritmy, maji tendenciu tieto hrany dat blizko k sebe a tym zrekon-
Struovat nespravny strom. Niekedy sa tento problém podari odstranit pridanim viacerych
sekvencii, ktoré sa pripajaju uprostred dlhych hran. Také sekvencie vSsak nie si vzdy k
dispozicii.

3.6.2 Zarovnania s medzerami

Pri popisovani algoritmov sme predpokladali, ze zarovnanie neobsahuje medzery. Sku-
to¢né zarovnania vSak, samozrejme, medzery obsahuji a algoritmy sa s nimi potrebuju
vyrovnat. Ak je medzier iba velmi mélo a mame dost dlhé sekvencie, mozeme jednoducho
vynechat vietky stipce zarovnania, v ktorych sa medzery vyskytuji. Druh4 moznost je
povazovat medzery za chybajice data: predpokladdme, ze v medzere je nejaka baza, iba
nevieme, ktora. Metoda maximalnej vierohodnosti sa s chybajicimi datami velmi Tahko
vyrovné, lebo rovnako ako pri neznamych ancestralnych bazach uvazujeme vSetky jej
moznosti. Podobne pri maximalnej aspornosti mozeme nezname bazy v listoch doplnit
tak, aby bol potrebny pocet mutacii v celom strome ¢o najmensi.

Obidve tieto metddy ignoruji informéciu obsiahnutii v samotnom rozmiestneni me-
dzier. Dalgou moznostou je povazovat pomlcku za Specialny typ bazy a uvazovat napriklad
v substitu¢nom modeli rychlost s akou sa poml¢ky menia na bazy a naopak. Tento pristup
mé dve nevyhody: neuvazuje, Ze jednou evolu¢nou udalostou moéze vzniknut dlhsia me-
dzera pozostavajuca z niekol’kych pomlciek a tiez povoluje evolucné historie, v ktorych sa
baza zmaze a potom opit vlozi. Takato novovlozena baza by uz nemala byt povazovana
za homologickt s povodnou bazou.

Nakoniec je mozné vybudovat aj zlozitejsi pravdepodobnostny model, v ktorom bu-
deme uvazovat dlhSie medzery a vyuzit ho ¢i uz metéodou spajania susedov alebo ma-
ximalnej vierohodnosti. Takéto modely st vSak pomerne zlozité a menej sa vyuzivaju v
praxi.

3.6.3 Génové a druhové stromy

V tejto kapitole sme predpokladali, Zze jednotlivé sekvencie na vstupe pochadzaji z roz-
nych biologickych druhov a Ze sa snazime zostavit strom, ktory reprezentuje historiu
tychto druhov. Pocas evolicie vSak dochadza aj k procesu duplikicie, ked sa té ista
sekvencia moze skopirovat na iné miesto v tom istom genoéme a odvtedy sa vyvijaju neza-
visle. Casom sa moze v jednom genéme nahromadit aj viacero kopii. Takéto homologické
sekvencie z jedného genému mozeme tiez zarovnat a zostavit ich fylogeneticky strom.
Vnitorné vrcholy tohto stromu vSak nebuda zodpovedat speciacii, ale duplikicii. Este
zlozitejSia situacia nastane, ak pouzijeme homolégy duplikovaného génu z viacerych or-
ganizmov. Niektoré vrcholy v strome odpovedajt specidciam, iné duplikéciam (obr.
a len samotny strom neurcuje jednoznacne, ktoré vrcholy si ktorého typu. Takyto strom
sa vo v8eobecnosti nazyva génovy strom (gene tree), lebo zodpoveda evolucnej historii
urcitého génu, alebo inej sekvencie, ktori sme na jeho rekonstrukciu pouzili. Naopak
druhovy strom (species tree) reprezentuje evoluéni historiu prislusnych druhov.
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Obr. 3.11: Evolu¢na histéria duplikovaného génu.

Ak méme génovy strom, v ktorom je zndme oznacenie vrcholov ako specia¢né a dup-
lika¢né, modzeme jednotlivé dvojice homologickych sekvencii klasifikovat ako ortology a
paral6gy. Pripominame, Ze homologické sekvencie st také, ktoré sa vyvinuli z toho is-
tého spolo¢ného predka. Ak vezmeme dva homolégy v strome, moézeme najst vnitorny
vrchol, ktory je ich najbliz§im spolo¢nym predkom. Ak je tento vrchol speciacny, tieto
homology nazveme ortoldgmi (orthologs) a ak je duplika¢ny, nazveme ich paraldgmi (pa-
ralogs). Dve homologické sekvencie z toho istého genému budu teda vzdy paralogické, ale
homology z dvoch réznych organizmov mozu byt bud ortology (ako napriklad sekvencie
Al a A3 na obrazku alebo paralogy (ako napriklad Al a B2 na obrazku [3.11). Ak
chceme zostavovat druhovy strom, potrebujeme z kazdého genému zvolit sekvenciu tak,
aby vSetky boli navzajom ortologické. Ako sme spominali v kapitole [2] ur¢itym vodidkom
na hladanie ortologov je aj zachovanie poradia génov na chromozéme.

3.6.4 Zdroje dat

Pri zostavovani druhovych stromov je potrebné ziskat ortologické sekvencie z kazdého
zastipeného druhu. V principe mézeme pouzit hociktory gén, ktorého sekvenciu mame k
dispozicii zo vSetkych Studovanych druhov, pokial sme si rozumne isti, Ze ide o skuto¢né
ortology a nie paralogy (preto je dobré vyhybat sa génom z rodin, ktoré ¢asto podliehaju
duplikacii).

Pri pouziti sekvencii génov kodujicich proteiny sa musime rohodnit, ¢i pouzijeme
DNA alebo proteinové sekvencie. Proteinové sekvencie sa v evolicii menia pomalSie, preto
si vhodnejsie pre Studovanie vzdialenejSich organizmov, lebo je vécSia Sanca, ze budu
dostatoc¢ne podobné na spolahlivé zarovnanie a fylogeneticki analyzu. Naopak, DNA
sekvencie st vhodnejSie na porovnavanie blizko pribuznych organizmov, kde sa proteinové
sekvencie Casto liSia iba velmi malo a neobsahujt dostatok informécie.

Ak mame k dispozicii viacero génov, mozeme ich bud zretazit do jedného zarovnania
a pouzit bezné fylogenetické metody, alebo mozeme zostavit strom pre kazdy gén zvlast
a potom hladat konsenzus tychto stromov.

Obzvlast popularny typ sekvencie pri §tudiu druhov, ktoré eSte nemaju osekveno-
vany genom je ribozoméalna RNA (rRNA). Této je nepostradatelna pri syntéze proteinov
v ribozomoch, a preto je velmi dobre zachovana aj medzi druhmi. Sekvencie rRNA z
mnohych druhov sa daju najst v databaze RDPII.



Dalsim ¢asto pouZivanym typom sekvencii je mitochondrialna DNA (mtDNA). Je to
kratky cirkularny genom uloZeny v mitochondriach. Napriklad u ¢loveka mé dizku cca
16KB. Tento gen6m sa pomerne T'ahko sekvenuje, lebo je kratky a nachadza sa v bunkach
vo vela kopiach. Preto je osekvenovany pre pomerne vela organizmov. Na rozdiel od
rRNA pomerne rychlo mutuje, takze je vhodny na porovnavanie blizsich druhov alebo
dokonca subpopulacii v ramci druhu.

3.7 Zhrnutie

V tejto kapitole sme si ukazali tri metody na rekonstrukciu fylogenetickych stromov z
homologickych sekvencii. Metéda maximélnej vierohodnosti vychédza z pravdepodob-
nostného modelu evolicie, v ktorom sa jednotlivé bazy v ndhodnych ¢asoch menia na
iné bazy. Cielom je pre dané viacnasobné zarovnanie najst strom a dlzky hran, ktoré
vedi k maximalnej vierohodnosti, t.j. k maximalnej pravdepodobnosti daného zarovna-
nia. Uvazuje pritom vSetky mozné scenare mutacii a ancestralnych baz. Popisali sme iba
Jukes-Cantorov model, ale v praxi sa spravidla pouzivaju zlozitejsie modely s viacerymi
parametrami, ktoré sa optimalizuji spolu so stromom a dizkami hran. Nevyhodou tejto
metody je jej Casova narocnost, ktord neumoziuje najdenie globalneho optima, ale iba
lokdlne prehladavanie priestoru stromov.

Pravdepodobnostné modely sa tiez pouzivaji na odhad vzdialenosti medzi dvojicami
sekvencii a z nich potom vieme zostavit fylogeneticky strom metoédou spajania susedov.
Tato metoda je rychla a statisticky konzistentna, ale nevyuziva vsetku informéciu obsia-
hnuta v sekvenciéch.

Napokon metéda maximalnej aspornosti je jednoduchi a dava dobré vysledky pre
pomerne blizke druhy, kde nie je privela viacnasobnych mutécii. Aj tato metoda sa vSak
pouziva s lokdlnym heuristickym prehladavanim priestoru stromov.






Kapitola 4
Hladanie génov

Doteraz sme sa zaoberali ziskavanim genomickych sekvencii a ich vyuzitim na Stidium
podobnosti a rozdielov medzi nimi a moznych evolu¢nych historii. Informatické metody sa
tiez velmi dolezité pri anotacii genomov, teda urc¢ovani vyznamu a funkcie jednotlivych
oblasti genomu. V tejto kapitole sa sustredime na hladanie génov kédujucich proteiny
(protein coding genes). Pri hladani génov mame ako vstup DNA sekvenciu a chceme v
nej najst vsetky oblasti, ktoré koduja proteiny. Na zaklade genetického kédu potom vieme
urcit poradie aminokyselin v tychto proteinov, ¢o je predpoklad, pre dalsie studium ich
funkcie.

Okrem génov kédujtcich proteiny sa pri anotacii gendémov snazime objavit aj iné
funk¢éné prvky, napriklad RNA gény a signdly pre regulaciu transcripcie. Okrem toho
v sekvencii hfadame aj oblasti, ktoré nemaju jasne definovani funkciu, napriklad pse-
udogény (pseudogenes) a sekvenéné opakovania (sequence repeats). Pseudogény st pozos-
tatky byvalych génov, ktoré boli znefunkénené mutaciami, ale ktoré este nesit podobnost
k pribuznym funkénym génom. Sekven¢né opakovania st rozne typy sekvencii, ktoré sa
v genome vyskytuji vo velkom pocte podobnych kopii, ¢i uz zhromazdenych v jednej
oblasti, alebo roztrisenych po celom genéme. Pseudogény aj opakovania st zaujimavé
pri $tudiu evoluacie, ale mozu sposobovat problémy. Napriklad programy na hladanie gé-
nov mozu pseudogény oznacit za funk¢éné gény a programy na hladanie homologov mozu
najst velké mnozstvo podobnosti medzi sekvenénymi opakovaniami, ktoré nas pri mno-
hych druhoch analyz prilis nezaujimaju. Preto je dobré tieto druhy sekvencii vopred néjst
a v niektorych pripadoch aj vylacit z dalSieho spracovania.

V tejto kapitole sa vSak budeme zaoberat $pecificky hladanim génov kédujucich pro-
teiny, pricom sa sustredime hlavne na eukaryotické organizmy, v ktorych je tato tloha
tazsia, nez v prokaryotoch. Najskor popiSeme typické vlastosti génov a potom sa budeme
zaoberat skrytymi Markovovymi modelmi, ¢o st pravdepodobnostné modely vyuzivané
na hladanie génov, ale aj iné bioinformatické problémy.

4.1 Vlastnosti eukaryotickych génov

Pri expresii génov sa urc¢itd oblast najskor transkribuje do RNA, tato RNA sa dalej
spracovava a vzniknutd mRNA po prechode z jadra do cytoplazmy slizi ako predloha na
tvorbu proteinov, pricom vzdy trojica baz (kodén) koduje jednu aminokyselinu proteinu.
Pri hTadani génov potrebujeme podrobnejsie popisat spracovanie RNA, a to najmé proces
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DNA: — - .
: . prepis, transkripcia (transcription)
- skopiruj suvisly usek DNA

pre-mRNA:  [EI——— I ————
* zostrih RNA (RNA splicing)
' ' - vystrihni introny (introns)

MRNA: [ e )

preklad, translécia (translation)
- preloz kodony, trojice nukleotidov,
na amino kyseliny
protein: [
exon:
[ UTR (untranslated region) —= intr6n
I kédujici exon —— intergenic region (medzigénovy Usek)

Obr. 4.1: Proces expresie génu zatina transcripciou z DNA do RNA, z RNA su vystrihnuté
intrény a potom je prekladanéd do proteinu.

nazyvany RNA zostrih (RNA splicing). Pri tomto procese sa vystrihni niektoré tseky
RNA a zvy$né casti sa ,zlepia® spolu v povodnom poradi (obr. . Vystrihnuté casti
génu sa nazyvaju introny (introns) a ponechané ¢asti exdny (exons). Dalsia komplikécia
je sposobena tym, ze preklad z mRNA do proteinu nevyuziva aplne celd mRNA. Usek
pred prvym prekladanym kodénom sa zvykne oznacovat 5’UTR a tsek od posledného
kodénu do konca mRNA sa nazyva 3’'UTR, kde UTR je skratka z anglického vyrazu
untranslated region (neprekladand oblast).

Ked teda namapujeme uz spracovani mRNA spif na miesta v genéme, odkial sa
transkribovala, dostaneme striedajice sa tseky exénov a intronov a exéony mozeme dalej
rozdelif na kodujtce a neprekladané oblasti (obr. [£.1). Na to, aby sme vedeli podla gene-
tického kodu ziskat sekvenciu proteinu kédovaného danym génom, potrebujeme poznat
presné hranice vietkych kodujucich oblasti tohto génu. Ulohou hladania génov je najst
kodujice oblasti v8etkych génov v danej DNA sekvencii. Pre jednoduchost v tejto kapitole
nebudeme uvazovat hladanie neprekladanych oblasti génov, hoci aj toto je doleZity prob-
lém, najmaé pri Studiu regulacie transkripcie. Po tomto zjednodu8eni si moézeme predstavit
proces hladania génov ako ofarbovanie jednotlivych baz v DNA sekvencii tromi farbami,
pricom jedna farba zodpovedd kédujicim oblastiam, jedna intrénom medzi kdédujicimi
oblastami v ramci génu a tretia zodpoveda medzigénovym oblastiam oddelujicim gény,
pricom do tychto oblasti budeme zahffiat po nasom zjednoduseni aj neprekladané tseky
a intréony v nich (obr. . Vo vidsine textu budeme predpokladat, ze kazda baza ma
prave jednu z tychto troch tloh, t.j. je bud ¢astou koédujicej oblasti, intronu, alebo me-
dzigénovej oblasti. Ako si ale neskor ukdzeme, tento predpoklad nie je v gendémoch vzdy
splneny.

UZ teda vieme, ¢o je naSim cielom: ur¢it pre kazdu bazu jednu z troch tloh resp. farieb.
Nie je v8ak zatial jasné, na zaklade akého kritéria je mozné tieto tri typy oblasti od seba
odligit. Jednou z vlastnosti, ktoré budeme vyuzivat, si charakteristické sekvenéné motivy
na hraniciach kédujucich oblasti. Prvy kodén v géne je napriklad vzdy trojica ATG.
Tieto tri bazy teda budu tvorit zac¢iatok prvej kodujicej oblasti v géne. Posledny kodon
génu je jeden zo stop kodonov TAA, TAG a TGA, ktoré nekoduja ziadnu aminokyselinu.
Podobne prvé dve bazy kazdého intréonu sa takmer vzdy GT a posledné dve AG (pozri
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Obr. 4.2: Cielom hladania génov je najst presné hranice vietkych kodujicich exénov vietkych
génov v danej DNA sekvencii, ¢o si mdézeme predstavit ako ofarbenie tejto sekvencie tromi
farbami. Na tomto obrazku je hypoteticky gén s tromi kédujicimi exénmi a dvoma intrénmi.
Velkymi pismenami je zvyrazneny Start kodon a stop kodon a tiez dve bazy typické pre zaciatok
a koniec intréonu.

- Intrén

ccatcccctatatttatggcagGTgaggaaagggtgggggetggeg
attcatcatcatgggtgcatcgGTgagtatctcccaggccccaatc
agaagatctaccccaccatctgGTaagtgtgtcccaccactgeccce
acagagtgagcccttcttcaagGTgggtggtgtcagggectccccce
acgagtcctgcatgagccagatGTaaggcttgececgttgeccteect
tgcagaacctcatggtgctgagGTggggeccaagectgggeegggeg
tcgatgaatttgggatcatccgGTgagagctcttcctctctectgg
agatgacgtccgtgatgagaagGTagggggtgcaccccagtcccca
gtggagaatgagaggtgggatgGTaggtgatgecttcgaggeccag
tttcttgtggctattttaaaagGTaattcatggagaaatagaaaaa

Obr. 4.3: Priklad niekol'kych sekvencii na hranici exénu a intréonu z I'udského genému. Prvé dve
béazy intréonu st takmer vzdy GT.

vel'ké pismend na obr. . Niekol'ko béz okolo takéhoto vel'mi silne zachovaného jadra méa
tiez urcité Specifické preferencie. V ukazke na obrazku maju napriklad skoro vSetky
ex6ny na poslednom mieste bazu G. V bunke existuji RNA molekuly alebo proteiny,
ktoré sa preferencne viazu na miesta s uré¢itym sekvenénym motivom a tym pomahaja
najst spravne miesta v géne pri zostrihu a inicializacii transkripcie. Informacia obsiahnuta
v sekvenénych motivoch nam vSak nestaci na jednoznacné najdenie génov, lebo takéto
kratke skupiny baz sa moézu vyskytovat aj inde, nez na hraniciach kdédujicich exénov.
Druhym typom informécie, ktory ndm pomaha rozlisit koédujice a nekédujice oblasti
genomu, st ligiace sa frekvencie vyskytov roznych skupin baz. V tabulke vidime,
ze frekvencie jednotlivych b4z sa mierne liSia medzi exénmi, intronmi a medzigénovymi
oblastami, to by vSak samo o sebe nestacilo na detekciu génov. AvSak ked spocitame
frekvenciu vyskytu dlhsich skupin béaz, napriklad Sestic, dostaneme vyraznejSie rozdiely
medzi kodujtcimi a nekoédujtcimi oblastami. Vyplyva to z povahy kodujtcich oblasti,
ktoré maju vdaka kodénom trojperiodicka $truktiaru. Napriklad stop kodéony TAA, TGA
a TAG sa vyskytuji len na konci posledného kédujiceho exénu. Jednotlivé amino kyseliny
st rozne Casto vyuzivané v proteinoch, ¢o ma vplyv na frekvenciu vyskytu kodonov, ktoré
ich koduji. Aj medzi kodonmi, ktoré koduju ta isti amino kyselinu, maja ¢asto niektoré



Tabulka 4.1: Frekvencia vyskytu baz A, C, G, T v jednotlivych typoch oblasti v Tudskom gendéme.
Koédujtce oblasti st rozdelené na prvé, druhé a tretie pozicie v ramci kodénu.

A C G T
Koédujuci ex6n, pozicia 1 0.26 0.26 0.32 0.16
Ko6dujtci ex6n, pozicia 2 0.30 0.24 0.20 0.26
Ko6dujici ex6n, pozicia 3 0.17 0.32 0.31 0.20
Intrén 0.26 0.22 0.22 0.30
Medzig. oblast 0.27 0.23 0.23 0.27

vyssiu frekvenciu ako ostatné. Pre urcitu oblast DNA sekvencie sa teda mdzeme snazit
vyhodnotit, ¢i sa jej zlozenie podoba skor na typické kodujice alebo typické nekodujice
sekvencie. Informaécia, ktora takto dostaneme v8ak opéft nie je jednoznac¢né.

4.1.1 Hrladanie génov ako bioinformaticky problém

Ako sme videli, gény a ich kédujice exény maji urcité charakteristické prvky, ako su
motivy na hraniciach exénov a odlisné frekvencie skupin baz. Avsak ziaden z tychto prvkov
nam nedéva jednoduché pravidlo, ktoré by ndm umoznilo spravne rozpoznat vetky gény.

Aby sme teda problém hladania génov definovali informaticky, pouZijeme opét skoro-
vaci systém, ktory priradi urcité skore kazdej moznej anotéacii, teda kazdému rozlozeniu
génov a ich exénov. Cielom je potom najst pre dani sekvenciu anotaciu s najvyssim skore.
Skorovaci systém by mal dat vysoké skore anotaciam, v ktorych sa jednotlivé exony zadi-
naju a konc¢ia motivmi, ktoré sa podobaji na zname priklady a v ktorych tseky oznacené
ako kodujiuce maju typické Statistické vlastnosti kodujucich tsekov. Pri hladani génov
sa Casto pouzivaji pravdepodobnostné modely, ktoré umoznuju zvolit takéto skérovanie
systematickym spdsobom.

Pravdepodobnostny model na hladanie génov si mozeme predstavit ako hypotetické
zariadenie, ktoré dokaze vygenerovat nahodni sekvenciu S aj s anotéciou (ofarbenim) A.
Ak toto zariadenie budeme pustat znova a znova, bude generovat nové a nové sekvencie
a anotacie. Pri ve[kom pocte opakovani sa vygenerované sekvencie a anotécie za¢nu opa-
kovat, niektoré dvojice sa vSak budu objavovat CastejSie a iné menej ¢asto. Mozeme sa
teda pytat, akd je pravdepodobnost, Ze pri nasledujicom pouziti zariadenia dostaneme
prave sekvenciu S a anotaciu A, tito pravdepodobnost oznac¢ime Pr(S, A). Cielom je zo-
strojit zariadenie tak, aby pary S, A s vlastnostami podobnymi skuto¢nym génom mali
velka pravdepodobnost. Pary, ktoré aplne odporuji nasim znalostiam o génoch, moézu
mat naopak nulovi pravdepodobnost, ¢o znamen4, Ze ich zariadenie nikdy nevygeneruje.

Takéto zariadenie sa moze zdat zbytocné, lebo pri hladani génov nechceme generovat
nové ndhodné sekvencie. Naopak, mame uz dant sekvenciu S a zaujima nas jej anota-
cia. Tato sekvencia S sa moze na vystupe nasho zariadenia objavit sparovana s velmi
vela roznymi anotaciami, avSak s niektorymi sa objavuje ¢astejSie a s inymi menej ¢asto.
Vysledkom hladania génov bude ta anotacia A, s ktorou sa sekvencia S objavuje naj-
Castejie, teda A = argmaxy Pr(S, A) (obr. 4.4)). Pravdepodobnostny model nam teda
definuje skorovaci systém: skore anotacie A bude jednoducho Pr(S, A).

Stéle sme v8ak nevyriesili zakladny problém, ako presne priradit skore, alebo v nasom
pripade pravdepodobnost, kazdej dvojici S a A. Uplna tabulka vSetkych moznosti, ako
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Obr. 4.4: Hrackarsky priklad pravdepodobnostného modelu pre sekvencie dlzky dva. Tabulka mé
16 stlpcov predstavujucich vetky dvojice nukleotidov od aa po tt. Riadky tabulky predstavuju
vietky rozne anotécie sekvencie dlzky dva. Pre kazd oanotovant sekvenciu tabulka reprezentuje
pravdepodobnost, Ze prave ju by model vypisat pri nasledujicom generovani. Sucet ¢isel v celej
tabulke by mal byt 1. Ak mame dant sekvencou dlzky dva, oanotujeme ju anoticiou v najvyssim
¢islom v danom stipci tabulky. Napriklad v sekvencii S =aa ofarbime prvii bazu modrou a druhi
Cervenou, lebo &slo 0.011 je najvyssie v stipci prisluchajicom aa.

na obrazku [.4] sa da pouzit iba pre extrémne kratke sekvencie a v takych samozrejme
nehladame gény, lebo vo velmi kratkej sekvencii nie je mozné rozlisit, ¢i ide o kodujicu
oblast, nekodujicu oblast alebo prechod medzi nimi. Namiesto toho pouZijeme skryté
Markovove modely, ktoré ndm umoznuju v kompaktnom tvare zapisat pravdepodobnostné
rozdelenie pre Iubovolne dlhé sekvencie.

4.2 Skryté Markovove modely

Skryté Markovove modely (hidden Markov models, HMMs) a ich rozne rozsirenia sa po-
uzivaji na viacero bioinformatickych problémov, ale aj v inych oblastiach informatiky.
Ako sme popisali v predchadzajicej ¢asti, HMM si mozeme predstavit ako zariadenie,
ktoré generuje ndhodnu sekvenciu spolu s jej anotaciou (ofarbenim). HMM pozostava z
niekol'kych stavov, ktoré pri hladani génov zodpovedaji roznym typom oblasti, ako na-
priklad exény, introny a medzigénové oblasti. Na obrazku vidime jednoduchy HMM
na hladanie génov s troma stavmi. Stavy st poprepajané prechodmi, ktoré maji urcéené
pravdepodobnosti. Pri generovani ndhodnej sekvencie sa presuvame medzi stavmi, pricom
v kazdom kroku si vyberieme d'alsi stav podla pravdepodobnosti prechodov, ktoré z neho
vychadzaju. Napriklad ak sme v modeli na obr. v stave M, tak s pravdepodobnostou
0.999 zostaneme v tom istom stave, s pravdepodobnostou 0.001 prejdeme do stavu F.
V kazdom kroku tiez vygenerujeme jednu bazu DNA sekvencie, pricom kazdy stav
mé svoju vlastni tabulku emisnych pravdepodobnosti, ktora urcuje pravdepodobnosti
vygenerovania jednotlivych baz. Napriklad v stave M je pravdepodobnost vygenerovania
bazy A 27%, kym v stave E je pravdepodobnost iba 24%. V procese generovania teda
zatne v urGitom stave. V kazdom kroku vygenerujeme jednu bazu podla aktuélneho stavu
a presunieme sa do dalSieho stavu, ktory moze byt aj ten isty, ako aktualny. Po n krokoch
tohto procesu vygenerujeme n béz, pricom kazdé baza je oanotovana farbou stavu, ktory
ju vygeneroval. Pravdepodobnost, Ze za n krokov vygenerujeme konkrétnu sekvenciu S a
konkrétnu anotaciu A je suc¢inom pravdepodobnosti prechodu a emisie, ktoré v priebehu
generovania boli pouzité. Napriklad ak ur¢ime, ze model na obrazku vzdy zacina v
stave M, dostavame nasledovné pravdepodobnosti pre sekvenciu aca a dve konkrétne
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Obr. 4.5: Skryty Markovov model s troma stavmi. Stav M zodpoveda medzigénovym tsekom,

stave F kodujucim oblastiam a stav I intrénom. Pravdepodobnosti prechodu st uvedené pri
jednotlivych gipkach, emisné pravdepodobnosti st v tabulke pod kazdym stavom.

a | B I M e ‘ a c g t T ‘ E I M
E {0.99 0.007 0.003 E 024 027 0.28 0.21 ‘0 0 1
I {001 099 0 I 1026 022 022 0.30
M 10.001 0 0.999 M 027 023 023 0.27

Obr. 4.6: Tabulky pravdepodobnosti a, e a m pre model na obrazku

anotacie:

Pr(S =aca,A= MEFE)=0.27-0.001-0.27-0.99 - 0.24 = 0.000017

Pr(S =aca,A= MMM)=0.27-0.999 - 0.23 - 0.999 - 0.27 = 0.017

Vidime, Ze anotacia MM M méa ovela vys8iu pravdepodobnost ako M EFE a ak by sme si
rozpisali aj pravdepodobnost vSetkych ostatnych anotacii sekvencie aca, vyslo by nam,
ze anotacia MMM ma najvyssiu pravdepodobnost, je to teda anotacia, ktord by sme
na zaklade tohoto modelu vybrali. Podobne by sme ale vedeli vyratat v tomto modeli aj
pravdepodobnost pre ovela dlhsie sekvencie a anotécie.

4.2.1 Formdlna definicia HMM

Po tomto neformalnom uvode si zaved me matematické oznacenie pre pracu s HMM. Mno-
zinu stavov modelu ozna¢ime () a mnozinu emitovanych symbolov ¥ (v nasom pripade
Y. ={a,c, g, t}). Model je uréeny troma tabulkami pravdepodobnosti a, e a 7. Tabulka
prechodovych pravdepodobnosti a urcuje pre kazdé dva stavy u,v € () pravdepodobnost
prechodu a(u, v) zo stavu u do stavu v. Ak prechod z u do v nie je mozny, tato pravdepo-
dobnost je 0. Tabulka emisnych pravdepodobnosti e uréuje pre kazdy stav u € (Q a kazdy
symbol z € ¥ pravdepodobnost e(u,z) vygenerovania symbolu x v stave u. Napokon,
tabulka pociato¢nych pravdepodobnosti 7 urcuje pre kazdy stav u € ) pocato¢nu prav-
depodobnost 7(u), teda pravdepodobnost, Ze proces generovania za¢ne v tomto stave. Na
obrazku vidime tabulky pravdepodobnosti pre HMM z obréazku 4.5

Tabulky musia urc¢ovat rozdelenie pravdepodobnosti, teda obsahuju nezaporné &isla
a pre kazdy stav musi byt sacet emisnych pravdepodobnosti 1 a sucet prechodovych
pravdepodobnosti pre vychadzajtuce prechody musi byt tiez 1. Forméalne teda pre kazdé



uwe@uplati ) ce(u,z)=1a ZUEQ a(u,v) = 1. Aj pociato¢né pravdepodobnosti musia
mat stcet 1: 3 o 7(v) = 1.

Zaujima nés pravdepodobnost, Ze model uréeny takou sadou tabuliek v n krokoch
vygeneruje sekvenciu S = S1,..., S, a anotaciu A = Ay,..., A,. Tato pravdepodobnost
je definované ako sic¢in hodnét z tabuliek:

n

Pr(As, ..., A, S1y. 00, 80) = m(Ar)e(Ay, S1) H a(Ai-1, Ai)e(A;, Si)

1=2

Teraz sme teda tplne definovali HMM: je to sada tabuliek, ktora splita podmienky
uvedené vyssie a ktora urcuje pravdepodobnost pre kazda sekvenciu S a anotaciu A.

4.2.2 Pouzitie HMM na hl'adanie génov

Ukéazali sme si, ako s pouzitim tabuliek urcujicich HMM spocitat pravdepodobnost
Pr(S, A) pre sekvenciu S a anotaciu A. Aby sme mohli pouzit HMM na hladanie gé-
nov, musime najskor zvolit tieto tabulky. Tvorba modelu na hladanie génov sa vic¢sinou
robi v dvoch krokoch. V prvom kroku si ru¢ne zvolime mnozinu stavov a ur¢ime povo-
lené prechody medzi nimi. Tu vyuZijeme naSe znalosti biologického problému, ktory sa
snazime rieSit. Napriklad v modeli na obrazku sme vytvorili jeden stav pre kazdy typ
oblasti, ktoré chceme rozlisovat a zakazali sme prechody medzi medzigénovou oblastou a
intrénom, lebo predpokladame, ze kazdy gén zac¢ina aj konc¢i exénom. Neskor si ukdzeme
aj zlozitejsie modely na hladanie génov s va¢sim poc¢tom stavov.

Na urcenie pravdepodobnosti v tabul'kéch pouzijeme trénovaciu mnoZinu anotovanych
sekvencii, t.j. sekvencii, v ktorych uz boli dostato¢ne spolahlivo najdené gény. V tejto
trénovacej mnozine spocitame frekvencie zodpovedajice hodnotam v tabulkédch modelu.
Napriklad n4djdeme vSetky bazy v exénoch a pre kazdu sa pozrieme, aké je anoticia bazy,
ktoré za nou nasleduje. Spoc¢itame, kolko percent exénovych baz je nasledovanych dalsou
exonovou bazou, kol'ko percent je nasledovanych intrénom a kolko percent medzgénovou
oblastou. Takto spocitané frekvencie ulozime do prvého riadku tabulky a na obrazku
4.6l Podobne na tvorbu emisnej tabulky vezmeme napriklad vSetky bazy anotované ako
kodujici exon a spocitame, kolko percent z nich je A, C, G a T, tieto ¢isla ulozime do
prvého riadku tabulky e na obrazku Ak méme takto natrénované tabulky modelu,
model bude generovat sekvencie, ktoré sa na skuto¢né trénovacie sekvencie budu podobat
v zakladnych Statistickych vlastnostiach, ako napriklad priemerny pocet exénov v géne,
ich priemerna dizka a frekvencie vyskytu jednotlivych baz v réznych oblastiach.

Pri trénovani modelu treba dbat na to, aby namerané frekvencie boli dostato¢ne repre-
zentativne pre genom ako celok. Trénovacia mnozina teda musi byt dost velka. Navyse,
rozne genébmy maju rozne Statistické vlastnosti. Preto je najlepsie pouzit trénovaciu mno-
Zinu z genému, ktory chceme anotovat, alebo z blizko pribuzného organizmu.

Ked potom hotovy model chceme pouzit na hladanie génov, potrebujeme pre danu
sekvenciu S najst anotaciu A s najvyssou pravdepodobnostou argmaxa Pr(S, A). Pre
kazdua anotaciu A vieme Pr(S, A) lahko spo¢itat, ale moznych anotacii je velmi vela, takze
nie je mozné ich v8etky skontrolovat a najst ti najlepsiu. Nastastie na hfadanie najlepsej
anotacie existuje efektivny Viterbiho algoritmus zalozeny na dynamickom programovani.
Jeho ¢asova zlozitost je O(nm?), kde n je dlzka sekvencie a m je pocet stavov modelu.



Obr. 4.7: (a) Rozsirené HMM pre hladanie génov, v ktorom je pre kazdu poziciu v kodone
jeden stav. (b) Roz§irené HMM pre hladanie génov s troma kopiami stavu pre intréon, ktoré
zabezpecuju spravnu nadviznost pozicii v kodone pred intrénom a za intrénom.

4.2.3 Tvorba modelu pre hl'adanie génov

Model na obrazku neobsahuje dostatok informécie na to, aby sa nim dali hladat
gény s dostato¢nou presnostou. Nevieme v fiom vyjadrit mnohé zname vlastnosti génov,
ktoré sme opisovali v Casti V tejto Casti si ukdZeme niekol'ko rozSireni, ktorymi sa
dostaneme blizsie k modelom, ktoré sa v praxi pouzivaju na hladanie génov.

Ako vieme, kédujice sekvencie pozostavaju z kodonov, trojic kodujicich jednotlivé
amino kyseliny. Model teda mézeme rozsirit tak, aby mal tri stavy pre kodujice oblasti,
kazdy zodpovedajici jednej pozicii v rdamei kodonu (obr. [4.7h). Tieto tri stavy st spojené v
cykle tak, aby po skon¢eni jedného prechodu kodénom sa model vratil zase spét do prvého
stavu. Stavy pre jednotlivé pozicie maji rozne emisné pravdepodobnosti, napriklad podla
tabulky Z medzigénovej oblasti vstupujeme vzdy do stavu pre prva poziciu kodénu,
lebo gén zacina vzdy celym kodonom. Naopak zo stavu pre posledni poziciu kodénu
je mozné prejst spat do stavu pre medzigénoviu oblast. Do intréonu je mozné prejst z
hociktorého exénového stavu, lebo intron sa moze nachadzat aj uprostred kodonu.

Problém predchadzajiceho modelu je v tom, Ze po névrate z intrénového stavu sa
nemusi vratit do spravnej pozicie v ramci kodénu a ze teda cely kodujici tisek nemusi mat
dlzku delitelna tromi. Tento problém je vyrieSeny v modeli na obrazku vytvorenim
troch kopii stavu pre intron. Ak napriklad exén kond¢i po prvej baze kodonu, model prejde
do prvej kopie intronu. Z nej je mozné prejst do druhého stavu pre exon, ¢im sa zabezpedi,
ze model po preruSeni spravne pokrac¢uje v kodujucej oblasti. Ak nemame vedomosti o
tom, ze by sa introny vyraznejsie Statisticky lisili podla polohy v ramci kodonu, moézeme
vietkym trom intrénovym stavom priradit tie isté emisné pravdepodobnosti.

Nasmu modelu zatial chyba moZnost reprezentovat sekvenéné motivy na hraniciach
exonov, ako napriklad miesto zostrihu z obrazku [£.3] Takyto motiv mozeme do modelu
pridat ako retaz stavov, ktorou nahradime priamy prechod zo stavu pre exén do stavu
pre intron (obr. . Kazdy zo stavov reprezentuje jeden znak motivu a jeho emisné
pravdepodobnosti zodpovedaji frekvencidm baz na danom mieste motivu. Napriklad prvé
dve béazy v introne st takmer vzdy GT. Stav zodpovedajuci prvej baze v introne (stav
d4 na obr. teda bude mat pravdepodobnost 1 pre emitovanie G a pravdepodobnost
0 pre emitovanie ostatnych baz.
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Obr. 4.8: Refaz stavov reprezentujica sekventny motiv na konci exénu. Stav Fp reprezentuje
stred kodujiceho exonu (prva poziciu v kodoéne), stavy dy, da, ds reprezentuji posledné tri bazy
exénu so Specifickym motivom, stavy dy,...dy reprezentujiu prvych Sest baz intréonu a stav Iy
reprezentuje stred intrénu.
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Obr. 4.9: HMM na hl'adanie génov s génmi na oboch vldknach a s kratkymi signdlmi na hraniciach
ex0nov.

Na obrazku vidime model, ktory méa kratke motivy na vSetkych hraniciach exénov
a tieZ spravne zachovava kodony aj ked sa prerusené intronom. V tomto modeli méme este
jednu koépie stavov pre gény, ktord reprezentuje gény na opac¢nom vladkne. V genémoch
su totiz gény premieSané na oboch vldknach chromozomov. Ked model pouzivame na
sekvenciu referen¢ného vlakna, gén na opa¢nom vlakne zac¢ina stop kodénom, samozrejme
v komplementarnych bazach, takze napriklad stop kodén TAA na opac¢nom vlakne bude
na referenénom vlakne ako TTA. Aj cely zvySok génu nasleduje v opac¢nom poradi a
v komplementarnych bazach. Preto v tejto casti modelu oto¢ime smer prechodov a v
tabulke emisnych pravdepodobnosti zmenime bazy za komplementarne.

Aj po v8etkych tychto rozsireniach eSte model nie je pouziteIny na hladanie génov,
lebo v stavoch pre kédujtce a nekodujice tseky mame v tabulkach ulozené len frekvencie
jednotlivych baz a nie ich skupin. Nevieme napriklad zabezpedit ani to, aby sa uprostred
kodujaceho tiseku nevyskytoval stop kodon. Tento problém sa da najjednoduchsie vyrie-
Sit pouzitim stavov vysSich radov. Bezné HMM, ktorymi sme sa zaoberali doteraz, maja
stavy nultého radu. Tabulky emisnych pravdepodobnosti ur¢ujia pravdepodobnost vyge-
nerovania ur¢itej bazy v zavislosti od aktualneho stavu. Stav radu k& ma vacsiu tabulku,
v ktorej pravdepodobnost aktualnej bazy zavisi od aktuilneho stavu a od k predchadza-
jucich baz. Ak by sme napriklad pouzili pre tretiu poziciu kodénu rad aspon 2, vedeli by
sme sa vyhnut stop kodénom, lebo ak by napriklad predchadzajice dve bazy boli TA,
bazy A a G budi mat pravdepodobnost 0, lebo TAA aj TAG su stop kodony. Ak by
ale predchadzajice dve bazy boli GA, mohli by sme pouzit hociktort bazu s nenulovou
pravdepodobnostou.



Stav k-teho radu teda urcuje frekvencie skupin dizky & + 1 v sekvencii a mé v svojej
emisnej tabulke 41 pravdepodobnosti (ak HMM emituje DNA sekvencie). Nakolko
velkost tabuliek rastie exponencidlne rychlo v zavislosti od radu, musime zvolit pomerne
mald hodnotu k& aby tabulky neboli prili§ velké a aby sme mali dost trénovacich dat na
ich urcenie. V praxi sa na charakterizaciu kédujucich a nekoédujicich oblasti pouzivaju
stavy radu okolo pét, ¢o ndm umoziuje zachytit frekvencie dvojic kodénov v kodujicich
oblastiach. V sekven¢nych motivoch tiez existuju zavislosti medzi susdnymi, alebo aj
nesusednymi poziciami, vic¢Sinou vSak mame dost dat len na modely pomerne nizkeho
raddu, medzi 0 a 2.

Programy na hladanie génov pouZivané v praxi casto nepouzivaju zakladne HMM
popisané v tejto kapitole, ale rozne ich zovSeobecnenia. Jednym takym rozSirenim je
moznost v stave vygenerovat viac ako jednu bazu, pricom pocet vygenerovanych baz sa
tiez ndhodne vygeneruje z urc¢itého pravdepodobnostného rozdelenia. To nAm umoziuje
modelovat typické rozdelenie dizok exénov a inych oblasti. Nevyhodou je spomalenie
Viterbiho algoritmu.

4.3 Hrladanie génov v praxi

Skryté Markovove modely, ktoré sme videli v predchadzajicej ¢asti, tvoria zaklad viace-
rych pouzivanych programov na hladanie génov. Av8ak ich anotécie nie st vZzdy tplne
spravne. V tejto ¢asti sa budeme zaoberat limitaciami tychto programov, stratégiami na
zlepSovanie ich presnosti a inymi praktickymi aspektami hladania génov.

4.3.1 Overovanie génov a pridavna informécia

Ako sme videli, na trénovanie modelov na hladanie génov potrebujeme vytvorit tréno-
vaciu mnozinu znadmych génov. Takisto vysledky hladacov génov nie su vidy spréavne,
takZe potrebujeme ich spréavnost overit inym spésobom. Existuje niekolko postupov na
experimentalne urcovanie alebo overovanie génov.

Pomerne priamociare je overovania transkripcie a zostrihu. Zo vzorky buniek je mozné
vyextrahovat mRNA (s uz vystrihnutymi intronmi) a tieto sekvencie potom sekvenovat.
V minulosti sa pouzivalo Sangerovo sekvenovanie, pricom z kazdej mRNA sa ziskal jeden
segment (read) dlhy niekolko stoviek béaz. Takéto sekvencie sa nazyvaju EST (expres-
sed sequence tag). V sucasnosti sa pouzivaju sekvenovacie technologie novej generacie,
ktorymi vieme v jednom behu sekvenovacieho pristroja ziskat velké mnoZstvo kratkych
sekvencif zo vzorky mRNA. Tento postup sa nazyva RNA-Seq (pozri aj kap. [I)). Ziskané
EST alebo RNA-Seq dédta mozeme namapovat na gendém technikami na zarovnavanie sek-
vencii. Sekvenovand mRNA je velmi podobna na genomické sekvenciu z ktorej bola trans-
kribovana, mozu sa vSak vyskytovat drobné rozdiely kvoli sekvenovacim chybam alebo
polymorfizmom. Ziskané skevencia mRNA vSak moze tiez pochadzat z viacerych exénov,
takze pri jej mapovani ziskame viacero lokalnych zarovnani, ktoré susedia v mRNA ale st
oddelené intronmi v DNA. Oblasti, na ktoré sa mapuju ziskané mRNA sekvencie, predsta-
vuji exony a oblasti oddelujice lokdlne zarovnania tej istej mRNA sekvencie predstavuji
introny.

Sekvenovanim mRNA teda vieme najst v genéme oblasti, ktoré su transkribované.
Tato technolégia vsak ma tiez urcité problémy. Sekvenovand mRNA moze byt konta-
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Obr. 4.10: Technogia RT PCR na overovanie transkripcie génov.

minovana bud genomickou DNA alebo pre-mRNA obsahujicou introny. Teda aj oblasti,
ktoré v skuto¢nosti neboli transkribované, sa mézu nachadzat v EST knizniciach. Naopak
niektoré gény sa transkribované len v malych mnozstvach alebo len za urcitych Specific-
kych podmienok a teda nemusia byt vobec zastipené vo vzorke, ktori sme sekvenovali.
Problém moze vzniknat aj pri mapovani sekvencii na gendém, lebo niektoré sekvencie sa
mozu dat namapovat na viacero miest v genéme a nevieme, z ktorej oblasti skuto¢ne
pochadzaj.

Sekvenovanie mRNA je vhodné na celogenémové skiimanie transkripcie, niekedy vsak
potrebujeme overit transkripciu a zostrih jedného konkrétneho génu. Na to slizi technold-
gia RT-PCR (reverse transcription polymerase chain reaction). Mame teda predpovedany
gén a z jeho exénov si zvolime dva kratke kusky sekvencie nazyvané primery (obr. [£.10).
Tieto primery sa syntetizuju a spolu s dalsimi potrebnymi chemikaliami sa pridaja k
vzorke mRNA. Ak vo vzorke existuje transkript obsahujtci obidva primery vo vhodnej
vzdialenosti, RT-PCR vytvori vel'ké mnozstvo kopii oblasti transkriptu medzi primermi.
Tuato oblast potom moézeme sekvenovat a zistit presné miesta zostrihu. Ak sa vSak v ziad-
nom transkripte tieto dva primery nenachédaji, nedostaneme v RT-PCR zZiaden produkt.
Aj tato technologia nam v8ak dokaze néajst iba gény pritomné v danej vzorke a moze dojst
ku kontaminaci alebo problémom s mapovanim. Je vSak pomerne citliva a dokaze zachytit
aj transkripty pritomné iba vo velmi malych mnoZzstvéch.

Technolégie zalozené na sekvenovani RNA vsak nedokazu rozligit medzi génmi ko-
dujticimi proteinmi a inymi transkribovanymi oblastami, napriklad RNA génmi. Idealne
by sme teda chceli overit aj translaciu, teda pritomnost vysledného proteinu v bunke.
Overovanie pritomnosti proteinov je naroc¢nejsi proces ako overovanie RNA. Na celoge-
noémovej trovni sa pouzivaju technologie zalozené na hmotnostnej spektrometrii (mass
spectrometry), ktoré meraji hmotnosti kratkych fragmentov proteinov a porovnavaju ich
s vypoc¢itanymi hmotnostami fragmentov predpovedanych génov. Dany predpovedany
protein je mozné aj syntetizovat v bakteridlnych bunkéch, pripravit k nemu Specificka
protilatku a touto protilatkou testovat na jeho pritomnost vo vzorkach. Tento proces je
vSak velmi ¢asovo aj finanéne narocény.

Nepriame svedectvo o spravnosti predpovedanych génov poskytuje aj komparativna
genomika, teda porovnavanie genémov roznych organizmov. Najjednoduchsi sposob je
porovnavat predpovedané gény s databazou znamych proteinov. Ak sa predpovedany
protein podoba na nejaky znamy protein, je Sanca, Ze ide o skuto¢ny gén s podobnou
funkciou. Moze vsak tiez ist iba o nadhodni podobnost alebo o pseudogén, pozostatok
kedysi funkéného génu. Ak mame niekol'ko blizko pribuznych genomov, mozeme zostavit
ich viacnésobné celogendémové zarovnanie a snazit sa najst evoluc¢né stopy génov aj bez



znalosti anotacie v jednom z nich. Oblasti kddujice proteiny totiz zvycajne maji viac
synonymnych mutacii, ktoré nemenia protein, nez nesynonymnych, o ¢om si povieme viac
v kapitole

Vsetky tieto zdroje dat o polohe génov mozeme pouzit viacerymi sposobmi. Jedna
moznost je pouzit ich v po¢iato¢nych fazach anoticie genému na vytvorenie ruc¢ne overe-
nej sady spolahlivych génov podporenych experimentalnymi datami. Takéto gény moZeme
pouzit na trénovanie hladaca génov a v neskorsich fazach aj na testovanie, teda meranie
presnosti automatickej anotacie. Je v8ak potrebné oddelit gény pouzivané na trénovanie
od tych, ktoré neskor pouzijeme na testovanie, lebo na trénovacich génoch modely mozu
dosahovat lepsie vysledky nez na génoch, ktoré neboli pri trénovani pouzité a teda nas
odhad presnosti by bol prili§ optimisticky. Druha moznost je pouzit externé zdroje dat
priamo v programe na hladanie génov na zvySenie jeho presnosti. Napriklad ak sa urcitej
oblasti genému namapuju segmenty z RNA-Seq experimentu, moézeme predpokladat, ze
ide o ex6n a mozeme nejakym spdsobom zvysit pravdepodobnost anotacii v HMM, ktoré
na tomto mieste exén maji.

4.3.2 Priklady programov na hl'adanie génov

Na hladanie génov existuje velké mnoZstvo programov. V tejto kapitole sa zaoberame
hlavne hladanim génov v eukaryotickych genomoch. V prokaryotickych genémoch je
problém hladania génov jednoduchsi, nakolko vi¢8inou nemajt intrény. Programy ako
napriklad GeneMark Lukashin and Borodovsky| (1998)) a Glimmer |Delcher et al.| (1999)) si
pomerne jednoducho pouzitelné a niektoré obsahuji aj trénovaci modul, ktory prisposobi
parametre modelu skimanému genému.

V eukarotickych genomoch medzi prvé HMM na hladanie génov patril HMMGene
Krogh| (1997), ktorého autor patri medzi priekopnikov vyuzitia HMM v bioinformatike.
Po dlhé roky bol $tandardom program Genscan Burge and Karlin (1997) zaloZeny na
zovieobecnenych HMM, ktoré umozhuji modelovanie dlzok exénov. Podobné modely
vyuzivali aj novsie programy, napriklad GeneZilla Majoros et al. (2004), ExonHunter
Brejova et al. (2005) a Augustus Stanke and Waack (2003). Najnovsia generacia prog-
ramov (napriklad CONTRAST |Gross et al| (2007) a CONRAD |DeCaprio et al.| (2007))
je zalozena na type modelov nazyvanych conditional random fields a dosahuje presnejsie
vysledky. Vo vSeobecnosti je vSak trénovanie eukaryotickych hladacov génov pomerne
naro¢né a nie vzdy tplne automatizované.

Mnohé programy tiez pouzivaji na zvysSenie presnosti celogenémové zarovnania via-
cerych genémov. Twinscan Korf et al.| (2001)) bol prvy aspesny program pouzivajuci dva
genomy. Neskor Exoniphy Siepel and Haussler (2004)) vedel vyuzit aj viacero genoémov, ne-
hlada ale celé gény iba exony a N-SCAN |Gross and Brent| (2006)) je ispeSnym rozsirenim
Twinscanu na viacero genémov.

Okrem celogendémovych zarovnani programy moézu vyuzivat aj iné zdroje dat, napri-
klad zarovnania znamych proteinov alebo sekvenovanych transkriptov ku genému (napri-
klad programy ExonHunter Brejova et al. (2005), Augustus [Stanke et al.| (2006)), Jigsaw
Allen and Salzberg) (2005), Fgenesh+-+ Solovyev et al. (2006) a dalsie).
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Obr. 4.11: Priklady alternativneho zostrihu. Pod sebou si vidy zndzornené dva transkripty z tej
istej oblasti genomu, exény st hrubgie ¢ervené obdlzniky, introny st vyfarbené Zltou farbou. V
génoch s vad¢sim poctom exdnov sa moézu vyskytovat aj rozne kombinacie tychto foriem.

4.3.3 Obmedzenia programov na hl'adanie génov

V nasej definicii hfadania génov sme spravili niekol’ko zjednoduseni, ktoré nie vzdy platia
v skuto¢nych genomickéch sekvencidch. Prvé bolo, ze gény sa navzajom nepretinajia. V
eukaryotickych gendémoch sa len zriedka prekryvajia kodujice tseky roéznych génov, moze
vSak napriklad nastat situécia, ze v introne jedného génu je cely kratsi gén umiestneny
na opa¢nom vldkne DNA. Mnohé program ne si schopné takéto prekryvajice sa gény
najst.

Este rozsirenejSou komplikiciou je alternativny zostrih (alternative splicing). V jed-
nom géne totiz zostrih za réznach podmienok moze prebehnit roznymi spésobmi a oblast,
ktoré je v jednom transkripte exénom moze byt v inom transkripte z toho istého génu
vystrihnuté ako intrén (obr. f.11). Ak pri hladani génu ozna¢ime kazda bézu jedno-
znacne ako exoén, intréon alebo medzigénovy tsek, najdeme iba jednu z moznych foriem
transkriptu.

Spominali sme tiez, Ze programy na hladanie génov ¢asto ignoruju neprekladané ob-
lasti exonov a hfadaju iba oblasti koédujtce protein. Takéto anotéacie st postacujice, ak
chceme ziskat prehlad o pocte génov gendéme a o proteinoch, ktoré koduju. Ak vsak
chceme podrobnejsie skimat reguléciu transkripcie, je dobré vediet, kde transkripcia za-
¢ina a konci, lebo v okoli tychto bodov, mozu byt rozne regula¢né motivy.

Napokon netreba zabudat na to, ze programy na hladanie génov st zaloZené na cha-
rakterizacii typickych ¢it génov. Gény, ktoré si svojou sekvenciu netypické, mézu teda
tymto programom robit problémy. Prikladom st gény, ktoré pouzivaji neobvzklé sek-
vencné motivy, alebo ktoré maju velmi kratke alebo naopak velmi dlhé exony ¢ introny.

Tieto a dalsie vplyvy sposobuji, Ze hladace génov nevedia najst vSetky gény tplne
presne. Na obrazku vidime priklady vysledkov programu Augustus. Aj ked celkovo
pomerne dobre zodpovedaji uznavanym anotaciam z databazy RefSeq, ndjdu sa tam aj
viaceré rozdiely.

V roku 2005 sa uskutoc¢nilo vyhodnotenie viacerych programov na hladanie génov na
Tudskom genome (Guigo et al.| (2006). Ich vyskedky boli porovnavané s manualne kontrolo-
vanou anotaciou a Statisticky vyhodnotené. Najlepsie programy, ktoré okrem anotovanej
DNA nepouzivali ziadnu pridavna informéciu, nagli spravne okolo 60% exénov, pri¢om
exén povazujeme za najdeny spravne iba ak program nasiel aj spravnu polohu obidvoch
jeho okrajov. A iba 20% génov bolo najdenych spréavne, priGom gén povazujeme za spravne
najdeny, ak program predpovedal aspon jeden z jeho pripadnych alternativnych trans-
kriptov dplne presne od jedného konca po druhy, vratane vSetkych exénov. Mohlo by sa
zdat, ze ak programy nevedia spravne najst 80% vsetkych génov, ich vysledky st nepou-
zitelné, ako sme vSak videli na obrazku [4.12] aj gény, ktoré nie st dplne spravne sa mozu
z vacsej Casti zhodovat a predpovedané sekvencia proteinu sa nemusi prilis ligit od tej
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Obr. 4.12: Priklady anotécii z programu Augustus v [udskom genéme zobrazené pomocou UCSC
prehliada¢a genémov. Modrou je zobrazeny gén z uznavanej databazy RefSeq, pod nim odtie-
nami ¢ervenej niekol'ko verzii anotécii programu Augustus. Prva z nich vyuZivala informéciu zo
zarovnani znamych proteinov a sekvenovanych transkriptov, druhé vyuzivala porovnavanie roz-
nych genémov a tretia iba samotnti DNA sekvenciu ¢loveka. Exony st zobrazené ako obdlzniky,
introny ako vodorovné ary. V ¢asti (a) vidime 3’ koniec génu s niekol'kymi exénmi. Augustus
pomerne dobre zodpoveda anotécii z databéazy, bez pouzitai pridavnej informacie vSak vynechal
prva Cast génu. V Casti (b) vidime podrobnejsi pohlad na jeden z exénov, kde vidime, Ze jedna
z verzii Augustusu zle urcil jeho Tavy koniec. V ¢asti (¢) vidime gén, ktory predpovedala jedna
z verzii Augustusu, ale nie je v databaze znamych génov.

skutocnej.

NavySe presnost vysledkov sa zlep$i, ak pouZijeme dalSie dostupné informécie. Pri
pouziti celogenomovych zarovnani dostavame spréavne okolo 65% exénov a 35% génov a
pri pouziti znamych proteinov a mRNA sekvencii dostavame spravne az 85% exonov a 70%
génov. Dalsie zlepgenie bolo dosiahnuté od roku 2005 pouzitim novych typov modelov.

Genom cloveka (a podobne aj genomy inych cicavcov) si navySe na hladanie génov
pomerne naro¢né, lebo iba okolo 1% sekvencie koduje proteiny a gén mé v priemere az 10
exonov. Hladame teda kratke ostrovéeky kodujucich exénov oddelené dlhymi intrénami
a medzigénovymi tsekmi. Mnohé iné skupiny organizmov maji kompaktnejsie genémy s
krat$imi intronmi, v ktorych sa ovela Tahsie hladaju gény.

4.3.4 Kolko génov ma ¢lovek?

V tejto kapitole sme videli vypoc¢tové metdédy na hladanie génov aj rozne technologie
na ich experimentalne overovanie. Spojenim tychto pristupov I'ndia uz roky snazia najst
vSetky gény v [udskom genéme a urcit ich pocet.

Pred sekvenovanim Tudského genému odhady poctu génov museli pouzivat rozne ne-
priame met6édy alebo extrapolovat z malého mnozstva znamych sekvencii. V tomto ob-
dobi vedci odhadovlai pomerne vysoky pocet génov v rozmedzi 50 000-140 000. Ked bola v
roku 2001 publikovana predbezné verzia Tudského gendému, jej anotatori dospeli k odhadu
30 000—40 000 génov. V roku 2004 bola publikované vylepsena verzia Tudského genému, v
ktorej boli opravené alebo doplnené mnohé oblasti a bolo tiez dostupnych viac experimen-



talnych dat a lepsie programy na hladanie génov. V tejto verzii bolo teda predpovedanych
20 000-25 000 génov. Takéto nizke ¢islo mnohych Tudi prekvapilo, lebo podobny pocet gé-
nov ma napriklad aj jednoduchy ¢erv Caenorhabditis elegans. Odvtedy sa odhad poctu
Tudskych génov kodujucich proteiny prili§ nezmenil. V roku 2007 (Clamp et al. (2007)
porovnali zndme katalogy génov Ensembl, RefSeq a VEGA a nasli v nich spolu 24 500
roznych génov. Z nich ale iba 20 500 malo typické znaky génov kédujicich proteiny, takze
zvysné mozu byt bud RNA gény alebo nepsravne predpovede. Tato praca vsak nepos-
kytla ziaden odhad poc¢tu génov, ktoré este nepozname. Aj v roku 2010 sa este odbornici
na hladanie génov domnievaji, Ze skuto¢ny pocet génov sa moze lisit az o 1000 od po-
¢tu 22333, ¢o bol aktualny pocet génov v databaze RefSeq [Pertea and Salzberg| (2010).
Navy$e genomy roznych jedincov sa navzajom mozu ligit v desiatkach génov, lebo mnohé
gény sa vyskytuju v premenivom pocte kopii. Nie je teda mozné urcit jeden presny pocet,
ktory by platil pre celé Tudstvo.

4.4 Zhrnutie

V tejto kapitole sme sa zaoberali hladanim génov kodujicich proteiny v osekvenova-
nych genémoch. 7 takto najdenych génov modzeme potom predpovedat ich proteinové
sekvencie a tie dalej skumat. Ide teda o jednu zo zakladnych analyz, ktoré sa robi na no-
voosekvenovanych genomoch. Ukazali sme si, Ze gény je mozné hladat pomocou skrytych
Markovovych modelov, ¢o st pravdepodobnostné modely v ktorych vyjadrime Statistické
vlastnosti typickych génov, ako napriklad frekvencie vyskytu roznych kombinécii béz v
kodujacich a nekédujicich tdsekoch a sekvenéné motivy na hraniciach exénov. Presnost
vysledkov mozeme testovat alebo aj vylepSovat vyuzitim déat ziskanych z réznych experi-
mentov.






Kapitola 5

Komparativna genomika

Komparativna genomika sa venuje porovnavaniu viacerych genémov. Vdaka takémuto
porovnavaniu mozeme Casto ziskat informaciu, ktora by bolo velmi tazké ziskat zo sek-
vencii jednotlivych druhov. Zakladnym néstrojom komparativnej genomiky je vyuzivanie
faktu, Ze rozne Casti gendmu sa pocas evolicie menia roznymi rychlostami.

Rychlost evolu¢nych zmien je totiz ovplyvnena prirodzengm wvijberom. Mutéacie, ktoré
by negativnym spoésobom ovplyvnili schopnost konkrétneho organizmu prezit a rozmno-
zovat sa (takzvané Skodlivé mutdcie; deleterious mutations) pozorujeme v evolicii menej
¢asto ako mutacie, ktorych vplyv na fungovanie organizmu je neutralny (neutrdlne mutd-
cie). Miesta, kde kodlivé mutéacie mozu nastat, st ovplyvnené tzv. purifikaéngm vijberom
(purifying selection). Prejavy purifika¢ného vyberu mézeme pozorovat vsade tam, kde sa
nachadzaji v gendéme funkéné elementy, napr. gény kédujice proteiny, ¢asti gendému zod-
povedné za reguléciu, ¢i casti kodujice dolezité molekuly RNA. Porovnavanie viacerych
sekvencii nam tak méZze pomoct pri hfadani takychto funkénych prvkov v genéme.

Existuju v8ak aj mutacie, ktoré mozu ovplyvnit organizmus pozitivnym spdsobom
(takzvané prospesné mutdcie; advantageous mutations). St to napriklad mutacie, vd'aka
ktorym gén nadobudne novy typ funkcie alebo ktoré prispeju k optimalizacii uz existuji-
cej funkcie génu. Miesta, kde takéto mutacie nastand, st ovplyvnené pozitivnym viberom
(positive selection). Najdenie miest ovplyvnenych pozitivnym vyberom nam umoziuje
identifikovat tie mutéacie, ktoré moézu byt priamo zodpovedné za odlisnosti medzi orga-
nizmami. Napriklad genéomy c¢loveka a Simpanza sa od seba odlisuju zhruba v jednom
percente pozicii, ¢o predstavuje zhruba 20 milionov pozicii, kde sa nukleotid v genéme
¢loveka odlisuje od zodpovedajuceho nukleotidu v genéme Simpanza. Len maléd cast z
tychto nukleotidov vSak zodpoveda skutoénym funkénym zmeném, ktoré su ale zodpo-
vedné napriklad za obrovské rozdiely vo fungovani mozgu, schopnosti pouzivat re¢ a dalgie
schopnosti $pecifické pre Tudi.

Metody v oblasti komparativnej genomiky casto pouzivaju nasledujici spolo¢ny po-
stup. Vychadza sa z celogenomovych zarovnani tak, ako sme ich popisali v kapitole [2.7]
Zvolime si jeden referencny genom, ku ktorému zarovname vsetky ostatné genémy, s kto-
rymi ho chceme porovnavat. Celogen6mové zarovnania v tomto pripade pouzijeme na to,
aby sme lokalizovali tiseky z ostatnych genomov, ktoré pochédzajia z tej istej sekvencie
najblizsiecho spolo¢ného predka (ortoldgy).

Vysledkom takéhoto predspracovania s viacnasobné zarovnanie ortologickych sek-
vencii, ktoré mozu vyzerat ako zarovnanie na obrazku Takéto zarovnanie je zlozené
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Clovek AGTGGCTGCCAGGCTG---GGATGCTGAGGCCTTGTTTGCAGGGAGGT
Makak AGTGGCTGCCAGGCTG---GGTTGCTGAGGCCTTGTTTGCCGGGAGGT
My8 GGTGGCTGCCGGGCTG---GGTGGCTGAGGCCTTGTTGGTGGGGTGGT

Pes AGTGGCTGCCCGGCTG---GGTGGCTGAGGCCTTATTTGCAGGGAGGT
K6én GATGGCTGCCGGGCTG---GGCTGCCGAGGCCTTGTTCGTGGGGAGGT
Pasovec AGTGGCTGCCGGGCTG---GGAGGCCAAGGCCTTGTTCGCGGGCAGGT
Sliepka AGTGGCTGCCAGTCTGCGCCGTGGCCGACGTCTTGCTCGGGGGAAGGT
Zaba AATGGCTTCCATTTTGTGCCGCTGCTGAGGTCTTGTTCTGGGGAAGAT

Obr. 5.1: Priklad viacnasobného zarovnania, ktoré mozno pouzit na analyzu pomocou metoéd
komparativnej genomiky.

z mnozstva stlpcov, kazdy stlpec reprezentuje evoliciu danej bazy v jednotlivych orga-
nizmoch.

Jednym z moznych pristupov ku komparativnej genomike je tvorba pravdepodob-
nostnych modelov, ktoré jednak modeluji evoltciu jednotlivych baz (stipcov) zarovnania
pomocou modelov evoltcie tak, ako sme si ich predstavili v kapitole |3| a spajaju tuto
informéaciu s modelmi ako st napriklad skryté Markovove modely (vid kapitola , aby
zachytili rozdiely medzi ¢astami genému, ktoré si pod réznymi typmi selekénych tlakov.
Blizsie si tieto pristupy predstavime v dalgich ¢astiach tejto kapitoly.

5.1 Stadium purifikaéného vyberu

Vdaka purifikaénému vyberu sa funkéné ¢asti gendému vyvijaji pomalsim tempom ako
nefunkcné. Preto sa funkcné casti mozeme snazit najst tak, ze budeme hladat ¢asti sek-
vencie, ktoré st v evolucii viac zachované ako ich okolie. Velké cast takto ziskanych
kandidatov buda zodpovedat zndmym typom funkénych elementov—génom koédujucim
proteiny, regula¢nym sekvencidm a podobne.

Ak napriklad vezmeme celogen6mové zarovnanie genémov ¢loveka a mysi, zistime
ze a7 98% exonov kodujucich proteiny je pokrytych tymto zarovnanim (Mouse Genome
Sequencing Consortium) 2002) a priemernd zhoda zarovnanych sekvencii v exénoch je
priblizne 85%. Na druhej strane, z intronov je iba 48% pokrytych zarovnanim, u ostat-
nych intrénov nevieme ani spolahlivo lokalizovat ortologickt sekvenciu v myS$i. NavySe
zarovnané sekvencie intronov medzi ¢lovekom a mySou sa zhoduju iba na 69%. Rozdiely
v divergencii funkénych a nefunkénych sekvencii st teda v tomto pripade znac¢né.

Na obrazku je zobrazena anotacia niekolkoexonového Tudského génu v UCSC
genome browseri. Pod anotéiciou je zobrazena troven identity zarovnanych sekvencii z
niekol'kych organizmov, pricom tmavsia farba znamené vyssiu podobnost a dvojita ¢iara
znamend usek, ktory nie je pokryty zarovnanim. Riadok oznaceny ako mammal conser-
vation sumarizuje uroven zachovania sekvencie pomocou Statistickej analyzy. Vidime, ze
takito analyza dokéze jasne odligit ex6ny od intronov.

Na hladanie zachovanych sekvencii pod vplyvom purifika¢ného vyberu moéZzeme pouzit
napriklad fylogeneticky skryty Markovov model. Je to pravdepodobnostny model, ktory
spaja modely evolucie (vid kapitola , charakterizujuce mutacie v jednotlivych stipcoch
zarovhania, spolu so skrytym Markovovym modelom, ktory charakterizuje rozlozenie za-
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Obr. 5.2: Ukazka z UCSC browsera zobrazujica rozdiely drovne zachovania sekvencie intrénov
a ex6nov v roznych organizmoch.

TCGC TACGA. . .
X = TTGG GTGGGT. . . >
AGC CCGCRA. . .

Obr. 5.3: Fylogeneticky skryty Markovov model, ktory je podkladom pre program PhastCons.
Zdroj: Siepel et al.| (2005)

chovanych a nezachovanych oblasti v genéme.

Schéma takéhoto modelu je zobrazené na obrazku Okrem pociato¢ného stavu ma
model dva stavy: stav ¢ bude reprezentovat sekvencie pod vplyvom negativnej selekcie
(funkéné sekvencie), kym druhy stav n reprezentuje sekvencie, ktoré podliehaji neutralne;
evoldcii. Takto model repreyentuje zarovnanie DNA sekvencii, v ktorom sa striedajt tseky
pod vplyvom negativnej selekcie s neutralnymi tsekmi, pricom rozdelenie dlzok tychto
usekov je urc¢ené pravdepodobnostami prechodu p a v.

Namiesto jednej bazy DNA vSak nas model bude emitovat v kazdom kroku cely stipec
zarovnania. Na to vyuzijeme pravdepodobnostny model fylogenetického stromu, ktory
sme opisali v kapitole V tomto pripade predpokladdme, 7e usporiadanie jednotlivych
organizmov v strome, ako aj dizky hran sa pevne dané. DIzky hran vSak prenasobime
v kazdom stave inou konStantou: v stave c¢ konStantou . a v stave n konStantou ,.
Konstanty nastavime tak, aby . < ,. Toto sposobi, Ze stav ¢ bude generovat stlpce
zarovnania, kde sekvencie v listoch st si navzajom podstatne podobnejsie, ako sekvencie
generované v stave n, kedze hrany fylogenetického stromu asociovaného so stavom c su
kratsie ako hrany v pripade stavu n. Vysledny model potom generuje zarovnania sekvencii
spolu s ozna¢enim, ¢ ide o zachované ¢asti (na obrazku tmavé) alebo neutralne ¢asti (na
obrazku svetlé).

Tak ako v pripade hladania génov, takyto model urc¢uje pravdepodobnostné rozdele-
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Obr. 5.4: Vysledky aplikicie programu PhastCons na celogenémové zarovnania genémov ¢lo-
veka, mysi, sliepky a fugu. (vlavo) Parametre modelu boli nastavené tak, aby cca 5% genému
bolo pokrytych vyslednymi zachovanymi usekmi (¢iarkovana Ciara). Obrézok ukazuje aka Cast
$pecificky oanotovanych ¢asti genému je pokryté predpovedanymi tisekmi. (vpravo) Rozdelenie
predpovedanych zachovanych tusekov podla ich oanotovanej funkcie. Jednymi z najzaujimavej-
gich st predpovedané tiseky, ktoré doposial nemaju Ziadnu zndmu funkciu. Zdroj:

(2005)

nie nad vSetkymi moznymi zarovnaniami a ich anotaciami. Anotaciou je v tomto pripade
rozdelenie zarovnania na zachované a neutralne casti. Na to, aby sme takyto model po-
uzili, ndm teraz staci pre dant sekvenciu najst najpravdepodobnejsiu anotaciu. Toto je
mozné urobit pomocou inferenéného algoritmu, ktory je kombinaciou Viterbiho algoritmu
pre inferenciu v skrytych Markovovych modeloch (kapitola a Felsensteinovho algoritmu
(kapitola , ktory ndm umoznuje spocitat vierohodnost roznych fylogenetickych stro-
mov zodpovedajicich jednotlivym stavom modelu.

Jednou z prvych aplikacii takéhoto modelu na drovni celého gendému je program Phast-
Cons (Siepel et al.l 2005). Obrazok [5.4] ukazuje zhrnutie vysledkov aplikicie tohto prog-
ramu na celogenébmové zarovnanie ludského genému s gendémami mysi, sliepky a ryby
fugu. Obrazok demonstruje dva dolezité fakty. Za prvé, ¢asti gendému so znadmou funkciou
(napr. gény kodujtce proteiny, ako aj dalsie oanotované funkéné elementy) si oboha-
tené o evolu¢ne zachované sekvencie, kym casti genému, pre ktoré ziadna funkcia nie je
anotovand, obsahuju menej zachovanych sekvencii, ako by sa ocakavalo pri ich nahod-
nom rozmiestneni v genéme (obrazok vlavo). Takyto zaver jasne poukazuje na to, ze
skuto¢ne existuje prepojenie medzi zachovanymi sekvenciami predpovedanymi pomocou
pravdepodobnostného modelu a funkciou jednotlivych casti genému. Za druhé, zhruba
40% evolu¢ne zachovanych sekvencii nem4 v sucasnosti priradent Ziadnu zndmu funkciu
(obrazok vpravo). Takouto analyzou teda ziskavame znafné mnozstvo novych kandida-
tov, tisekov DNA, ktoré mozu mat dolezitt funkciu pre zivot organizmu, no tato funkcia
doposial nie je znama.




5.2 Hladanie génov pomocou komparativnej genomiky

Ako sme videli v predchadzajucej ¢asti, velké mnozstvo evolu¢ne zachovanych ¢asti ge-
noéomu tvoria préave sekvencie kodujtice proteiny (CDS). Preto je logické, Ze takuto infor-
maciu by sme chceli vyuzit aj na spresnenie predikcie samotnych génov.

V zarovnaniach genémov je vSak obsiahnuté podstatne vicSie mnozstvo informacie
uzito¢nej pri hladani génov ako len to, ¢i st sekvencie viac alebo menej zachované. KIi¢om
k efektivnemu vyuzitiu takejto informéacie je geneticky kod (tabulka , ktory urcuje,
ako sa trojice nukleotidov (kodony) v génoch prekladaju do aminokyselin, ktoré potom
formuju proteiny.

Zoberme si napriklad kodon CTC, ktory kdéduje aminokyselinu leucin. Mutaciou C—A
na tretej pozicii ziskame kodon CTA, ktory opét koduje leucin, z hTadiska kodovaného
proteinu teda nenastala ziadna zmena. Mutéacie, ktoré nemenia kédovanti aminokyselinu,
nazyvame synonymné, tieto mutacie by nemali mat velky vplyv na funkciu vyslednych
proteinov. Na druhej strane, mutacia T—A na druhej pozicii (vznikne kodon CAC) spo-
sobi zmenu kédovanej aminokyseliny na histidin. Takdto mutacia meni kodovany protein
a potencidlne ovplyviuje aj jeho funkciu. Mutacie, ktoré menia kdédovani aminokyse-
linu nazyvame nesynonymné. Kym synonymné mutécie st z hladiska vyberu vid¢sinou
neutralne, nesynonymné mutacie st ¢asto pod vplyvom silnej negativnej selekcie.

Toto je mozné aj velmi jednoducho demonstrovat vdaka Struktire genetického kodu.
Mutécie na prvych dvoch poziciach kodénu st totiz ¢asto nesynonymné, kym mutécie na
tretej pozicii st takmer vzdy synonymné. Preto ak porovndme DNA sekvencie kodujice
proteiny v roznych organizmoch, mali by sme na tretej pozicii vidiet podstatne nizgiu
mieru zachovania, nez na prvych dvoch poziciach. Skutocne v takychto zarovnaniach
medzi ¢lovekom a mySou vidime na prvej pozicii 82% zachovanych baz, na druhej pozicii
az 87%, na tretej pozicii je v8ak iba 61% zachovanych béz. Mutéacie v usekoch, ktoré
koduju proteiny, budt mat teda Specificka trojperiodickta strukidru, kde prvé dve pozicie
kodonu st obvykle velmi dobre zachované, kym tretia pozicia vykazuje podstatne vyssiu
variabilitu.

Tento fakt ale uz vieme velmi lahko vyuZit pri hladani génov. Zakladna myS$lienka je
pouzit opat fylogenetické skryté Markovove modely, pricom stavy a prechody pouZijeme
podobné ako u HMM na hladanie génov, ale pre kazdy stav pouzijeme evolu¢ny model
s inou dizkou hran: pre prvé dve pozicie kodénu budd hrany stromu kratgie (a teda
modelované sekvencie budiu zachovanejsie), kym pre tretie pozicie a introny pouZzijeme
strom s dlh§imi hranami. V réznych obmenéch tuto myslienku pouziva viacero hladacov
génov (vid napr. Exoniphy (Siepel and Haussler, 2004) a N-SCAN (Gross and Brent,
2006) ). Pouzitie zarovnani méoze signifikantne zvysit presnost hfadania génov, ako ukazuje
tabulka 5.2

5.3 Studium pozitivneho vyberu

Doteraz sme sa zaoberali tym, Ze sme vyuzivali existenciu purifikacného vyberu u funkd-
nych sekvencii na to, aby sme takéto funkéné sekvencie hladali v zarovnaniach viacerych
druhov a odligili ich od neutralne vyvijajiacich sa sekvencii. Purifika¢ny vyber zaistuje
zachovanie ich funkcie a jeho prejavom je “spomalenie” rychlosti evolicie vo funkénych
sekvenciach. Pozitivny vyber naopak vidime u sekvencii, ktoré ziskavaju nové funkcie,



Alanine (A)
GCx*

Cysteine (C)
TGC
TGT

Aspartic acid (D)
GAC
GAT

Glutamic acid (E)
GAA
GAG

Phenylalanine (F)
TTC
TTT

Glycine (G)
GG*

Histidine (H)
CAC
CAT

Isoleucine (I)
ATA
ATC
ATT

Lysine (K)
AAA
AAG

Leucine (L)
CTx*
TTA
TTG

Methionine (M)
ATG

Asparagine (N)
AAC
AAT

Proline (P)
CCx*

Glutamine (Q)
CAA
CAG

Arginine (R)
CG*
AGA
AGG

Serine (S)
TCx*
AGT
AGC

Threonine (T)
AC*

Valine (V)
GT*

Tryptophan (W)
TGG

Tyrosine (Y)
TAC
TAT

Stop codon (*)
TAA
TAG
TGA

Tabulka 5.1: Geneticky kod urcuje, akym sposobom sa trojice nukleotidov (kodény) prekladaji

do aminokyselin.

Program

sn

Gény
sn sp

AUGUSTUS (1 genom)
NSCAN (zarovnanie)

52%
68%

24%  17%
35% 3%

Tabulka 5.2: Porovnanie hladacov génov AUGUSTUS (1 geném) a N-SCAN (viac genémov)

podla (Guigo et al. (2006).



pripadne sa ich funkcia vyraznym sposobom meni. Jednym zo zdkladnych prejavov po-
sobenia pozitivneho vyber u sekvencii kodujicich gény je pritomnost velkého mnozstva
nesynonymnych mutacii. Tento fakt sa budeme snazit vyuzif na ich hTadanie.

Na prvy pohlad by sa mohlo zdat, 7e stac¢i vziat zarovnanie sekvencii konkrétneho
génu u niekol’kych druhov, spocitat pocet synonymnych a nesynonymnych mutéacii, ktoré
v takomto zarovnani vidime a z tychto ¢isel vyvodit zavery. Kapitoly nam vsak
uz ukézali, Ze to celé nie je az také jednoduché: pocas evolicie na jednom mieste v DNA
sekvencii moze totiz dojst k viacerym mutaciam, v kone¢nej sekvencii vSak vidime uz iba
finalny vysledok. Preto nevieme jednoznacne spocitat pocet mutacii, ktoré pocas evolucie
skuto¢ne nastali a tob6z nevieme rozhodnut, kolko z tychto mutécii bolo synonymnych
a kol'ko nesynonymnych. Aby sme tento problém vyrie§ili, pouZijeme opét pravdepodob-
nostné modelovanie.

5.3.1 ZovSeobecnené modely evolucie

V kapitole sme si ukdzali jednoduchy Jukes-Cantorov model evolicie nukleotidov,
v ktorom sa mutécie z lubovolnej bazy na 'ubovolnu ina diali s rovnakou pravdepodob-
nostou. Pre prax je takyto model prili§ jednoduchy, preto sa pouzivaji rézne modely,
kde sa rychlosti mutacii medzi jednotlivymi bazami liSia. Vo vSeobecnosti takyto model
mozno vyjadrit nasledujicou 4 x 4 maticou rijchlosti (rate matriz):

tkac Hac HAT
Hca . Hca  Her (5' 1)
Hca HGe . Har
Hra Hrc HTG

M:

(Hodnoty na diagonéale matice sa dopo¢itavaji podla ostatnych hodnot a v tomto oka-
mihu nie st pre nas podstatné.) Hodnota p,, v tejto matici vyjadruje rychlost, akou sa
urCita baza x meni na ini bazu y. Formalnejsie, ak Pr(X,, o = y | X; = x) je pravdepo-
dobnost, ze za ¢as A sa zmeni baza x na bazu y, potom

T Pr(Xya =yl X = 1)
foy = lim

A0 A ' (5:2)

Ak maticu rychlosti celi prendsobime nejakou konstantou «, jednoducho zrychlime cely
model evolicie a krat, takze vlastne iba zmenime casovi jednotku, s ktorou v celom
modeli pracujeme. Preto nas viac ako samotné ¢isla v matici buda zaujimat pomery
jednotlivych hodnot.

Jednym z najpouzivanejsich modelov pri analyze evolicie DNA sekvencii je HKY mo-
del nazvany podla autorov Hasegawa, Kishino a Yano (Hasegawa et al. 1985). Tento
model oproti Jukes-Cantorovmu modelu obsahuje dve inovacie. Za prvé, rozliSuje dve
triedy baz, ktoré sa znacne lisia svojou biochemickou §trukturou: pyrimidiny (C, T) a
puriny (A, G). Mutécie v ramci triedy (tranzicie) sa vdaka podobnosti §truktir deji ¢as-
tejsie ako mutacie medzi triedami (¢ransverzie). Pomer medzi tranziciami a transverziami
oznacime ako parameter HKY modelu k.

Ak nastavime ¢as v evolu¢nom modeli na nekonecno, nezéalezi na tom, z ktorej bazy
sme zacali. Frekvencia vyskytu jednotlivych baz sa ustali v tzv. ekvilibriu. V Jukes-
Cantorovom modeli je pravdepodobnost Tubovolnej bazy v ekvilibriu 1/4. Pri aplikécii



Jukes-Cantorovho modelu by sa teda zlozenie DNA sekvencii priblizovalo k rovnakému
zastupeniu vSetkych baz, ¢o nezodpoveda realite. S tym sivisi druha zmena HKY mo-
delu: jednotlivé rychlosti mutécii st nastavené tak, aby zodpovedali redlnym frekvenciam
nukleotidov v analyzovanych sekvenciach. Frekvencie jednotlivych nukleotidov oznac¢ime
Ta, TC, Te & Tp (samozrejme, m4 + 7o + g + mr = 1) a budu takisto parametrami
modelu.

Pre parametre k, w4, 7o, 1, 77 HKY model pouziva nasledujticu maticu rychlosti:

(5.3)

km, ak muticia x — y je tranzicia,
Mgy = L . . .
m, ak muticia x — y je transverzia.

7 tejto matice je mozné podobne ako pri Jukes-Cantorovom modely pre Tubovolné
x, y a A vypocitat pravdepodobnost Pr(X;,an = y|X; = z). Frekvencie jednotlivych
nukleotidov v ekvilibriu su 74, 7¢, 7g, 7.

5.3.2 Model evolucie kodénov

Pri analyze pozitivneho vyberu nebudeme uvazovat model evoltcie jednotlivych nukle-
otidov, ale model, ktory uvazuje celé kodony (trojice nukleotidov) naraz. Na tejto trovni
totiz vieme rozlisit u jednotlivych substiticii, ¢i si synonymné alebo nesynonymné.

Model evoltcie kodénov zostavime rovnakym spdsobom, ako model evoltcie nukle-
otidovych sekvencii. Bude opét charakterizovany maticou rychlosti, ovSem tato matica
nebude rozmerov 4 x 4, ale 61 x 61, kedZze mame 64 moznych roznych trojic nukleoti-
dov, z ktorych 3 zodpovedaji stop kodénom, takze zostava 61 kodonov kédujicich amino
kyseliny.

Kodoénovy model méa novy parameter w, ktory reprezentuje pomer rijchlosti nesyno-
nymnych mutdcid k synonymniym mutdcidm. Ak teda zvolime w < 1, poéjde o model
sekvencie pod vplyvom purifika¢ného vyberu, w = 1 zodpoveda neutralne sa vyvijajicim
sekvenciam a pre w > 1 dostaneme model evolicie kodénov pod vplyvom pozitivneho
vyberu.

Nech 7, je frekvencia vyskytu kodonu z v skuto¢nych sekvenciach a nech x je pomer
tranzicii a transverzii. Potom n&s model evoldcie kodénov bude urceny nasledujicou
maticou (z a y st v tomto pripade kodony, teda trojice nukleotidov):

0 ak medzi x a y je viac ako jeden rozdiel,
Ty ak sa z a y liSia v synonymnej transverzii,
pzy(w) =< km, aksax ay lifia v synonymnej tranzicii, (5.4)

wm, ak sa z a y liSia v nesynonmnej transverzii,
wkm, ak sa z a y liSia v nesynonymnej tranzicii.

7 takéhoto modelu mozno rovnakym sposobom ako v pripade nukleotidovych modelov
pre Tubovolné kodoény = a y a pre Tubovolny ¢as A urc¢it pravdepodobnost, Ze po uplynuti
¢asu A kodon x zmutuje na kodon y. V&imnime si, ze model neumoziuje priamu zmenu
kodénu z na kodon y v pripade, ze sa x od y lisia vo viac ako jednom nukleotide. To vSak
neznamend, 7e by pre takéto kodony bola pravdepodobnost Pr(X; a = y| X, = z,w)
tieZ nulova. Zmenu z x na y totiz mozno zrealizovat pomocou viacerych substiticii, s ¢im
vypocet pravdepodobnosti pocita. Tak ako v pripade HKY modelu, frekvencie kodonov
v ekvilibriu budu zodpovedat parametrom .



5.3.3 Fylogeneticky strom a vierohodnost parametru w

Teraz ked mame evolu¢ny model, ktory zahfiia parameter w, mozeme tento model pouZzit
pre pevne dany fylogeneticky strom a pre dant hodnotu w na vypocet pravdepodob-
nosti vygenerovanie dat v danom zarovnani. Stac¢i postupovat rovnakym spésobom ako v
kapitole s tym, Ze jeden stipec zarovnania je v tomto pripade stlpec kodénov (tzn.
pozerame sa na tri bazy namiesto jednej) a namiesto Jukes-Cantorovho modelu pouZzijeme
model pre kodony, ktory sme navrhli vyssie.

Samozrejme, dodlezita je volba parametru w. Pre rozne hodnoty w dostaneme totiz
rozne pravdepodobnosti vygenerovania dat v naSom zarovnanani. Hodnotu takejto prav-
depodobnosti pre dané w nazveme vierohodnost parametru w.

Jednou z moznosti, ako urcit, ¢ ide o gén, ktory je pod vplyvom pozitivnej selekcie,
je zobrat zarovnanie kodénov tohto génu a najst w s maximéalnou pravdepodobnostou
vygenerovania takychto dat, inak povedané najst w, ktoré maximalizuje vierohodnost.
Takito optimaliziciu w je mozné urobit pomocou Standardnych numerickych metéd. Ak
vysledné w je mensSie ako 1, pojde o sekvenciu, ktora je pod vplyvom purifika¢ného vyberu,
ak je w > 1, ide o sekvenciu pod vplyvom pozitivnej selekcie.

Tato metoda by v praxi pomerne dobre fungovala pre velmi dlhé gény, kde nastalo
dostatok nesynonymnych aj synonymnych zmien, aby odhad w pomocou maximalizacie
vierohodnosti bol dostato¢ne spolahlivy. Pre kratSie gény, kde je pocet mutacii mensi,
je v8ak tato metoda velmi citlivd na Statisticky Sum. Preto je dolezité pouzit dalsiu
Statistick metddu, ktord nam pomoze zistit, ¢i je vysledok dostato¢ne spolahlivy. Tito
metodu popiSeme v dalsej ¢asti kapitoly.

5.3.4 Test pomeru vierohodnosti (likelihood ratio test)

Skisme sa zamysliet nad tym, ¢o by sa stalo s maximéalnou vierohodnostou v pripade, ze
by sme obmedzili mozné hodnoty w na interval medzi 0 a 1 (teda nedovolime, aby model
vysvetlil data posobenim pozitivneho vyberu). St dve moznosti, ktoré zavisia od hodnoty
maximalnej vierohodnosti w* v modeli bez takéhoto obmedzenia:

e Ak w* <1, potom aj pri obmedzeni hodnot ostava w* najvierohodnejSou hodnotou
parametra, a teda sa vierohodnost nijakym sposobom nezmeni.

e Ak w* > 1, potom je tato hodnota mimo povoleného intervalu. Nova najvierohod-
nejsia hodnota bude niektora z hodnot w medzi 0 a 1, a teda v takto modifikovanom
modeli sa aj vierohodnost dat znizi.

Ak teda vykonadme optimalizaciu v povodnom aj modifikovanom modeli, v druhom
pripade dostaneme bud rovnaku vierohodnost (ak v skuto¢nosti neslo o pozitivny vyber)
alebo nizsiu vierohodnost (ak $lo o pozitivny vyber). Samozrejme, niz§iu vierohodnost
mozeme dostat aj z dovodu atypickosti alebo malého mnozstva dat (v takom pripade
dostaneme pre velké mnozstvo hodnot w podobné hodnoty vierohodnosti). Pri velkom
poklese vierohodnosti je v8ak takato situacia nepravdepodobna.

Aky je teda dostato¢ny pokles vierohodnosti na to, aby sme mohli prehlasit, ze ide
o Statisticky vyznamny rozdiel? Nech L; je maximalna vierohodnost v pripade modelu s
neobmedzenym w (alternativny model) a Ly je maximéalna vierohodnost v pripade modelu



s obmedzenim w < 1 (nulovy model). V takomto pripade mozeme pouzit nasledujiicu
Statistiku: D = —2log Lo/ L;.

Test pomerom vierohodnosti (likelihood ratio test) nemoze odmietnut nulovi hypo-
tézu v pripade, Ze Statistika D je prili§ mala. Data, ktoré sme videli, mohli pri takomto
vysledku vzniknut prave tak dobre v modeli bez pozitivnej selekcie, ako v modeli s pozi-
tivnou selekciou. Naproti tomu, pri dostato¢ne velkom D pravdepodobnost toho, Ze ide
o nulovit hypotézu (P-hodnota), je velmi mala. Vzfah medzi hodnotou $tatistiky D a
P-hodnotou je urceny Wilksovou vetou, ktora hovori, zZe rozdelenie hodnot D v pripade,
7e skuto¢né data pochadzaju z modelu podla nulovej hypotézy, sa asymptoticky blizi ku
x%(1) distribicii.

Pri teste pozitivneho vyberu teda postupujeme nasledovnym sposobom:

1. Pre dany gén vypocitame maximéalne vierohodnosti Ly (obmedzeny model) a L,
(neobmedzeny model).

2. Vypocitame Statistiku D = —2log Lo/ L.

3. Zistime prislugny kvantil hodnoty D v x?*(1) distribicii, ktory nam urcuje P-
hodnotu. (Napr. ak D > 3.841, potom P < 0.05.)

4. Ak P-hodnota je dostato¢ne nizka, mozeme o géne prehlasit, ze je pod vplyvom
pozitivneho vyberu. V opac¢nom pripade nevieme vylucit, ze ide o purifika¢ny vyber
alebo neutralnu evoluciu.

Poznamka: Pri aplikacii takejto metddy na cely genom je eSte potrebné uplatnit Stan-
dardné korekcie chyb viacnasobného testovania, kedZe vykonavame niekolko tisic Statis-
tickych testov.

5.3.5 Pozitivny vyber v genémoch cicavcov

Test pozitivneho vyberu je mozné uplatnit celogenémovo. Napriklad analyza zarovnania
genomov Cloveka, Simpanza, makéka, my$i, potkana a psa (Kosiol et al., 2008) identifi-
kovala 400 génov pod vplyvom pozitivnej selekcie pocas celej evoltcie cicavcov. Testy na
pozitivny vyber na Specifickych hranach alebo kladach stromu mozZzno realizovat tak, ze
v alternativhom modeli povolime pozitivnu selekciu iba na vybranych hranach stromu;
poc¢ty génov identifikované v takychto hranovych a kladovych testoch sumarizuje obrazok
6.5l Na obrazku je tiez pre kazda vetvu fylogenetického stromu zobrazena najvierohod-
nejSia hodnota w pre zretazenie zarovnani vSetkych génov v gendéme. Vidime, ze “obvykla”
hodnota w je medzi 0.1 a 0.25. Z toho vyplyva, ze velka ¢ast génov je pod vplyvom silného
purifikacného vyberu, tak ako sme to na zaciatku predpokladali.

Velka ¢ast funkénych kategorii génov s neobvykle vysokym podielom génov pod vply-
vom pozitivneho vyberu stvisi s imunitou, obranou a senzorickymi schopnostami. Nadrep-
rezentacia prave tychto kategorii dava velmi dobry zmysel: vo vSetkych tychto pripadoch
ide o nutni adaptaciu na podnety prostredia, ¢i uz je to evolicia a vyskyt novych pato-
génov alebo zmena Zivotného stylu a zdrojov jedla, ktoré si vyzaduju adaptacie na trovni
¢uchu, zraku, ¢i chutovych buniek. Vysledky teda jasne poukazuji na takéto adaptécie
bez toho, aby sme informéaciu o takychto procesoch Specificky vlozili do predpokladov
vypoctovej analyzy.
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Obr. 5.5: Vysledky hladania pozitivneho vyberu v 8iestich gendémoch cicavcov. Zdroj: [Kosiol
et al.| (2008))



5.4 Zhrnutie

V tejto kapitole sme sa zoznamili so zakladnymi metédami komparativnej genomiky.
Komparativna genomika sa zaoberd porovnévanim viacerych genémov a pomocou mo-
delov evolucie sa snazi zistit nova informéciu o funkciach jednotlivych regiénov tychto
genomov. Vyznamnu tlohu hra prirodzeny vyber, ktory zanechava v evolicii $peciilne
stopy, ktoré je potom zo zarovnani mozno detekovat vypoctovymi metédami pomocou
roznych evolu¢nych modelov: ide napriklad o pomalSiu rychlost mutacie vo funkénych re-
gionoch pod vplyvom purifika¢ného vyberu, ¢ prevahu nesynonymnych mutéacii v pripade
posobenia pozitivneho vyberu.

Komparativna genomika vyuziva komplexni kombindciu metoéd z pravdepodobnost-
ného modelovania, algoritmov a Statistiky. Zoznémili sme sa tak s technikou nazvanou
fylogenetické skryté Markovove modely, s novymi modelmi evolicie a so Statistickym
testom pomeru vierohodnosti.
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